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 摘要 

本文中我們主要的目標是想要基於深度學習模型(Long Short Term Memory 

Network，縮寫 LSTM)，並結合經驗模態分解(Empirical Mode Decomposition，

EMD 分解)將期貨的分鐘頻率日內資料分解為有意義的頻率信號，將人工智慧應

用於預測金融時間序列走勢，且實際用於期貨市場的當沖交易。預測金融時間序

列走勢的一直都不是個簡單的任務，主要是因為金融時間序列的非定態，具有序

列相關。於是我們想結合專門將時間序列分解成多個獨立且有頻率意義信號的經

驗模態分解(EMD分解):以及具有長期記憶、寫入、清除、輸出，專門處理時間序

列資料的長短期記憶神經網路模型(LSTM)，並運用模型輸出結果實際在歷史資料

上交易回測，然後計算模型效能、策略績效，最後與傳統的機器學習(本文中以

具有隱藏層以及多神經元的深度學習區分傳統上統計學的機器學習方法)演算法

K-近鄰演算法(K Nearest Neighbor. KNN)做比較。經過實驗我們成功找出 EMD

分解與 LSTM、KNN的最佳預測區間長度，且經由實驗證明 EMD分解確實能有效幫

助中、短期的金融時間序列趨勢預測，以及深度學習模型 LSTM 的效能在相同資

料處理方式下明顯優於傳統機器學習方法 KNN。 

 

關鍵字:人工智慧、深度學習、神經網路、長短期記憶模型、遞迴神經網路、機

器學習、K-近鄰演算法、經驗模態分解、日內資料、當沖交易、金融時間序列趨

勢預測 
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一、緒論  

1.1 研究緣起 

2016 年，Google 人工智慧實驗室 DeepMind 所開發的人工智慧 AIphaGo 跌破各

方專家眼鏡，以 4 比 1 懸殊的比數，打敗南韓最強職業圍棋九段棋士李世乭1，

從此將人工智慧(Artificial Intelligence，縮寫為 AI)，這個名詞從電影中帶到現實。

而所謂人工智慧背後的關鍵技術，廣義來說就是一種稱為深度學習2的神經網路

模型，也因為 AI 的爆紅，各種深度學習相關的研究也在學界、業界蓬勃發展。

近年來，人工智慧除了在學術界取得許多重大突破外，也被廣泛應用於解決現實

世界中的各種難題。其中最經典且最廣為人知的應用就是機器視覺智能影像辨識

以及自然語言處理語音辨識。而其中專門用於自然語言處理任務的是一種稱為遞

歸神經網路(Recurrent Neural Networks，縮寫為 RNN)[18]的深度學習模型，因為

RNN 模型的特殊構造，會去考慮其隱藏層上一次輸出的倒傳導特性，使得其特別

適合處理序列相關資料，如語言的前後相關、PM2.5 的循環性資料，其中當然也

包含了金融商品如期貨、股票的時間序列資料。然而因為 RNN 只是單純考慮前

一期的輸出，會有長期依賴(Long-Term Dependencies)3[1]的問題，因此現在主流

 

1 AlphaGo 打敗李世乭: https://en.wikipedia.org/wiki/AlphaGo_versus_Lee_Sedol 

2 現今的人工智慧大部分是指一種稱為深度學習的模型，而深度學模型廣義來說就是由多個權

重隱藏層組成的神經網路模型，因為其多層的結構故稱為深度學習。 

3 在 RNN 中每次訓練時，每次隱藏層的輸出會單純傳導到下一次訓練迴圈，且每次訓練共享權

重，會造成當下訓練迴圈可能受到長時間之前的狀態影響，稱為長期依賴。 
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使用的是將 RNN 的記憶體改善為具有長期記憶、忘卻、輸出功能的長短期記憶

神經網路(Long Short Term Memory Network，縮寫 LSTM)[8]。本文致力於研究將

LSTM 加上資料處理方法用於預測台灣指數期貨的趨勢為上漲或者下跌，資料頻

率採用分 k 日內資料(Intraday Data)4。過去的研究中較沒有詳細的針對預測區間

的長度做實驗[12][23]，其中也有例外如[16]我們會在 2.3 節中詳細解釋。因此本

文以 5 分鐘為一個單位，比較各個不同預測區間的結果，期望能找出最佳的預測

區間長度，並嘗試將我們訓練好的 LSTM 用於台灣指數期貨的當沖交易(Day 

Trading)5。會如此設定實驗是因為台灣指數期貨為國人最常交易之期貨商品，其

手續費固定且交易稅相對較低6的特性很適合拿來做當沖交易。而本文中 LSTM 神

經網路所預測出未來某段時間內的趨勢的結果，也剛好可以運用在當沖交易的操

作上。 

然而由於金融時間序列資料普遍具有時間趨勢、非平穩的特性會使得資料尺度不

一致，造成神經網路訓練上不易收斂的困難點，使得預測金融商品時間序列的走

勢一直都是個很大的挑戰。因此我們嘗試在研究過程中處理資料時加入經驗模態

分解(Empirical Mode Decomposition，縮寫 EMD分解)7，來將原始時間序列分

解成有頻率意義、獨立的時間的信號[9]。觀察經過訓練之後神經網路能不能從

EMD 分解後的信號中學習出能解釋未來上漲、下跌趨勢的規則。並經由實驗與傳

 

4 K 線圖指的每單位時間的開盤、最高、最低、收盤價，而分 K 指的就是每分鐘的 K 線圖，是

一種日內資料，台灣期貨市場一日有 300 分鐘交易時間。 

5 當沖交易，指的是在每日收盤前將持有之部位平倉賺取利差，避開非交易時段變故的風險。 

6 台灣證券市場股票交易稅為 0.3%，手續費 0.1425%，而台灣指數期貨交易稅為 0.002%，且手

續費為固定，每家期貨商略有高低，交易稅成本股票為期貨的 150 倍。 

7 經驗模態分解，由黃鍔（N. E. Huang）於 1998 年提出，是一種自適應信號頻率處理方法，特

別適用於非線性、非平穩信號的分析處理。[9] 
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統機器學習方法 K-近鄰演算法(K Nearest Neighbor，縮寫 KNN)比較，觀察我們

所使用的 EMD 分解加上 LSTM 神經網路是否可以得到較好的結果，且可以實際

在期貨或其他金融市場上進行當沖交易，同時具有獲利能力，能成為投資人、交

易員做投資決策時的參考。 

1.2 本文貢獻 

在決定本文研究方向前，作者有先嘗試單純的使用 LSTM 加上輸入過去的原始時

間序列來預測未來的趨勢，但是並沒有得到太好的結果，主要是因為台指期的原

始資料具有明顯的時間趨勢，所以在資料處理的過程加上 EMD 分解做信號拆解，

並與傳統上的 Z 值標準化做比較。而過去也有一些學者將 EMD 分解搭配 LSTM 做

時間序列趨勢的預測(以下簡稱 EMD-LSTM)[24]，但缺乏在較高的頻率如分 K 資料

下詳細的比較不同預測長度之間預測的效果差距。因此我們整個實驗都會詳細展

示在不同預測長度的效果，並將我們訓練好的 EMD-LSTM 神經網路實際應用在當

沖交易做交易績效比較，整體會在深度學習模型(LSTM)與機器學習模型(KNN)以

及兩種資料處理方式 Z 值標準化與 EMD 分解之間做交叉比較，綜合以上本文的

貢獻可以歸納為以下幾點: 

I. 交叉比較深度學習演算法(LSTM)與傳統機器學習演算法(KNN)，分別使用

EMD 分解與傳統 Z 值標準化處理後的資料做訓練後的模型效能。而經由實

驗過後發現 EMD 分解能有效提升 KNN、LSTM 模型對於未來趨勢預測的準確

度。在相同的資料處理流程下，LSTM 的效能又會優於 KNN，因此在本實驗

中我們可以得到 EMD-LSTM 是相對較有效可以用來預測期貨指數走勢的方

法之結論。 

II. 在交叉比較 LSTM 與 KNN 與兩種資料處理方式的同時，我們也詳細的觀察設
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定不同長度的預測區間對於模型預測效能的影響，最後發現大致上呈現越長

的預測區間模型的效能越差的趨勢。 

III. 實際依照模型預測出的結果在測試資料集內進行交易回測，並以交易的報酬

率、夏普比率指標來衡量模型交易的績效，最後得到短預測區間的EMD-LSTM

能穩定獲利，有最好的交易績效之結果。 

1.3 本文架構 

➢ 第 2 章主要描述本研究的背景，會大概介紹機器學習與深度學習在發展上的

重要里程碑，以及為何 LSTM 模型適合用來做金融時間序列的趨勢預測，此

外為了處理金融時間序列資料的序列相關、非平穩性我們也會在本章簡介如

何將金融時間序列資料拆解成有意義的信號，同時我們也會簡單描述台灣的

期貨交易市場，以利後續的交易回測實驗，本章的最後會回顧一些實際將機

器學習、深度學習用於金融時間序列趨勢預測的文獻。 

➢ 第 3 章主要描述本文之研究方法，會從資料處理方法包含資料來源、Z 值標

準化、EMD 分解、移動窗格、訓練以及預測監督式資料集的裁切，到本研究

使用的機器學習模型(KNN)，與深度學習模型(LSTM)架構，做詳細的定義。 

➢ 第 4 章我們開始展示實驗的結果，會包含整詳細描述體實驗的設計，以及定

義用來衡量模型效能、交易績效的指標，經由數據、圖表來證實本文使用的

EMD-LSTM 對於台指期走勢以及當沖交易的輔助有較好的效能。 

➢ 第 5 章我們會總結前面幾章的研究結果，並探討未來還可以延伸研究的方

向。 
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二、研究背景及文獻回顧 

如前述，本文首要研究目標在於提出一個可以基於長短期記憶深度學習模型預測

金融時間序列走勢用於當沖交易的深度學習模型，屬於分類問題，以下就過往所

提出用於分類以及金融時間序列走勢預測方法的文獻做深入探討。2.1節會把重

點放在過去在分類問題有重大進展的經典機器學習方法 KNN上。2.2節則簡述神

經網路深度學習模型發展的歷史，並探討近幾年最廣泛用於時間序列走勢預測的

深度學習模型 LSTM 模型，並研究如何使用 EMD 分解做資料處理。最後在 2.3 節

我們回顧過去已經使用機器學習以及深度學習方法預測金融時間序列走勢的文

獻，作為本文研究的基礎。 

2.1 機器學習模型用於分類簡介 

機器學習用於分類或是時間序列走勢的預測已經有悠久的歷史，最早可以追朔到

1936 年由 Fisher 所發明的線性區別分析(Linear Discriminant Analysis.LDA)[6]，是一種將

資料投影降維後找出一條線性函數做為切割依據，並使得切割後的組內變異最小

的方法，還有同樣歷史悠久於 1958 年被發表的羅吉斯迴歸(Logistic Regression)[3]，

因為可以直接預測出一個樣本屬於正樣本的機率，所以在當時被廣泛應用在廣告

點擊率預測、罹患疾病機率診斷等場景，但這些線性的分類模型，在實務上還是

有其限制，因為現實生活中的資料有很大部分都不是線性的，而且線性模型甚至

無法解決異或問題，因此，經過改良也發展出許多非線性的分類模型，而早期最

廣為人知的分類演算法則是 K-近鄰演算法(K Nearest Neighbor，縮寫 KNN)，KNN

算法最初由 Cover 和 Hart 于 1967 年提出[2]，其分類原理為計算樣本點最近的 K

個訓練樣本並取最頻繁的類別，也因為其簡單、無需估計參數、特別適合多分類
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問題的特性，KNN 算法被沿用至今，也有許多人拿來做金融時間序列走勢的預測，

作為挖掘交易信號的工具，我們會在 2.3 小節中介紹過去使用 KNN 於金融時間

序列趨勢預測的文獻，並於第 3 章中詳細解釋 KNN 的原理。 

2.2 深度學習模型用於分類簡介 

深度學習模型，也就是所謂的人工智能，是近年來學界、業界的重大發展項目，

被運用在各行各業、各種應用場景，其中當然也包含了金融時間序列趨勢的預測，

但深度學習模型的概念最早是於 1943 年由神經科學家 W.S.McCilloch 和

W.Pitts提出[15]，仿照生物神經元的工作原理構造了神經網路的數學模型，包

含輸入訊號、求和、非線性啟用三個過程，之後於 1958 年由電腦科學家

Rosenblatt提出兩層神經元的神經網路稱為感知器(Perceptrons)[17]，使用梯

度下降法從訓練樣本中自動學習更新權重完成二分類的任務，也是本文研究能成

立的基礎，神經網路真正爆發性的成長是由於神經網路之父 Geoffrey Hinton與

Ronald J. Williams 於 1986 發明適用多層感知器 (MLP)的反向傳播

(Backpropagation)演算法[18]，並於 2006~2012年間不斷改良，改變網路結構、

激活函數(Activation Function)，於語音識別、影像識別領域都取得突破性的

進展，也發展出許多基於基礎神經網路的變化模型，然而提到人工智能、神經網

路用於時間序列預測就不得不提到長短期記憶模型(Long short-term memory. 

LSTM)，它是一種時間遞迴神經網路，也稱反向傳播神經網路(Recurrent Neural 

Networks. RNN)，因為其倒傳導的特性，很適合處理前後相關的任務，一開始是

運用在自然語言處理，因為語言通常是需要考慮前後語來判斷語意，像是 Google

的翻譯軟體就是用自家開源框架 Tensorflow 所開發的 RNN 網路，也因為它適合

前後相關任務的特性，也有許多人拿來做時間序列分析，取得突不錯的結果，我

們會在 2.3小節中研究過去使用 LSTM於金融時間序列趨勢預測的文獻。 
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2.3 文獻回顧 

LA Teixeira ，ALI De Oliveira(2010)[21]使用 KNN分類模型預測隔日的股價

走勢並將技術指標8分析工具如 RSI、SMA9指標當作輸入資料，輸出隔日股價的走

勢並將之用於聖保羅證券交易所真實公司的股價，在考慮交易成本的狀況下，最

後得到根據 KNN模型預測結果進行交易的績效優於單純使用 SMA黃金、死亡交叉

10判斷買賣點的結果。 

M.V.SUBHA(2012)[19]使用 K Nearest Neighbor 預測印度股市中兩檔熱門股票

未來一天的走勢，跟前文較大不同的地方是作者單純使用前一天股價的開高低收

原始資料作為輸入，並未額外使用過去歷史資料計算技術指標，同樣預測隔日股

價的走勢，並與 Logistic Regression做比較，在 118天的測試期中得到 KNN表

現較優秀的結果成功預測出 83 天的上漲趨勢，在現今由於運算資源的成長，我

們想嘗試輸入更多過去的資料，也就是讓模型接收過去更多期數的資訊後，期望

能更精確的預測未來走勢。此外，這兩篇論文都是單純的預測隔天的走勢，並沒

有比較不同預測區間長度之間的效果，我們也在本文中加強了這點。 

 

8 技術指標(Technical Indicator)，是指利用過去的歷史資料，經由各種數學公式運算，期望能計算

出對於未來價格走勢有解釋力的指標。 

9 RSI(相對強弱指標)，為一種衡量過去一定區間內上漲力道的強弱，RSI 又稱為逆勢指標，也就是

當 RSI 過大時可能代表市場過熱，價格可能要開始走低，SMA 則是計算過去固定期數的移動平

均。 

10 黃金交叉，指的是較短期數的 SMA(快線)向上穿過較長期數的 SMA(慢線)，可能代表股價趨勢

即將止跌反升的信號，反之則稱為死亡交叉，則代表股價可能要開始下跌的信號。 
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Ariel Navon, Yosi Keller(2017)[16]將普通的前傳導神經網路11用於預測股票、ETF 的

走勢，使用分鐘頻率的高頻資料，交易標的物選擇紐約、納斯達克交易所中的多

檔股票以及 ETF，並做了兩年的回測，神經網路輸入過去 60 分鐘的原始開盤價、

最高價、最低價、收盤價資料，輸出未來走勢為上漲或是下跌的類別機率，並由

該機率是否大於設定的閥值來判斷是否為交易訊號，並比較預測未來各種長度區

間的效能，得到 28 期長度的預測期間有最佳效能的結果，並使用高頻交易夏普

比率來評斷模型的交易績效，該篇論文未使用 LSTM 神經網路但同樣也使用分鐘

頻率的資料，並比較不同預測區間長度的結果與我們的構想類似，因此我們會參

考這篇論文所使用的輸入期數(60)，並使用修改過的夏普比率來衡量神經網路的

交易績效。 

EDWIN LI(2018)[8]將 LSTM 用於預測 S&P500 走勢並實際上用於交易，僅輸入前一

天的開盤價、最高價、最低價、收盤價再加上 RSI、MACD12指標預測隔天指數的

走勢，使用一層含有 32 個 LSTM Cell 的隱藏層，並接上 ReLU 激活函數，優化器

的選擇則是採用 Adam[4]，能夠有效避免梯度消失的問題，以及具有計算效率較

高的好處，訓練時也採用 Drop Out 技巧避免 Over Fitting，在共 838 天的交易中

獲得約 30%的報酬率，我們會參考其神經網路架構，同樣也使用 Drop Out 技巧，

但會增加輸入的期數，期望在獲得更多過去資訊的狀態下 LSTM 可以表現得更好。 

 

11 前傳導神經網路，是一種最基礎的神經網路，其每次隱藏層的輸出都是傳到下一個隱藏層，

並沒有反饋到下次訓練的機制，故稱為前傳導神經網路，而有反饋機制的神經網路則是前面有

提到的遞迴神經網路(RNN)，會在第 3 章中詳細介紹。 

12 MACD 指標，是一種計算長期與短期移動平均線差離狀態改變的指標，可以衡量過去移動平

均線收斂、發散的趨勢， 
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Zhang, Boning. (2018) [23]同樣使用 LSTM 來預測金融時間序列的走勢，但不同的

是作者預測的是時間序列的值而不是趨勢，但本文想要借鏡的是作者在資料處理

的步驟加入的改良，為了處理金融時間序列都有的時間趨勢問題，他在資料處理

時入經驗模態分解(Empirical Mode Decomposition ，簡稱 EMD)，將複雜的時間序

列信號拆解成有限個獨立且有頻率意義的本徵模函數（Intrinsic Mode Function，

簡稱 IMF），然後使用這些 IMFs 送進 LSTM 訓練，並做出預測，最後得到使用 IMFs

訓練的 LSTM 效能優於只有使用原始資料訓練的 LSTM 的結論，本文的一大重點

也會比較使用 EMD 與 Z 值標準化方法資料處理，對於機器學習、深度學習訓練

的影響。 

Jonathan Doering & Michael Fairbank(2017)[5]將捲積神經網路(convolutional 

neural network，縮寫 CNN)
13
用於高頻交易上，預測標的物使用倫敦交易所中的

GB0031348658 (Barclays PLC) 資料區間為 2007 年 7 月至 2008 年 8 月中共 217 天

的逐筆交易資料，共約 72000 筆，輸入資料使用區間長度 180 的移動窗格，預測

下 20 筆交易的價格走勢，作者提到因為在高頻交易中資料的漲跌幅較小，為了

能區分出合理的閥值所以標記價格走勢的標準採用原始價格的報酬率，作者經由

計算採用 0.05 的漲跌幅作為閥值，可以剛好讓資料集保持在二分類平衡的狀況，

較不會發生極端不平衡14難以訓練的狀況，本文中我們也會首先考量資料集的原

始狀況為衡量模型預測效能的基準點，並使用移動窗格比較各種預測長度的結果。 

 

13 捲積神經網路，是一種用於影像辨識的經典神經網路，由於其捲積核構造可以像掃描器一樣

將圖片中的像素萃取成能代表圖片的關鍵特徵值，近幾年主導機器視覺領域的發展 

14 在訓練深度學習模型時，如果某一類別數量過少，造成該類別就算全部分錯對於損失函數的

影響很小，會造成該類別的準確度被犧牲掉，稱為不平衡資料。 
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三、研究方法 

3.1 資料處理 

3.1.1 台灣指數期貨資料簡介 

在本文中我們使用元大期貨 Multichart15匯出的台灣指數期貨每分鐘歷史資料，

主要因為本文致力於研究長短期記憶模型(LSTM)用於金融時間序列趨勢預測的

效能如何並實際應用於當沖交易。為了能充分展現出高頻高金融時間序列的資料

特性，我們需要交易頻率夠高，且穩定持續高頻買賣搓合的商品。然而股票因為

有相對較高證交稅的關係不太適合做頻繁進、出場的當沖交易。而期貨的交易稅、

手續費相對較低，加上不管看多、看空都能進場能做多、放空使我們可以依照模

型預測出來的趨勢自由的決定我們的策略。因此本文會以期貨為研究的商品，而

在標的物的選擇上，我們選擇台灣人最常交易的台灣指數期貨(TFX)。 

台指期貨是台灣期貨交易所推出的產品，屬於期貨的一種，依據台灣的股票加

權指數去做漲跌變動，早上八點四十五分開盤至下午一點四十五分收盤，共 5

個小時也就是 300 分鐘，投資人可以依照自身判斷決定做多(買進一口多單)或

放空(賣出一口空單)，其中一點的漲跌幅是 200 元，依照投資人做多或放空計

算損益。台指期在 2017 年就達到每日平均 138270 口的交易量約占台灣期貨總

 

15資料來源 : 元大期貨 Multichart http://www.multicharts.com.tw/characteristic.aspx 
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交易量的 47%16，為我們的研究提供高頻、穩定的交易資料。資料頻率使用分資

料、資料區間是 2013年 01月 02號到 2018年 02月 22號包含每分鐘的開盤價、

最高價、最低價、收盤價、交易量。我們將每分鐘收盤價的結果初步視覺化如圖

一所示。 

圖一 : 2013/01~2018/02台指期分資料 

 

3.1.2 資料集切割與標籤 

為了產生能讓深度學習、機器學習演算法訓練的監督式學習(Supervised 

Learning) 17資料集，首先我們將資料集切成大約 9:1 的訓練(2013/01/02 

~2017/06/30)、測試資料集(2017/07/01~2018/02/22)，然後在資料集內用移動

窗格(Sliding Window)18的方式做出一對一關係的監督式資料集，如圖二所示參

數 T代表輸入的區間長度，t代表我們要預測未來趨勢的區間長度，也就是我們

輸入 T期的資料區間當作訓練的輸入資料，而第 T期到 T+t期的趨勢則是輸出的

 

16 資料來源 : 台灣期貨交易所 https://www.taifex.com.tw/cht/index 

17 監督式學習，指在訓練過程中提供模型答案(標籤)，在本研究中就是真實的上漲、下跌。 

18 移動窗格，指將時間序列資料以固定長度以及固定橫移長度切割成多個區段 

Training Testing 
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訓練目標 y，稱為標籤(Label)19，如圖二所示反覆執行以上動作，但要注意的是

我們切割資料集時不做跨日切割，也就是讓交易在當日了結，可以避免掉隔日台

指期跳躍的風險，對於訓練也有正面的影響。 

此外，由圖一中我們可以發現在測試區間(2017/07/01~2018/02/22)內，整體台

指期呈現多頭走勢(牛市)，這也代表著如果我們單純的在測試區間內持有一口多

單而不做任何交易(buy-and-hold)，我們基本上就能夠得到正報酬。因此我們會

在 4.3 小節中比較依照 EMD-LSTM 預測進行買多賣空與單純持有一口多單兩種策

略的交易績效，並且考慮交易手續費。如果實驗證明我們的 EMD-LSTM 交易策略

能在牛市行情中達到優於單純持有一口多單的績效，則證明我們提出了一套有實

際應用價值，可用於當沖交易的深度學習方法。 

                    圖二 : 移動窗格資料處理說明 

 

 

 

 

 

 

19 標籤，指模型訓練的目標，在本研究中必須人工標記真實資料的上漲、下跌標籤。 

y 
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在本文中，輸入過去期數 T 的長度我們主要參考 Ariel Navon, Yosi 

Keller(2017)[16]的做法使用 60 這個長度區間，一方面因為在該篇論文中所採

取訓練架構與本文相近，另一方面則是因為考量到在不跨日交易的狀況，輸入的

區間長度意味著需要犧牲掉開盤之後的多少時間，而 T=60 已經代表開盤之後的

一小時都還未交易，以及考慮到運算資源的限制，所以決定將 T參數固定在 60，

而預測未來趨勢的區間則嘗試 t=5 至 t=60 之間每 5 期訓練一個模型來找出最合

適的區間，因此一天之內在沒有缺失值的狀況會有 300-T-t+1 筆訓練資料(一天

有 300分鐘的交易時間)，而因為使用開、高、低、收、交易量，所以會有 60*5=300

維的特徵值，而訓練標籤的處理方式，則是如(1)式中，簡單的將第當期 n 與第

n+t期作比較，來判斷為漲勢或是下跌。 

 

       𝑦(𝑛) =  {
1,   𝑖𝑓 𝑥(𝑛+𝑡)  >  𝑥(𝑛)      上漲 

2,   𝑖𝑓 𝑥(𝑛+𝑡)  ≤  𝑥(𝑛)    下跌 
            (1) 

 

3.1.3 資料歸一化 

經過實驗，使用報酬率標準(ln(y_t-y_t-1))化會造成訓練上的困難使得模型總

是只能預測出 1類別的答案，因此本文探討兩種資料標準化的方式 : 1.標準化

(z-value) 2.經驗模態分解，會在後續的章節藉由實驗研究經驗模態分解是否能

較有效的處理序列相關的問題，本實驗採用的標準化做法簡單使用一般常見的

z-value，為了撇除掉時間趨勢的問題僅在每一個輸入的序列中獨立做標準化: 
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              z =
𝑥−𝑥̅

𝜎
                  (2) 

𝑥̅ : 樣本平均數 

σ ∶ 樣本標準差 

在每次輸入模型的序列中，我們依照式(2)對每個樣本做 Z 值標準化，類似於我們

在 3.3.3 中討論的 Batch Normalization。 

經驗模態分解(Empirical Mode Decomposition，EMD)，以下簡稱 EMD分解，是

由 N. E. Huang(1998)[9]在美國太空總署 NASA 提出，是一種自適應的信號序列處

理方法，特別適合處理非線性非平穩的信號處理，被廣泛使用在各種工程領域如海

洋、大氣、天體觀測等，由於金融時間序列資料大部分都是非平穩，近年來也有文

獻將 EMD 分解用在金融時間序列的拆解上。在物理學上如果一段頻率是有意義的，

則該片段函數必須是對稱且片段均值為零，且有相同的過零點和極值點數目，符合

這個條件的函數則被稱為本徵模函數(Intrinsic Mode Function，簡稱 IMF)，EMD 分

解的目的就是把原始帶有序列相關非平穩的時間序列，分解成數個有獨立且有頻率

意義的 IMFs，其做法如下: 

1. 找出原始信號中全部的局部極大和極小值 

2. 將這些局部極大、極小值擬合成上、下包絡曲線 

3. 由上下包絡曲線找出他們的均值曲線，m(t)，再用原始時間序列 f(t)減掉 m(t)得

到 H(t)就是 IMF 

                     H(t) = f(t) − m(t)                 (3) 
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4. 但通常 1~3步驟剛開始找出的 IMF不會符合上述的 IMF條件，必須不斷重複

1~3步驟，直到 SD值小於閥值為止 

                        SD = ∑
|𝐻𝑘−1(𝑡)−𝐻𝑘(𝑡)|

2

𝐻𝑘−1
2 (𝑡)

𝑇
𝑡=0             (4) 

(4)式中的 T代表樣本點的總數，k則表示已經做了 1~3步驟的次數，直觀的

意義可以看做是做了 k 次與 k-1 次的分解之 IMF 之間的差異，如果之間的差

異小於我們設定的閥值，則表示我們認為已經分解出的這些 IMF 就足以表示

原始序列，不需要繼續分解下去。 

5. 我們可以在上述過程中計算殘差 : 

                          r(t) = f(t) − H(t)                (5) 

當分解停止後，我們可以觀察殘差，殘差的曲線越接近 0則表示，我們分解

出的 IMFs已經可以充分代表原始序列資料。 

我們取資料區間中某一日 300分鐘的收盤價來做 EMD分解看看效果，為了方便展

示先簡單先設定分解成 3個 IMFs ，但實際上做實驗時我們會分解成 5個 IMFs。

我們有以下幾個考量 1.為了方便與傳統 Z 值標準化做比較，因為在使用 Z 值標

準化時我們使用每分鐘的開盤、最高、最低、收盤價以及交易量共 5維。但是在

使用 EMD分解時我們僅採用每分鐘的收盤價，因為我們預測的目標是收盤價的走

勢，因此理論上收盤價的 IMF會比較能代表收盤價的走勢訊號。為了統一神經網

路的架構(輸入資料的維度會影響神經網路的隱藏層架構)，我們也採用 5個 IMFs，

讓使用 EMD 分解以及傳統 Z 值標準化的 LSTM 神經網路架構可以一模一樣，降低

實驗的不確定因素。2.考量到運算的資源，有嘗試過不要限制 IMFs的數量做 EMD

分解，所花費的時間幾乎讓實驗無法進行。綜合以上統一 LSTM 神經網路架構以
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及運算時間的考量我們決定將 IMFs 數量固定在 5。而拆解的對象為每分鐘收盤

價，原因是我們預測的目標是未來的趨勢，而趨勢為上漲或者下跌是使用每分鐘

的收盤價來判斷，因此使用收盤價拆解出來的訊號理論上會含有較多能代表未來

趨勢的信息。 

圖三，EMD分解效果 

原始資料 

 

EMD分解後的 IMFs與殘差 
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如圖三所示，原始的時間序列資料被拆解成 3 個互相獨立、沒有時間趨勢在固

定區間內上下震盪的訊號，我們會將這些 IMFs送入模型中，來測試 EMD分解是

否對於預測趨勢上有明顯的幫助。  

3.2 機器學習演算法，K-近鄰演算法(K Nearest Neighbor，KNN) 

KNN演算法它是由 Cover 和 Hart 於 1967[2]年提出，因為其簡單有效的特性被沿

用至今，它的原理為找出距離未分類樣本點最近的 k個已知樣本點，而 k個樣本

中最頻繁類別即為該未分類樣本點的類別，其算法流程如下: 

 

我們首先定義資料集為 T ，T中共有 N個成對的資料 : 

                    T = (𝑥1, 𝑦1), (𝑥1, 𝑦1), … . . , (𝑥𝑁, 𝑦𝑁)           (6) 

N : 總樣本數量 

其中𝑦𝑖 ∈ 𝑌 = {𝑐1, 𝑐2, … . 𝑐𝑁}為實例的類別，i=1,2,3..N 

c ∶ 表示類別 

依照下式先算出個樣本之間的距離，這裡使用較常見的歐式距離 

                   L(𝑥𝑖, 𝑥𝑗) =  [∑ (|𝑥𝑖
(𝑙)

−  𝑥𝑗
(𝑙)

|
2

)𝑛
𝑙=1 ]

1

2

          (7) 

l ∶ 一個樣本點的第 l 個特徵 

n ∶ 一個樣本點的特徵總數   
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根據(7)式計算出的距離，在訓練集中找出與 x最鄰近的 k個點，涵蓋 k個點的

範圍記為𝑁𝑘(𝑥)，並在𝑁𝑘(𝑥)中多數表決，決定 x的類別 y 

         y = arg 𝑚𝑎𝑥𝑐𝑗∈𝑁𝑘(𝑥)𝐼(𝑦𝑖 = 𝑐𝑗), 𝑖 = 1,2,3, … … . , 𝑁;        (8) 

𝐶𝑗 : 表示第 j個類別，為了區別樣本與種類使用 j符號 

(8)式中直觀意義為找尋在範圍𝑁𝑘(𝑥)的 k個樣本中，出現次數最多的類別。 

3.3 深度學習演算法-長短期記憶模型((Long short-term memory. LSTM) 

在本章節中將會介紹我們所使用的 RNN、LSTM 演算法，以及會詳細的描述本文中

所使用的神經網路架構，以及選擇神經網路中各個模組、參數的原因，如激活函

數、損失函數、優化器等等。 

 

3.3.1 遞迴神經網路(Recurrent Neural Networ,RNN) 

LSTM是遞迴神經網路(Recurrent Neural Networ,RNN)[18]的變化型，因此要研

究 LSTM 我們不得不先了解 RNN，然而 RNN 是由前饋神經網路發展而來，我們可

以先比較遞迴和前饋神經網路的差別。 
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圖三，前饋神經網路 VS 遞迴神經網路 

     

         遞迴神經網路                   前饋神經網路 

 

遞迴神經網路和前饋神經網路最大的差別在於前饋網路每次在更新參數時，只會

參考下一批輸入的資料，但遞迴神經網路除了參考下一批新的資料外，還會參考

隱藏層(Hidden Layer)20在前一次代送時的輸出，也因為這樣的特性讓遞迴神經

網路特別適合應付資料前後有相關的任務如自然語言處理、時間序列等等，其中

也包含本研究中使用的金融時間序列資料，我們可以從數學式中理解遞迴神經網

路的原理 : 

 

 

 

20 隱藏層(Hidden Layer)，神經網路中最小的單位是一個神經元，一個神經元就是一組用來乘

上輸入資料的權重加上一個偏差值，而將很多個神經元組合在一起就是一個隱藏層。 
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ℎ𝑡 =  𝜎ℎ(𝑊ℎ𝑥𝑡 + 𝑈ℎℎ𝑡−1 + 𝑏ℎ)     (9) 

                                        𝑦𝑡 =  𝜎𝑦(𝑤𝑦ℎ𝑡 + 𝑏𝑦)                   (10) 

 

𝑥𝑡 ∶ 輸入的資料矩陣           

ℎ𝑡 ∶ 隱藏層 (𝐻𝑖𝑑𝑑𝑒𝑛 𝐿𝑎𝑦𝑒𝑟𝑠) 

        𝑦𝑡 ∶ 神經網路的輸出 (𝑂𝑢𝑡𝑝𝑢𝑡 𝑉𝑒𝑐𝑡𝑜𝑟) 

W, U ∶ 權重矩陣              

b ∶ 偏誤項                  

                𝜎ℎ , 𝜎𝑦 ∶ 自訂義激活函數 (𝐴𝑐𝑡𝑖𝑣𝑎𝑡𝑖𝑜𝑛 𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛) 

 

式(9)、(10) 以僅有一層隱藏層的遞迴神經網路為例，其中的𝑊ℎ、𝑈ℎ、𝑏ℎ、

𝑤𝑦、𝑏𝑦是我們神經網路訓練的目標，藉由訓練更新這幾個矩陣或是向量中的權

重參數來讓損失函數(Loss Function)達到最小，進而使神經網路的輸出𝑦𝑡越來

越接近真實正確的資料標籤，我們會在後續的章節清楚定義我們的神經網路架構。 

我們可以從式子中清楚的看到在 t時刻的隱藏層，其輸入包含了 t時刻新一批的

x 資料以及 t-1 時刻的隱藏層ℎ𝑡−1，因為這樣的構造讓 RNN 在每次訓練的時候，

除了考慮當前的輸入資料外，也會參考前一次代送時隱藏層的狀況，使得 RNN模
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型很適合用來處理序列相關的資料，此外會在隱藏層中加上偏誤項21𝑏ℎ，有了這

個誤差項可以讓整個 RNN具有整體橫移的能力，能幫助訓練。我們還會在隱藏層

或是輸出層(Output Layer)上加上一個激活函數(Activation Function)，激活

函數有很多選擇，但都有相同的作用就是將隱藏層或是輸出層的輸出壓縮到一個

較小的區間，如此可以讓整個神經網路變成非線性的函數，可以解決異或問題22

或是處理更複雜非線性的任務，在後續的章節我們也會詳細定義本文中使用的激

活函數。 

3.3.2 長短期記憶模型(Long short-term memory. LSTM) 

然而現在比較主流的做法是將 RNN 的記憶體改良成 LSTM[8]，是因為原生的 RNN

有幾個比較大的缺點，第一 : 梯度消失(The vanishing gradient problem for 

RNNs)[22][13]，因為 RNN 會單純的參考前一個隱藏層狀態，再加上使用激活函

數將輸出值壓縮，使梯度下降法更新參數時，微分後的鏈鎖率會產生一連串小於

1的值連乘導致梯度消失使神經網路無法訓練。第二 : 過去較長時刻的輸入對

當前時刻的影響很小，因為 RNN僅參考前一次的輸出，沒有參考較長時刻的機制。

因此後來的學者提出具有長期記憶、提取、遺忘能力的記憶體(Cell)的 LSTM。 

 

21 偏誤項(Bias)，其主要作用為讓神經網路具有整體橫移的能力，能在訓練神經網路時更快速的

收斂 

22 異或（XOR）問題可以看做是我們要將單位正方形的四個角分成兩類，四個角的座標

（0,0），（0,1），（1,1），（1,0）為線性不可分，因此這樣的任務線性的分類模型無法達到。 
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圖四，長短期記憶體運作示意圖 

  

圖四是將 LSTM 以圖形化的方式呈現，如圖四所示，一個長短期記憶體包含 3 個

閘門，分別是 : 輸入閘門 (Input Gate)、遺忘閘門(Forget Gate)、輸出閘門

(Output Gate)，為了能更理解實際上 LSTM運作的原理，我們將數學式列出，並

詳細探討 LSTM 是如何做到長期的記憶功能，如何做到可以自動的判斷何時要將

新資料寫入記憶體，何時要將記憶體中的資料忘卻，LSTM的數學式如下: 
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                     𝑓𝑡 = 𝜎𝑔(𝑊𝑓𝑥𝑡 + 𝑈𝑓ℎ𝑡−1 + 𝑏𝑓)                (11) 

                      𝑖𝑡 = 𝜎𝑔(𝑊𝑖𝑥𝑡 + 𝑈𝑖ℎ𝑡−1 + 𝑏𝑖)                (12) 

                     𝑜𝑡 = 𝜎𝑔(𝑊𝑜𝑥𝑡 + 𝑈𝑜ℎ𝑡−1 + 𝑏𝑜)                (13) 

                     𝑐𝑡 = 𝑓𝑡 ○ 𝑐𝑡−1 + 𝑖𝑡 ○ 𝜎𝑐(𝑊𝑐𝑥𝑡 + 𝑈𝑡ℎ𝑡−1 + 𝑏𝑐)    (14) 

                     ℎ𝑡 = 𝑜𝑡 ○ 𝜎ℎ(𝑐𝑡)                            (15) 

 

𝑓𝑡 ∶ 遺忘閘門                

𝑖𝑡 ∶ 輸入閘門                

𝑜𝑡 ∶ 輸出閘門                

𝑐𝑡 ∶ 記憶體狀態              

𝜎𝑔: 𝑆𝑖𝑔𝑚𝑜𝑖𝑑 𝐹𝑢𝑛𝑐𝑡𝑖𝑜𝑛        

𝜎𝑐、𝜎ℎ:自訂義激活函數         

○ 符號代表 Hadamard Product即矩陣內相對應位置的元素做乘積 

 

(11)、(12)、(13)式的遺忘閘門𝑓𝑡、輸入閘門𝑖𝑡、輸出閘門𝑜𝑡，三個閘門的輸入都

是𝑥𝑡與ℎ𝑡−1，只是其中各自有自己的 W 與 U權重分別乘上當前的輸入資料𝑥𝑡與前

一時刻隱藏層的狀態ℎ𝑡−1，且最後都需要經過一個激活函數𝜎𝑔將值壓縮在[0,1]

之間，(14)式則是當下時刻記憶體的狀態，由前一時刻的記憶體狀態𝑐𝑡−1與當期

的輸入計算得到，可以看到如果(14)式內的𝑓𝑡也就是遺忘閘門的值為 0，則前一

時刻的記憶體狀態𝑐𝑡−1會被遺忘，然後只採納當前時刻的輸入來計算。 
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同樣在(14)式中也可以看到由輸入閘門𝑖𝑡來決定是否接受當期時刻的輸入，最後

是(15)式代表的隱藏層輸出，這邊的隱藏層就是對應 3.2.1 章節中(9)式前一時

刻的 RNN隱藏層，從(15)式中也可以看到由輸出閘門𝑜𝑡控制著是否輸出記憶體的

狀態。經由訓練之後 LSTM將可以學到甚麼時候要進行遺忘、輸出、輸入的處理，

達到可以長期記憶，選擇性的從記憶體中提取記憶體狀態，必要的時候將記憶體

清空的效果。 

3.3.3 本文實驗採用的 LSTM 架構 

圖五，本文實驗的 LSTM架構、損失函數、優化器 

 

 

圖五為本文中所使用的 LSTM 神經網路的完整架構，整體架構包含兩層 LSTM(其

中一層是隱藏層)、一層 Dense 輸出層、一層隱藏層、一層批量標準化，以及計

算 Dense 1 輸出層結果與真實資料差距的損失函數 Binary Crossentropy，以及

用來更新參數使損失函數降到最低的優化器 Adam，以下將詳細解釋這些架構的

用途，以及為何選擇這些元件。 

 

 

3

ˇ

3 

3

ˇ

3 

300 
300 



DOI:10.6814/NCCU201900955

‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

28 

 

Long Short-Term Memory  

這邊使用的 LSTM 就如同 3.3.2 章節中介紹的神經網路模型，本實驗採用的模型

包含有 2個 LSTM層，整體的架構由 LSTM 1當作資料輸入層、LSTM 2 當作隱藏

層，而最後的 DENSE 1 則是輸出層，會用這樣一個較精簡的配置是因為本實驗

的目標是預測未來趨勢的上漲或是下跌，屬於單純二分類任務，加上參考 EDWIN 

LI(2018)[12]一文中也是僅使用一層隱藏層的 LSTM 模型就有不錯的結果。因為

要接收輸入的資料加上過去訓練小型神經網路模型的經驗，所以將 LSTM 1權重

矩陣的尺寸設為 300× 32，本實驗採用 Tensorflow 架構的 Keras高端接口
23
，在

Keras的套件24設計下 300× 32的 LSTM層代表著有 32個長短期記憶體，然而，因

為模型最後的輸出會是一個 2維的向量(代表兩個類別的機率)，所以我們會將神

經網路的架構設計的越來越小，會得到一個比較穩定的結果且收斂較快，所以將

LSTM 2 的尺寸設為 32× 𝟏𝟔。 

向前傳導全連接層 

Dense 1 層就是普通神經網路的向前傳導全連接層(Fully Connected Neural 

Networks)，在本實驗架構下是當作輸出層來使用，用來來將 LSTM 2的輸出，經

過 Dense 1之後能得到我們要的輸出尺寸，也就是一個 2維的向量，因此他的尺

寸會依照 LSTM 2 的輸出來調整，在本實驗的設計下就是 16× 𝟐。 

 

23 Tensorflow，是一個由 Google Brain 所開發的深度學習、神經網路框架並於 2015 年 11 月開源

發布，為目前世界上最多人使用的開源 AI 框架，而 Keras 則是 Tensorflow 的高端接口，將

Tensorflow 功能整合為較簡單的使用介面。 

24 Keras 接口詳細使用細節可以參考 Keras 官網 : https://keras.io/ 
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激活函數與損失函數 

LSTM 1、LSTM 2搭配的激活函數，我們選擇 tanh 

                       𝐭𝐚𝐧𝐡(𝐱) =
𝟐

𝟏+𝒆−𝟐𝒙 − 𝟏    (16) 

                             圖六，tanh函數 

 

LSTM搭配 tanh有幾個好處[11] : 1.如圖六所示 tanh將值壓縮於[-1,1]之間可

以讓 LSTM 狀態值增加以及減少，不會像某些激活函數如 ReLU、Sigmoid，只有

大於 0的輸出值。2.梯度消失是遞迴神經網路的主要潛在問題，為了讓梯度不要

太快趨近於 0，我們需要一個函數，其二階導數可以在變為零之前維持較久廣範

圍的值，tanh 具有此良好的特性。3.LSTM 的記憶體具有長期記憶的功能，因此

如果記憶體中存有極端值對後續的訓練可能造成不良影響，而 tanh 函數強制將

值壓縮在[-1,1]之間，相對於 ReLU 這類保持輸入值大於零部分原值的激活函數

能有效規避掉極端值的問題。 
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然而在 Dense 1 我們搭配 Softmax 形成一個能輸出 2 維機率向量的輸出層，

Softmax在深度學習中有非常廣泛的應用，如式(17)，它能將一個含任意實數的

K維向量 x壓縮到另一個 K維實向量 Softmax(x)中，並使得每一個元素的範圍都

介於(0,1)之間，且所有元素的和為 1。因此可以在分類問題中輸出每個類別各

自的機率且保證各類別機率的總和為 1，如此良好的特性使得其常被應用在分類

神經網路的輸出層。 

                𝐒𝐨𝐟𝐭𝐦𝐚𝐱(𝒙)𝒋 =
𝒆

𝒙𝒋

∑ 𝒆𝒙𝒌𝑲
𝒌=𝟏

  for j = 1,2,..,K     (17) 

                             

                            圖七，Softmax函數 
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在分類任務中使用 Softmax有以下幾點好處: 

1. Softmax的輸出可以直接拿來計算損失函數，這邊的損失函數定義為交叉熵 

 

𝐂𝐫𝐨𝐬𝐬𝐞𝐧𝐭𝐫𝐨𝐩𝐲𝒋 = −𝐥𝐧 (
𝒆

𝒙𝒋

∑ 𝒆𝒙𝒌𝑲
𝒌=𝟏

)           (18) 

 

(18)式中取 log括號內的值就是訓練時輸出正確分類的 Softmax值，因為 log前

面加上負號，使得整個數學式的含意就是輸出為正確類別的值越大則損失函數的

值越小，可以透過訓練使這個交叉熵函損失函數達到最小，來極大化分類正確的

機率。 

2.計算上非常簡易，當我們透過梯度下降法來使分類任務的損失函數達到最小時，

我們需要對損失函數中每個權重矩陣偏微分來決定每次更新參數的幅度，以下我

們對(18)式偏微分。 

𝒅 𝑳𝒋

𝒅𝒙𝒋
=

𝒅−𝐥𝐧(
𝒆

𝒙𝒋

∑ 𝒆𝒙𝒌𝑲
𝒌=𝟏

)

𝒅𝒙𝒋
= 𝑷𝒙𝒋

− 𝟏   (19) 

𝑝𝑥𝑗 ∶即式(17)計算出的機率向量中對應正確類別之機率值 

由(19)式我們可以發現，我們只要將計算出來之機率向量中對應正確類別的機率

減掉 1，就可以得到損失函數的偏導數了。因上述的優良特性，以及本文屬於分

類任務，決定採用 Softmax當最後輸出層的激活函數。 
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Adam (Adaptive Moment Estimation)優化器 

優化器是藉由梯度下降法(Gradient Descent)，來決定神經網路中權重更新的方

向，因為梯度的方向是走向局部最大(Local Maximum)的方向，所以只要往梯度

的反方向新參數，且調整適當的學習率參數(Learning Rate)理論上就可以到達

損失函數的全局最小值(Global Minimum)。優化器從原始的單純往梯度反方向更

新參數，經過一連串改良產生了許多種不同特性的優化器，而本文中 LSTM 模型

訓練是使用 Adam優化器，我們將解釋為何選擇使用 Adam，由 OpenAI 的 Diederik 

Kingma於 2015年提出[4]。 

Adam這個名稱是 Adaptive Moment Estimation的縮寫，代表其根據損失函數對

每個參數的一階梯度矩陣(式 20)以及二階梯度矩陣(式 21)來自適應的動態調整

針對每個參數的學習率。其中(式 20)代表的意義為當下代送的動量項𝑚𝑡等於前

一期之動量𝑚𝑡−1加上當下代送的梯度項𝑔𝑡。(式 21)則表示𝑣𝑡為梯度矩陣平方的

移動平均。假設 t 時刻對損失函數內神經網路權重的一階導數(梯度)為𝒈𝒕,我們

可以首先計算梯度與梯度平方的移動平均: 

                    𝒎𝒕 = 𝜷𝟏𝒎𝒕−𝟏 + (𝟏 − 𝜷𝟏)𝒈𝒕          (20) 

                     𝒗𝒕 = 𝜷𝟐𝒗𝒕−𝟏 + (𝟏 − 𝜷𝟐)𝒈𝒕
𝟐          (21) 

其中: 

𝒎𝟎 = 𝟎 

𝒗𝟎 = 𝟎 

𝜷𝟏、𝜷𝟐 ∈ [𝟎, 𝟏) 
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然而因為(20)、(21)式移動均值的初始化為 0向量，所以估計值會偏差向 0，特

別是在初始時間步和衰減率非常小(𝛃接近𝟏)的時候，所以我們透過(22)、(23)式

操作來得到偏差修正(Bias-Corrected)的估計: 

                                              𝒎𝒕̂ =
𝒎𝒕

𝟏−𝜷𝟏
𝒕             (22) 

                                                  𝒗𝒕̂ =
𝒗𝒕

𝟏−𝜷𝟐
𝒕            (23) 

最後我們可以得到 Adam梯度下降優化器的結果 : 

                       𝜽𝒕+𝟏 = 𝜽𝒕 − 𝝉 ∙
𝒎𝒕̂

√𝒗𝒕̂+𝝐
∙ 𝑔𝑡           (24) 

(24)式中𝝉是學習率，學習率越高更新參數的步伐就越快，但過大的學習率有可

能導致收斂不了的情況，一般會建議取值 0.001或以下，𝝐則是取值𝟏𝟎−𝟖，只是

單純避免分母為 0的情況產生。 

然而從(24)式中我們理解到 Adam的幾個良好特性: 1.Adam會根據梯度以及梯度

平方的移動平均來自適應的調整學習率，因為公式中參考了過去的梯度，帶入物

理學中動能的概念，可以避免梯度消失或是卡在局部最小值。2.Adam 除了一階

梯度外，還充分利用了梯度的二階移動平均，並使用(22)、(23)式中的𝜷𝟏、𝜷𝟐控

制這些移動平均的衰減率，並有效修正估計的偏差，使得 Adam 在處理非穩態任

務有很優秀的性能。 

如果連續多次代送的梯度皆很小，使用 Adam 優化器仍然能保有一定的學習率來

更新參數；相反的如果每次代送的梯度波動較大，則梯度平方的移動平均𝑣𝑡會變

大，而將學習率保持在一定的大小，不會產生梯度爆炸無法收斂的情形。在本文

中基於 LSTM的金融時間序列高頻資料的分類任務，Adam優化器可以有很好的發
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揮。 

批量標準化(Batch Normalization) 

批量標準化由 Google(2015)[20]年提出的一種優化神經網路訓練的方法，Batch

就是在神經網路訓練中一批一批送進激活函數的資料，批量標準化指在每個

Batch中做標準化，可以使得神經網路訓練更穩定，收斂的更快。 

 

首先定義要進入激活函數的一批數據為一個 Batch記為β : 

β = {𝑥1、𝑥2、… … . . 𝑥𝑚}   (25) 

我們可以在(25)式內做標準化: 

                  𝜇𝛽 ←
1

𝑚
∑ 𝑥𝑖

𝑚
𝑖=1             (26) 

𝜎𝛽
2 ←

1

𝑚
∑ (𝑥𝑖 − 𝜇𝛽)

2𝑚
𝑖=1      (27) 

𝑥𝑖̂ ←
𝑥𝑖−𝜇𝛽

√𝜎𝛽
2+𝜖

                (28) 

經過 26)、(27)、(28)式運算，我們可以使得一組要進入激活函數前的數值較為

壓縮，去掉極端值的影響，可以有效解決梯度消失以及梯度爆炸的問題。 
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Dropout 

Dropout 也是一個訓練神經網路的技巧，他第一次被提出是 Geoffrey E. 

Hinton(2012)神經網路之父發表的機器視覺領域開山之作《ImageNet Classification 

with Deep Convolutional》[10]，他的概念非常簡單，我們在訓練大型神經網路時，

如果訓練數據不夠多或是數據缺乏多樣性無法反應出真實母體。會造成神經網路

在訓練時針對訓練數據集客製化神經網路的權重，造成我們訓練好的神經網路在

訓練資料集上得到很好的表現，但在神經網路沒看過的測試資料集上則因為權重

過於針對訓練資料集客製化而效能大幅退步，產生所謂的過度擬合(Over Fitting)。

因此我們在神經網路層與層連接之間加入一個 Dropout 層，也就是每次訓練代送

時就隨機的讓固定比例的神經網路不被激活，也就是暫時不參與訓練。如此降低

神經網路因為自身架構龐大去過度擬合訓練資料集的狀況產生[20]，在本文模型

中考量到網路的尺寸與架構並不大，因此簡單選取 Dropout 比例為 0.3。 

本實驗使用以上架構的 LSTM 神經網路訓練，每個神經網路訓練 50 次，在單張

GTX1060 顯示卡以及 i7-8750h 處理器的配備下，一個神經網路訓練 50 次大約需

要 8 小時的時間，可供需要自行訓練的研究人參考。 
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四、實驗 

4.1 實驗設計 

圖八，實驗流程圖 

 

 

如圖八所示，本文實驗包含 2 種資料處理方式 : 1.EMD 分解、2.Z 值標準化，以

及 2 種模型 : 1.LSTM、2.KNN，所以共會有 2×2=4，4 種模型，而我們分別計算

這四個模型的準確度(Accuracy)、精密度(Precision)，然後將模型實際放到歷史資

料上做回測，之後計算交易策略的夏普比例(Sharpe Ratio)衡量交易績效，並比較

不同預測區間長度之間的效能，我們會在 4.2 小節中詳細描述我們使用的衡量指

標。 
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4.2 衡量指標 

4.2.1 判斷模型效能的指標 

首先先定義幾個計算指標會使用到的名詞 :  

1.True Positive(TP)，表示預測為真且真實為真的樣本數，定義為真就是上漲

2.True Negative(TN)，表示預測為假且真實為假的樣本數，定義為假就是下跌 

3.False Positive(FP)，表示預測為真，但是真實為假的樣本數 

4.False Negative(FN)，表示預測為假，但真實為真的樣本數 

 

我們可以用 TP、TN、FP、FN 這 4 個數字來計算我們需要的幾個衡量模型效能

的指標，如準確率(Accuracy)、精確度(Precision)、招回率(Recall)。 

            Accuracy =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝐹𝑃+𝑇𝑁+𝐹𝑁
               (29) 

                    Precision =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
                 (30)        

準確率可以讓我們初步的判斷模型一個較概括的效能，而我們可以再細部的去

觀察精確度，來看模型對於上漲、下跌趨勢的命中率，可以視為交易上常觀察

的空單、多單勝率。 
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4.2.2 交易績效指標 

首先我們列出原始的夏普比率(Sharpe Ratio)公式 : 

         SHARPE RATIO = E(𝑅𝑥 − 𝑅𝑓)/𝑆𝑡𝑑𝐷𝑒𝑣(𝑥)           (31) 

原始的夏普比率的公式為期望年化報酬率去扣掉市場無風險報酬率，再除上整體

交易報酬率的標準差，其直觀意義為投資人每承擔一單位風險可以帶來的超額報

酬有多少，而衡量風險的標準就是報酬率的標準差，也代表著交易策略的波動程

度，但是在本文中研究的任務是不跨日當沖交易策略，所以我們參考 Navon, Ariel. 

Yosi Keller(2017)[16]以及演算法交易學習網站 Quantinsti25的做法將原始的夏普比

率做修改，用來判斷當沖或者較頻繁進出場之交易策略的績效。 

修改過後的夏普比率: 

                SHARPE RATIO = √𝑁 ∙ E(𝑅𝑥)/𝑆𝑡𝑑𝐷𝑒𝑣(𝑥)          (32) 

  

其中因為不跨日交易市場無風險利率可視為 0，而我們可以計算所有交易的平

均報酬率以及標準差來估計E(𝑅𝑥)、𝑆𝑡𝑑𝐷𝑒𝑣(𝑥)，N 則代表每日執行的當沖交易

次數(例如 t=10，則 N=(300-60)/10 = 24)，並依照(32 式)計算，我們可以用這個

新的夏普比率來衡量我們依照模型預測的結果做當沖交易的績效。 

 

25 Quantinsti 演算法交易學習網 : https://blog.quantinsti.com/sharpe-ratio-applications-algorithmic-trading/ 
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4.3 實驗數據 

模型測試的區間是(2017/07/01~2018/02/22)，其中不進行跨日交易，首先我們

要先確定，在各預測區間長度之下，不同預測區間長度的監督式測式資料集內標

籤(上漲、下跌)的狀況 : 

 

表一，監督式資料集內原始 1 類別(上漲)比例 

 

表一內的原始比例，可以協助我們衡量模型學習的狀況，由圖一我們可以發現在

測試區間內台指期大概呈現上漲走勢也反應出在預測長度區間資料集中 1 類別

(上漲)的數量都較多，因此我們以各預測長度區間中 1 類別(上漲)的比例為比較

基準點，我們實驗的 4 個模型預測出的結果必須優於各自的比較基準點，我們才

能判斷模型預測是有實質意義的。以預測區間 5 期的測試資料集為例，其 1 類別

(上漲)的比例就佔了約 57%，由於在完全不使用模型預測單純全部猜測為上漲類

別的狀況下，我們就可以得到至少 57%的準確率，因此我們模型預測的結果必須

優於 57%才能算是比較好的結果。 

 

 

Predict_Len 



DOI:10.6814/NCCU201900955

‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

40 

 

4.3.1 不同模型與資料處理方式的效能交叉比對 

首先我們總共會有 4 個不同訓練方法的模型分別是 :  

1. Nor_KNN : 使用 Z 值標準化資料處理與 KNN 演算法 

2. Nor_LSTM : 使用 Z 值標準化資料處理與 LSTM 演算法 

3. EMD_KNN : 使用 EMD 分解資料處理與 KNN 演算法 

4. EMD_LSTM : 使用 EMD 分解資料處理與 LSTM 演算法 

 

我們先簡單觀察 4 種模型的整體準確度: 

表二，整體準確率 
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圖九，整體準確率與基準比較圖 

 

表二，顯示 4 種模型在輸入過去 60 分鐘資料預測未來不同區間走勢的整體準確

度，而 Class1_per 則是測試資料集中 1 類別(上漲)的占比，整體的準確度必須大

於這這個基礎的 1 類別占比，才有實質上的意義。圖九，是我們將表一的結果視

覺化呈現，紅色粗體線就是在不同的預測區間測試集中 1 類別的占比，也就是在

粗體紅色線以上的部分就是表現優於單純全部預測上漲的模型組合，從圖中我們

可以觀察到有使用 EMD 分解的 LSTM(綠)與 KNN(淺藍)，有較多的部分在紅線之

上，其中綠色線的 EMD_LSTM 表現最優異，只有預測 40、50、60 的區間落在紅

線之下，淺藍色的 EMD_KNN 則是在較短的預測區間內表現不錯，在短期 5 分鐘

內表現甚至超越 EMD_LSTM，而使用 Z 值標準化的模型表現都不理想幾乎都在紅

線之下，另外可以觀察到在 EMD 分解的模型在較短的預測區間內效能都會明顯

優於使用 Z 值標準化處理的模型，KNN 模型的系統內使用 Z 值標準化甚至在 20

期以後大幅超過使用 EMD 分解的模型，可見 EMD 分解對於短期(5~20)的預測區

間有較好的效果，也因此我們實驗的結果與 Ariel Navon, Yosi Keller(2017)[16]文中
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28 天為最佳預測區間長度的結果有所差異，但仔細觀察可以發現，使用 Z 值標

準化([16]中所使用的方法)資料處理的 LSTM 約在 25 的預測區間長度有較接近

EMD 分解的 LSTM，與[16]中的最佳長度 28 十分接近。此外整體的趨勢基本上呈

現預測區間越長整體準確率越低。 

接著我們細部觀察兩個類別的精確度(Precision) 

表三，上漲類別精確度 

 

圖十，精確度以及比較基準圖 
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在將模型預測結果用於交易的狀況下，上漲類別的精確度可以看做是多單的勝率，

也就是我每次下多單有多少的比例會賺錢，同樣的精確度必須要高於測試資料集

中本身上漲樣本的比例才有價值，表三展示的是各個模型在不同預測區間長度的

上漲類別精確度表現，藉由圖十的視覺化我們可以觀察到，有使用 EMD 分解的

LSTM 模型在對多單的處理上整體優於其餘模型，且 KNN 算法在使用 EMD 分解

下的短預測區間有顯著提升，其餘模型與預測區間基本上就是沿著一類別比例基

準線移動，只有些許震盪，個體差異並不大。 

表四、下跌類別精確度 
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圖十一，精確度以及比較基準圖 

 

表四展示的是各個模型在不同預測區間長度的類別下跌精確度表現，藉由圖十一

的視覺化我們可以觀察到，可以觀察到下跌類別(紅色粗體線)，本身在測試資料

集中的占比就比較少，反映出台灣近年來大盤呈上漲的趨勢，而有使用 EMD 分

解的 LSTM 模型整體還是優於其餘模型，但值得注意的是 KNN 搭配 EMD 分解在

短預測區間內的效果十分顯著，在 5、10 兩個預測區間內甚至超越 EMD_LSTM。 

4.3.2 不同模型與資料處理方式的交易效能交叉比對 

我們首先列出在期初投入 10000 元資金，經過約半年的不跨日交易後，帳戶內的

餘額會是多少，交易規則 : 舉例來說如果預測區間10期的模型在T預測出上漲，

則我們就相信模型的預測持有一口多單直到 T+10 期，再將 T – 50~T+10 這 60 期

的資料送入模型得到下一個 10 期的預測結果，碰到跨日則在前一個完整的交易

區間結束後出場不再交易，等到下一個交易日再從第 61 分鐘開始進場，並參考
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台 灣 期 貨 商 常 用 的 手 續 費 單 次 交 易 是 70 元 26 ， 交 易 區 間 為

2017/07/01~2018/02/22。 

表五，各模型、區間交易後帳戶餘額 

 

圖十二，各模型、區間交易後帳戶餘額與 Benchmark 比較 

 

 

表五為有考慮交易手續費之交易後帳戶最後餘額(這邊的交易收入為了方便比較，

並未考慮在交易過程中虧損過多被強制出場的狀況，換句話說我們假設投資人有

足夠的保證金可以承受虧損)，為確定我們實驗中較短預測區間當沖交易不會因

 

26 依照各家期貨商的規定以及交易口數的多寡，交易一口台指期手續費在 50~100 台幣之間，

我們取中間值 70 作為實驗中交易的手續費。 
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為較頻繁的做多、放空造成獲利被手續費吃掉。因此我們在圖十二中把無考慮交

易手續費的結果與有考慮交易手續的結果同時畫出，發現各模型以及各交易區間

基本上小幅度往下平移並沒有太大的影響獲利情形。 

然而在圖十二所示我們同時畫出(Buy&Hold)策略的交易餘額(粗紅線，129400 元)，

主要考量到整體測試區間呈現上漲趨勢(牛市)，也就是我單純持有一口多單不做

任何交易就可以獲得正報酬，因此任何的策略在考慮交易手續費的情況下，必須

要有高於(Buy&Hold)策略的報酬才有採用的意義。 

從圖十二中我們可以整體發現績效最好的模型是 EMD_LSTM，其次 Nor_LSTM，

再來是 EMD_KNN，這三個模型在短、中期預測區間的獲利(5~25)都有在單純持有

一口多單(Buy&Hold)的獲利以上。而 Nor_KNN 則是各個區間都在平均以下較不適

合拿來實際交易，另外 Nor_LSTM 在 25 期之後的獲利反過來超過 EMD_LSTM，

且 Nor_LSTM 分別在 30、40、60 的預測區間以有大於平均的表現，也反映出前

面分析的 EMD 分解對於短、中期區間的預測幫助較大。 

圖十三，各模型、預測區間與單純亂數猜測獲利比較圖 
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上圖十三為各種模型和單純隨機亂數預測(Zero-intelligent)27的交易利潤比較，主

要是考量到我們模型整體預測的準確度與 Benchmark(原始上漲類別比例)相當接

近，可能會有根據模型預測結果做交易並未明顯優於隨機猜測交易之疑慮[7]，為

了證明我們模型的交易績效因此我們會在實驗中加入與亂數猜測(Zero-intelligent)

的結果比較。                                          

從圖十二中我們可以發現在中短期預測區間我們的模型普遍可以表現得比單純

Buy&Hold 還好。但是在較長的預測區間下模型普遍表現不如單純 Buy&Hold。當

我們在圖十三中和單純的隨機猜測做比較時，同樣可以發現在中短期預測區間中

(5~25)，除了 Nor_KNN 以外基於模型的交易大致上都有明顯優於隨機亂數猜測交

易的利潤。但是隨著預測區間的拉長(30~60)，我們可以發現基於模型的交易與隨

機亂數猜測交易的利潤越來越接近，甚至在某些區間(45、60)隨機亂數交易的利

潤還超過基於模型的交易，也反映出圖十二中較常的預測區間利潤低於單純的

Buy&Hold。因次我們可以斷定除了 Nor_KNN 之外的模型，其交易績效是有顯著

高於隨機亂數的，但在長期尤其是使用 EMD 分解的模型，交易利潤則不理想。 

接下來我們觀察各模型、區間的夏普比率，來衡量風險承擔以及獲利之間的關係。 

 

 

 

 

27 本文使用的隨機亂數預測結果稱為 Zero-intelligent，使用 Python Numpy 的 Random 套件產

生，而圖十三中的利潤為做 10 次隨機亂數的平均結果。 
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表六，各模型、預測區間長度的夏普比例 

 

圖十四，各模型、預測區間長度的夏普比率圖 

 

如表六、圖十四所示，以夏普比例來看仍是 EMD_LSTM 為最佳策略，在中短期預

測區間(5~25)區間，EMD_LSTM、Nor_LSTM、EMD_KNN 都有夏普比例大於 1 的表

現，而在短期預測區間(5~15)，EMD_LSTM、Nor_LSTM、EMD_KNN 更是有大於 2

以上的表現，其中 EMD_LSTM 有高達 3 以上的水準，由夏普比例分析我們可以

得知 EMD 分解對於中、短預測區間的準確率、夏普比率都有顯著的幫助，但在

長期(30~60)使用 EMD 分解的夏普比率反而不如使用 Z 值標準化，反映出模型的

預測效能也在中短期的預測區間長度較好，而 Nor_KNN 在所有預測區間之下都

沒有達到 1 以上，但 Nor_LSTM 同樣使用 Z 值標準化資料處理在中、短期區間依

然有不錯的績效，證明 LSTM 在處理時間序列資料上優於 KNN 算法。 
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以下我們同時觀察夏普比例以及交易總報酬率(最後餘額/原始投資) 

圖十五，夏普比率以及交易總報酬率 

 

圖十五中，橫軸是報酬率;縱軸是夏普比例，水平的紅線表示夏普比例 2 的分水

嶺，垂直的紅線表示半年累積 40 萬報酬以上的分水嶺，在圖中越往右上角接近

的位置表示該交易策略有高報酬率同時具有高的夏普比例代表在追求高報酬率

的同時還可以將風險維持在可接受的範圍，圖十五所呈現的結果大致上和前面分

析的相同，即短、中期的 EMD_LSTM、Nor_LSTM、EMD_KNN，有較好的績效，其

中又以 5、10 兩個預測區間最為優秀，都保持著 2 以上的夏普比率同時在半年左

右的時間有 40 倍以上的報酬率，表示短預測區間長度的模型除了有較高的準確

率以及因為短預測區間台指期貨的變動有限，報酬率的波動不會太大，所以形成

了高報酬率、高夏普比率以模型預測為基礎的當沖交易策略。 
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五、結論與展望 

5.1 結論 

在本實驗中，我們嘗試結合專門用來處理序列相關資料的人工智慧深度學習

LSTM 神經網路以及專門用來將非平穩性序列資料拆解成數個有頻率意義信號的

EMD 分解，藉由交叉比對實驗證明我們使用的 EMD_LSTM 不管在模型的趨勢預

測效能方面，或是實際依照模型結果進行當沖交易的交易績效都比傳統的機器學

習方法 KNN 以及 Z 值標準化都有較佳的效果，以下我們整理從本實驗中獲得的

幾個重要結論: 

I. LSTM 神經網路在相同的資料處理方式下效能明顯優於 KNN 演算法 : 

在實驗中我們交叉比較深度學習演算法(LSTM)與傳統機器學習演算法(KNN)，

分別使用 EMD 分解與傳統 Z 值標準化處理後的資料做訓練後的模型效能，

實驗證明在相同的資料處理流程下，LSTM 的效能整體會優於 KNN，實際將

模型用於台灣指數期貨交易時 LSTM 也能得到較高報酬以及夏普比率的結果，

因此在本實驗中我們可以得到 EMD-LSTM 是相對較有效可以用來預測期貨

指數走勢以及當沖交易的方法之結論。 

II. EMD 分解能有效提升 KNN、LSTM 模型對於未來趨勢預測的準確度: 

從圖九、十、十一我們可以觀察到使用 EMD 分解的 LSTM 模型效能大致上

都明顯優於傳統 Z值標準化，但值得注意的是在使用 KNN的狀況下使用 EMD

分解僅在短期預測時效能會優於 LSTM，也許和 LSTM 具有長期記憶功能有

相關。 



DOI:10.6814/NCCU201900955

‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

51 

 

III. 預測區間越長、模型效能、交易績效越差 

在交叉比較 LSTM 與 KNN 與兩種資料處理方式的同時，我們也詳細的觀察設

定不同長度的預測區間對於模型預測效能的影響，最後發現大致上呈現越長

的預測區間模型的效能越差的趨勢，同時也有較差的夏普比率。 

IV. EMD 分解搭配 LSTM 神經網路能實際在市場上獲利且有相對較高的績效 

實際依照模型預測出的結果在測試資料集內進行交易回測，並以交易的報酬

率、夏普比率指標來衡量模型交易的績效，最後得到短預測區間的EMD-LSTM

能穩定獲利，有最好的交易績效之結果。 

5.2 展望 

本文研究將人工智慧用於預測金融時間序列趨勢，並與傳統的機器學習方法做比

較，最後實際用於台灣指數期貨當沖交易，也就是將 LSTM 神經網路結合 EMD 分

解預測未來趨勢的漲、跌以及交易，經過實驗證實取得不錯的成果。 

然而由於運算資源的限制，本次研究僅使用近年較具代表性的 LSTM 神經網路與

傳統上具有代表性的 KNN 演算法做比較，但近年來也發展出許多可以做金融時

間序列趨勢預測的機器學習模型如 SVM、XGBoost 等，在本次研究的基礎下未來

希望能加入更多具代表性的機器學習模型做比較。此外同樣受限於運算資源的限

制，本次研究將資料的頻率限制在分鐘，在往後的研究中期望可以將資料的頻率

進一步提升到 Tick 等級，也就是逐筆交易的紀錄，在使用逐筆交易的情況下，由

於資料量龐大我們需要更強大的運算資源，以及結構更龐大的神經網路，但如果

能在 Tick 等級的資料達到相同不錯的效果，我們就能以速度的優勢賺取更高的

超額報酬，對於將人工智慧落實於金融市場交易的理想，也能更接近一步。 
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