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應用機器學習技術於中文裁判書之要旨抽取 

 

摘要 

 
法律用語中之『裁判』，依刑事訴訟法第 220條規定：「裁判，除依本法應已判決行

之者外，以裁定之」。主要依形式區分為『裁定』與『判決』兩類，而就裁定與判決事項

所下判斷之裁定書與判決書，合稱『裁判書』。 

        裁判書為法律工作者或訴訟相關人士在處理法律問題時的重要參考資料，包含著法院

對於特定法律問題的見解。然而，裁判書中亦包含著大量無法適用於其他類型案件之資

訊，故常需花費大量時間精讀。若能透過閱讀專業法律工作者所製作具有參考價值之『裁

判要旨』，便能透過裁判要旨快速領略裁判書之摘要與重點。但由於製作裁判要旨亦需花

費大量時間、精力，故大部分裁判書目前仍不具有人工製作之裁判要旨。 

        在法院所製作之裁判要旨中，多為節錄原先裁判書內文中之敘述，故應適用於機器學

習之抽取式自動文本摘要技術。若能透過此一技術輔助法律工作者製作裁判書之裁判要

旨，應能進一步提升製作裁判書要旨之效率。 

本研究將抽取式自動文本摘要視為二元分類任務，使用深度神經網路搭建分類模

型，進行了不同上下文長度實驗、不同嵌入模型實驗、加入不同特徵實驗、不同深度神經

網路的實驗，最終發現在使用 BiLSTM和 BiGRU作為模型中深度神經網路結構的實驗效

果最佳，最後更通過使用 bagging的投票機制進一步提升模型分類效果。 

由於裁判書中要旨遠比非要旨敘述來得更少，故資料類別比例十分失衡。在這樣的情

況下，本研究所提出的模型在地方法院裁判書資料集中 F1之分數可達 0.547、高等法院裁

判書資料集中 F1之分數可達 0.492、最高法院裁判書資料集中 F1之分數可達 0.576，可證

實分類模型有確實學習到如何抽取裁判書中的裁判要旨。 
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Applications of Machine Learning for Extraction of 
Gist of Chinese Judgments 

 

Abstract 

 
The judgments of courts are important reference material for legal practitioners or persons 

involved in litigation when they dealing with legal issues, they contain the court’s opinions on 

specific legal issues. 

However, the judgments also contain a lot of information that cannot be suitable for the other 

types of cases, so we need spend a lot of time to read and understand. If we can read a good gist 

of judgment which produced by professional legal practitioners, we can quickly understand the 

summary and key points of the judgment via the gist of judgment. 

Since it takes a lot of times and energy to extract the gist of judgment, most of the judgments 

of courts do not have the gist, currently. 

Most of the gist of judgment produced by the court is an excerpt from the paragraph in the 

original judgment, so we should be able to imitate this action to use machine learn technique to 

train a extractive automatic text summarization model. If we can build a system to assist legal 

practitioners to excerpt the gist of judgment, it should be able to further improve the efficiency of 

making the gist of judgment. 

In this research, extractive automatic text summarization is regarded as a binary classification 

task and we can use deep neural network to build a classification model. We experiment with 

different context length experiments, different embedding models experiments and different deep 

neural networks experiments. We found that using BiLSTM to build the classification model 

structure are the best. 

Finally, we use ensemble learning “bagging” to improve the classification effect. 

F1 score is 0.547 in the District Court judgment data set. 

F1 score is 0.493 in the District Court judgment data set. 

F1 score is 0.576 in the Supreme Court judgment data set. 
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1 緒論 

1.1     研究背景 

        法律用語中之『裁判』，依刑事訴訟法第 220條規定：「裁判，除依本法應以判決行

之者外，以裁定之」。主要依形式區分為『裁定』與『判決』兩類，而就裁定與判決事項

所下判斷之裁定書與判決書，合稱『裁判書』。 

        裁判書為法律工作者或訴訟相關人士在處理法律問題時的重要參考資料，包含著法院

對於特定法律問題的見解。然而，裁判書中亦包含著大量無法適用於其他類型案件之資

訊，故常需花費大量時間精讀。 

部分裁判書則有著『裁判要旨』段落，裁判要旨為裁判書之摘要與重點，係由專業法

律工作者所製作。若能閱讀由人中製作之裁判要旨，即能快速理解該篇裁判書的摘要與重

點。然而，由於製作裁判要旨的過程需要花費大量時間精讀裁判書並提取重點、同時亦需

要相當程度的法學素養，故相當費時費力。目前，大部分裁判書仍不具有裁判要旨。 

 

1.2    研究目的與動機 

為節省人工製作裁判要旨所花費之精力與時間，本研究提出使用機器學習、自然語言

處理等技術，訓練用於推薦裁判書中裁判要旨的模型，希望藉由推薦裁判書中可能為裁判

要旨之重要敘述給相關法律工作者參考，盼能減輕人工製作裁判要旨之負擔、或更進一步

提供不同的裁判要旨製作觀點。 

而在法院所製作之裁判要旨中，多為節錄原先裁判書內文中之敘述，故應適用於機器

學習之抽取式自動文本摘要技術。若能透過此一技術輔助法律工作者製作裁判書要旨，應

能提升人工製作裁判要旨之效率、或進一步提供與人工製作裁判要旨不同的觀點。 

 

1.3    主要貢獻 

       本研究為了抽取中文裁判書之要旨，嘗試了使用傳統機器學習分類模型與深度神經

網路分類模型訓練了不同的抽取式（extractive）自動文本摘要模型，其中應用到了 TF-



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202100220

 

 2 

IDF、Word2Vec、Transformer 模型的編碼器架構等不同的嵌入模型（embedding model）

將文字轉換成向量，並證明了在中文裁判書語料中，越能表現出文字特徵的嵌入模型所轉

換出的向量，在後續的分類模型中表現越好。 

最後，在標籤類別比例相當不平衡的資料集中，於地方法院資料集中 F1之分數可達

0.547、高等法院資料集中 F1之分數可達 0.492、最高法院資料集中 F1之分數可達 0.576。

可證實分類模型有確實學習到裁判書中的要旨敘述特徵。 

 

1.4    論文架構 

        本論文一共分成九個章節，以下依序介紹。 

        第一章為本研究之背景、目的與主要貢獻。 

        第二章為文獻回顧，介紹了過去應用自然語言處理與機器學習於裁判書的相關研究。 

        第三章為本研究的資料來源與實驗架構。 

        第四章為資料前處理之相關介紹，敘述如何將原始資料一步步整理成可用於模型訓練

的資料格式，亦包含了如何替資料進行類別標記之相關敘述。 

        第五章為資料所抽取的特徵以及所使用的不同嵌入模型之相關介紹。 

        第六章為本研究所使用之傳統機器學習分類模型與深度神經網路相關的相關介紹。 

        第七章為不同組合之實驗結果，並評估不同實驗組合是否適用於裁判書要旨抽取任

務。 

        第八章為實驗性質的生成式自動文本摘要模型，測試中文裁判書的摘要是否可使用生

成式自動文本摘要進行生成。 

        第九章為依照本研究所進行實驗所提出之結論，同時記述了未來可能嘗試之相關工

作。 
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2 文獻回顧 

        本章節記述了與本研究——應用機器學習技術於中文裁判書之要旨抽取相關的研究與

文獻，2.1與 2.2節分別為『機器學習技術』、『自然語言處理技術』等不同面向的技術

於中文裁判書的應用；2.3節與 2.4節則分別紀錄了中文、英文等不同語言的生成式自動

文本摘要之相關研究。 

 
2.1    應用機器學習技術於中文裁判書之相關研究 

       黃詩淳、邵軒磊在《運用機器學習預測法院裁判——法資訊學之實踐》[4]中，選擇

2012年至 2014年地方法院結果為『單獨親權』的 448件裁判進行特徵的編碼，其中特徵

分為『子女』、『父母』、『雙方面』、『其他』等不同種類、一共 22 種特徵，並建立

機器學習模型，輸入經過編碼之資料訓練分類模型，預測親權歸屬於父或母。 

        在測試資料集上的平均準確率（accuracy）達到了 0.988。 

 

2.2    應用自然語言處理技術進行中文裁判書之相關研究 

廖鼎銘提出了以混合式案例式推論系統 [5]，對訓練用案件建立的資料庫進行賭博、

竊盜兩類的刑事案件分類。並對裁判書事實段落進行語意段落自動標記，用以擷取案件事

實之抽象結構。 

        何君豪提出了使用資料探勘技術中的階層式分群法應用在民事裁判要旨上 [2]，並以

法律條文出現的用語作為加權關鍵字改善分群效果。 

 

2.3    應用機器學習技術於中文自動文本摘要之相關研究 

陳冠群提出了《中文裁判書之要旨擷取：以最高法院裁判書為例》[3]的相關研究，

其研究中以最長共同子序列（longest common subsequence）作為人工製作裁判要旨與裁判

書內文匹配關係的計算方法，用以判斷裁判書內文分句是否為人工製作的裁判要旨分句。 

        建立了將要旨分句標為正類，非要旨分句為負類的匹配關係後，再訓練了 Word2Vec

模型 [25] 並計算所有分句的句向量，以此作為訓練資料的輸入，並使用了 bidirectional 
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long short-term memory（BiLSTM）[22] 神經網路來搭建分類模型，最後再以 ensemble 

learning等技術結合多種模型進一步提高分類模型之效果。 

        謝育倫、劉士弘、陳冠宇、王新民、許聞廉等人提出了《運用序列到序列生成架構與

重寫式自動摘要》[27] 的研究工作。目前大部分中文自動文本摘要多為抽取式摘要效果較

好，而此研究工作提出了以 Recurrent Neural Network（RNN）[16]、Long Short-Term 

Memory（LSTM）等神經網路進行生成式摘要（Abstractive Summarization）任務，並探

討加入注意力機制 [8] 以及單向、雙向 RNN是否對於摘要品質有所幫助。 

 

2.4    應用機器學習技術於英文自動文本摘要之相關研究 

        Abigail等人在《Get To The Point: Summarization with Pointer-Generator Networks》[6]

中對於 Jiatao等人於 2016年在《Incorporating Copying Mechanism in Sequence-to-Sequence 

Learning》[14] 中提出的 CopyNet進行了改良。首先以 Sequence-to-Sequence（seq2seq）結

合注意力機制訓練了 baseline模型，再進行了注意力機制及損失函數的改良。 

        其具體的作法為透過 attention distribution 產生句子中的單詞機率分佈，讓編碼器

（encoder）在編碼階段能夠有權重地產生接下來即將生成的單詞特徵，可以視為透過

attention distribution生成上下文向量特徵，並讓解碼器（decoder）在解碼階段生成單詞。 

        而生成單詞的解碼器在解碼階段可以使用 Pointer Network從原本的文本中取得單詞、

或從固定的單詞詞典中生成。 

        損失函數則是定義了 coverage loss來針對注意力機制持續關注同一位置的單詞做出懲

罰，以此避免模型重構句子時出現重複詞彙的問題。 
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3 研究方法與步驟 

3.1    實驗資料來源 

        本研究資料由法源資訊股份有限公司1提供，裁判書篇數為 84,572 篇。其中，裁判書

之『裁判要旨』分別有司法院所製作、法源公司聘請專人製作等兩種不同的來源。不同審

級、類型的裁判書數量統計如下表 1。 

 
表 1  裁判書類型數量統計 

裁判書類型 數量 
地方法院刑事裁判 18,329 
地方法院民事裁判 14,807 
最高法院刑事裁判 10,321 
高等法院民事裁判 9,702 
高等法院刑事裁判 9,533 
最高行政法院裁判 7,301 
最高法院民事裁判 7,041 
高等行政法院裁判 5,531 
智慧財產法院行政裁判 573 
地方法院行政訴訟裁判 425 
智慧財產法院民事裁判 377 
智慧財產法院刑事裁判 315 

公懲會裁判 296 
司法院刑事補償法庭決定書 12 
最高行政法院大法庭 7 
最高法院刑事大法庭 2 

 

3.2    實驗架構 

        本研究將『裁判書要旨抽取』視為『抽取式自動文本摘要』任務，並此任務視為二元

分類。裁判書中的每一分句皆為一筆資料，若該分句存在人工製作之裁判要旨中，則該分

句標記為正類；若不存在人工製作之裁判要旨中則標為負類。而又因當前機器學習、深度

學習等技術無法直接處理文本資料，故仍須使用嵌入模型（embedding model）來將文本

資料轉換成數值型態的資料，以供後續分類模型進行訓練。其實驗架構如下圖圖 1。 

 
1 法源資訊股份有限公司：https://www.lawbank.com.tw/ 
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圖 1  實驗架構圖 
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4 資料前處理 

        資料前處理是機器學習中非常重要的一環，越是了解資料特性，並以此進行資料前處

理，其前處理的品質就會越好，也會直接影響分類模型訓練結果的好壞。以下分別就中文

編碼、斷句、裁判書要旨分句與裁判書內文分句匹配、裁判書特徵抽取、斷詞等各小節進

行介紹。 

 
4.1    中文編碼轉換 

        由於原始資料是在Windows作業系統的編碼環境上儲存，編碼格式為 cp950，故難以

在以 Linux作業系統為基底的機器學習實驗環境中進行資料的解析。為解決此一問題，遂

將所有裁判書原始資料統一轉換成 utf-8編碼。 

        許多開源轉換編碼函式庫在將裁判書原始資料轉換編碼後，在 Linux作業系統上仍然

存在著錯誤字元，如下表 2所示。 

 

表 2  轉換後仍然存在錯誤字元 
裁判字號 一○四年度台上字第一七六一號 
段落 理由之三、惟查 

內容 

怞 D事訴訟法第一百五十九條第一項雖規定，被告以外之人於審 判外
之言詞或書面陳述，除法律有規定外，不得作為證據。惟同法 第一百
五十九條之五明定:「被告以外之人於審判外之陳述，雖不 符前四條
之規定，而經當事人於審判程序同意作為證據，法院審酌 該言詞陳述
或書面陳述作成時之情況，認為適當者，亦得為證據。」  

 

        測試了不同的自由開源轉換編碼程式後，最終選定了 ConvertZ [9] 作為轉換編碼的工

具，其可透過呼叫Windows內工具API進行轉換，得到較為合理的轉換結果，如下表 3所

示。 
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表 3  ConvertZ工具轉換結果 
裁判字號 一○四年度台上字第一七六一號 
段落 理由之三、惟查 

內容 

刑事訴訟法第一百五十九條第一項雖規定，被告以外之人於審 判外之
言詞或書面陳述，除法律有規定外，不得作為證據。惟同法 第一百五
十九條之五明定:「被告以外之人於審判外之陳述，雖不 符前四條之
規定，而經當事人於審判程序同意作為證據，法院審酌 該言詞陳述或
書面陳述作成時之情況，認為適當者，亦得為證據。」  

 

        由 ConvertZ 轉換之結果，雖無法斷言全部文字都能順利轉換，但在許多測試案例中

卻能成功將缺失字找回。 

        惟 ConvertZ 並非開源軟體，且並無命令列指令，只能透過圖形化界面選擇轉換檔

案，難以放入自動化實驗流程。 

 

4.2    段落抽取 

        在原始裁判書文本中，資料可分成人工製作的『裁判要旨』與『裁判全文』兩大段

落，如下表 4。 

表 4之原始資料中，最上方的裁判要旨段落，即為人工製作之裁判書重點要旨，也即

是認定為此篇裁判書要旨分句的標準答案；下方的裁判全文段落則是裁判書的完整內容。 
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表 4  原始裁判書資料 
///裁判要旨/// 
經本院以  95  年度催字第 8  號公示催告在案，其所定申報權利期間， 
業已於民國 95 年 8  月 10 日屆滿，尚無人申報權利，而聲請人於申報 
權利之期間屆滿後 3  個月內，聲請為除權判決等情，本院依職權調取上 
開公示催告卷宗核閱屬實，故其聲請，應予准許。 
 
裁判法院：嘉義地方法院 
       
（裁判要旨內容由法源資訊整理） 
 
///裁判全文/// 
臺灣嘉義地方法院民事判決        95年度除字第194號 
聲 請 人 張○○   
代 理 人 陳○○   
上列聲請人聲請宣告證券無效事件，本院於中華民國95年8月24 
日言詞辯論終結，判決如下：       
    主  文           
如附表所示之證券無效。   
訴訟費用由聲請人負擔。   
    理  由           
一、如附表所示之證券，前經本院以 95年度催字第8號公示催告 
    在案，其所定申報權利期間，業已於民國95年8 月10日屆滿 
    ，尚無人申報權利，而聲請人於申報權利之期間屆滿後 3個 
    月內，聲請為除權判決等情，本院依職權調取上開公示催告 
    卷宗核閱屬實，故其聲請，應予准許。 
二、依民事訴訟法第564條第1項、第549條之1前段，判決如主文 
    。   
中  華  民  國  95  年  8   月  31  日 
                  民事第一庭法 官 陳俞婷           
以上正本係照原本作成。 
本判決不得上訴。           
中  華  民  國  95  年  8   月  31  日 
                            書記官  林美足 
┌───────────────────────────────────────────────────────┐ 
│支票附表：                                              
95年度除字第194號│ 
├──┬─────────┬─────────┬───────────┬────────┬────────┬──┤ 
│ 編 │ 發  票  人 │ 付  款  人 │發    票    日│ 票 面 金 額 │ 
支 票 號 碼 │備考│ 
│ 號 │         │         │           │  （新台幣）  │        

│  │ 
├──┼─────────┼─────────┼───────────┼────────┼────────┼──┤ 
│001 │勤益蛋品股份有限公│台灣中小企業銀行南│95年1月19日           │102,724元       │AT0067705       
│    │ 
│    │司法定代理人古榮海│嘉義分行          │                      │                │                │    │ 
└──┴─────────┴─────────┴───────────┴─────── 
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        在前處理的階段，會使用正規表示式經過以下步驟，將裁判書中的『人工製作裁判要

旨』與『裁判書內文』等不同段落進行抽取。 

 

• 抽取裁判要旨段落，刪除裁判法院與整理機構之資訊 

• 抽取『事實』、『理由』、『事實及理由』……等段落直至日期段落為止 

• 刪除所有表格資訊 

 

        在不同審級的裁判書中，其抽取的段落可能會有不同。臺灣司法審判制度採三級三審

制，故能將裁判書分類為地方法院、高等法院、最高法院等三種不同的審級。其中最高法

院裁判書之裁判內容相對單純，通常僅有『理由』段落而不包含『事實』段落，故文本內

容相對較短，如上表 4 所示。而地方法院及高等法院除『理由』段落外，亦會有著『事

實』段落，或是『事實』及『理由』合併敘述的『事實及理由』段落，故除了文本較長外

結構也相對複雜。 

        由於裁判書要旨分句可能有僅存在於事實段落而非理由段落之可能，反之亦同，故在

抽取地方法院、高等法院等審級之裁判書內文段落時，並不該僅抽取理由段落而無事實段

落。然而，若是在同時抽取事實段落及理由段落的情況下，可能存在著事實段落與理由段

落共有著同樣之敘述、且該敘述亦匹配到同樣的人工製作要旨分句，如下表 5所示。 
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表 5  事實段落與理由段落匹配同樣要旨之節錄內容 
裁判字號 九十年度訴字一四二六號 

要旨 
 按「公司組織之營利事業，依所得稅法第三十九條但書規定，得在本年
度純益額中扣除前三年虧損者，除須使用藍色申報書或經委託會計師查核

簽證申報外，並應以會計帳冊簿據完備及如期申報為要件。 

事實 

按「以往年度營業之虧損，不得列入本年度計算。但公司組織之營利事

業，會計帳冊簿據完備，虧損及申報扣除年度均使用第七十七條所稱藍色

申報書或會計師查核簽證，並如期申報者，得將經該管稽徵機關核定之前

五年內各期虧損，自本年純益額中扣除後，再行核課。」為所得稅法第三

十九條所明定。又「公司組織之營利事業，依所得稅法第三十九條但書規

定，得在本年度純益額中扣除前三年虧損者，除須使用藍色申報書或經委

託會計師查核簽證申報外，並應以會計帳冊簿據完備及如期申報為要件。 

理由 

按「以往年度營業之虧損，不得列入本年度計算。但公司組織之營利事

業，會計帳冊簿據完備，虧損及申報扣除年度均使用第七十七條所稱藍色

申報書或會計師查核簽證，並如期申報者，得將經該管稽徵機關核定之前

五年內各期虧損，自本年純益額中扣除後，再行核課。」，為所得稅法第

三十九條所明定。又「公司組織之營利事業，依所得稅法第三十九條但書

規定，得在本年度純益額中扣除前三年虧損者，除須使用藍色申報書或經

委託會計師查核簽證申報外，並應以會計帳冊簿據完備及如期申報為要

件。 
 

        故在抽取裁判書內文段落時，『事實』段落與『理由』段落皆應一併抽取。 

        前處理結束後，由表 4原始裁判書資料所抽取之抽取出的段落應如下表 6。 

 

表 6  抽取要旨段落與內文段落 
裁判字號 九十五年度除字第一九四號 

要旨段落 

經本院以  95  年度催字第 8  號公示催告在案，其所定申報權利期間，業已
於民國 95 年 8  月 10 日屆滿，尚無人申報權利，而聲請人於申報權利之期
間屆滿後 3  個月內，聲請為除權判決等情，本院依職權調取上開公示催告
卷宗核閱屬實，故其聲請，應予准許。 

內文段落 

一、如附表所示之證券，前經本院以 95年度催字第8號公示催告在案，其
所定申報權利期間，業已於民國95年8 月10日屆滿，尚無人申報權利，而
聲請人於申報權利之期間屆滿後 3個月內，聲請為除權判決等情，本院依
職權調取上開公示催告卷宗核閱屬實，故其聲請，應予准許。 
二、依民事訴訟法第564條第1項、第549條之1前段，判決如主文。 

 

        在有了這兩個不同段落的內容後，便能繼續進行其餘前處理步驟。 
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4.3    斷句 

        由於進行抽取式自動文本摘要模型訓練的最基本單位是『分句』，故抽取出的段落，

尚需要經過『斷句』方能使用。而在本研究中，嘗試使用兩組不同的斷句點，來定義何為

裁判書中的『分句』。 

        第一種方法為以標點符號「，。！？：；」等六種標點符號作為斷句點； 

        第二種方法為以標點符號「。；」等兩種標點符號作為斷句點。 

        可以認為第一種斷句方法其分句分割較為精細，但由於標準答案的要旨分句多為人工

擷取的完整段落，故常會有轉折敘述等語義不明確的分句被視為一筆資料，如「因為如

此」、「否則」等簡短敘述，皆在前處理階段被匹配為要旨分句。但由於在許多裁判書中

該轉折敘述並不為要旨分句，故可能使模型較難準確判斷該類短句是否為要旨分句。 

        第二種斷句方法則讓作為一筆資料的分句長度更長，可以認為其資料包含較多語義，

也較少短句的轉折敘述。然而在人工製作的標準答案要旨分句中，可能會有改寫、拼接分

句的情況發生，故較難在前處理階段完美匹配人工製作的要旨。 

        以下表 7為兩種不同方法的斷句結果示意。 
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表 7  裁判內文使用不同斷句方法之結果 
裁判字號 一〇三年度台上字第一八〇五號 

裁判內文 

按刑事訴訟法第三百七十七條規定，上訴於第三審法院，非以判決

違背法令為理由，不得為之。是提起第三審上訴，應以原判決違背

法令為理由，係屬法定要件。如果上訴理由書狀並未依據卷內訴訟

資料，具體指摘原判決不適用何種法則或如何適用不當，或所指摘

原判決違法情事，顯與法律規定得為第三審上訴理由之違法情形，

不相適合時，均應認其上訴為違背法律上之程式，予以駁回。  

「，。！？：；」 
斷句結果 

按刑事訴訟法第三百七十七條規定， 
上訴於第三審法院， 
非以判決違背法令為理由， 
不得為之。 
是提起第三審上訴， 
應以原判決違背法令為理由， 
係屬法定要件。 
如果上訴理由書狀並未依據卷內訴訟資料， 
具體指摘原判決不適用何種法則或如何適用不當， 
或所指摘原判決違法情事， 
顯與法律規定得為第三審上訴理由之違法情形， 
不相適合時， 
均應認其上訴為違背法律上之程式， 
予以駁回。 

「。；」 
斷句結果 

按刑事訴訟法第三百七十七條規定，上訴於第三審法院，非以判決

違背法令為理由，不得為之。 
是提起第三審上訴，應以原判決違背法令為理由，係屬法定要件。 
如果上訴理由書狀並未依據卷內訴訟資料，具體指摘原判決不適用

何種法則或如何適用不當，或所指摘原判決違法情事，顯與法律規

定得為第三審上訴理由之違法情形，不相適合時，均應認其上訴為

違背法律上之程式，予以駁回。 
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4.4    裁判書要旨分句與內文分句之匹配 

        將 4.2 節的要旨段落與內文段落通過 4.3 節的斷句之後，接著便將判斷內文段落中的

分句，是否在要旨段落中出現。這是因為要旨段落中的分句為人工節錄的裁判書要旨、也

即是我們模型訓練所需要的標準答案。但在人工製作裁判書要旨的過程中，為求通順易

讀，難免會刪改、串接不同段落的句子，故在多數時候無法從原始裁判書內文中取得分毫

不差的分句，如表 8所示。 

 

表 8  人工製作裁判書要旨修改示意 
裁判字號 九十五年度除字第一百九十四號 
要旨段落 經本院以  95  年度催字第 8  號公示催告在案， 
內文段落 前經本院以 95年度催字第8號公示催告在案， 

 

        除了刪除了『前』字之外，亦有可能修改標點符號、增加字符間隔。 

        而為了建立有標籤的資料，便需要將裁判書內文段落之分句與身為標準答案的人工製

作裁判書要旨段落之分句進行匹配，方能得知內文分句是否為該篇裁判書之要旨。 

        若是內文段落之分句確認為人工製作要旨段落之分句，即確實為要旨分句，可將其標

記為正類；反之無法匹配到任何一句人工製作要旨段落之分句，即可標記為負類。如此一

來便可完成二元分類之資料標記。 

        由於本研究中嘗試了兩組不同的斷句點進行斷句，故使用了兩組不同的相似度計算方

法來匹配裁判書內文段落之分句與人工製作裁判書要旨之分句。 

        在使用六種標點符號作為斷句點的場合，使用以 Dice coefficient 為基礎來計算相似

度，也即是下列字元對應比例的計算方法。 

 

字元對應比例＝
兩分句最長共同子序列

兩分句平均長度
 

 

        而在使用兩種標點符號作為斷句點的場合，由於分句平均長度較長，若使用最長共同

子序列則容易匹配失敗，故選擇使用最短編輯距離（minimum edit distance）[11] 來計算分

句之間的相似度，其計算方法如下表 9 [11]。 
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表 9  兩分句最短編輯距離計算方法 [11] 
 
function MIN-EDIT-DISTANCE(source, target) returns min-distance 
 
    n ¬ LENGTH(source) 
    m ¬ LENGTH(target) 
    Create a distance matrix distance[n+1, m+1] 
 
    # Initialization: the zeroth row and column is the distance from the empty string 
    D[0, 0] = 0 
 
    for each row i from 1 to n do 
          D[i, 0] ¬ D[i-1, 0] + del-cost(source[i]) 
 
    for each column j from 1 to m do  
          D[0, j] ¬ D[0, j-1] + ins-cost(target[j]) 
 
    # Recurrence relation 
    for each row i from 1 to n do 
          for each column j from 1 to m do 
                D[i, j] ¬ MIN( D[i-1, j] + del-cost(source[i]), 
                                         D[i-1, j-1] + sub-cost(source[i], target[j]), 
                                         D[i, j-1] + ins-cost(target[j])) 
 
    # Termination 
    return D[n, m] 
 

 

        在 Dice coefficient 計算的字元對應比例方法中，其字元對應比例越高，則兩分句之間

越是相似；而在最短編輯距離計算方法中，其編輯距離越短，則兩分句之間越是相似。 

        而在匹配裁判書內文段落之分句與人工製作裁判書要旨段落之分句時，需要事先設定

閥值，相似度超過閥值，即判斷兩分句為同一分句。以下為本研究中判斷閥值適當與否的

兩種指標，分別為『要旨匹配率』及『要旨匹配成功率』。 

 

要旨匹配率＝
人工製作要旨分句匹配成功數量

全部人工製作要旨分句數量
 

 

要旨匹配成功率＝
內文分句匹配要旨分句成功的數量

內文分句匹配要旨分句數量
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        『要旨匹配率』近似於召回率（Recall），表示找回了多少人工製作的要旨分句；

『要旨匹配成功率』近似於精確率（Precision），表示匹配到的要旨分句正確率有多高。 

以下為地方法院裁判書資料集所測試的不同閥值設定，其中匹配成功率的分數為人工抽樣

檢驗 500個分句，其結果如表 10。 

 

表 10  字元對應比例與最短編輯距離不同閥值效果 
匹配方法 閥值 要旨匹配率 要旨匹配成功率 

字元對應比例 

1.0 0.611 1.000 
0.9 0.677 1.000 
0.8 0.754 1.000 
0.7 0.821 1.000 
0.6 0.839 1.000 
0.5 0.858 0.942 

最短編輯距離 

要旨分句長度

2  0.826 0.998 

要旨分句長度

3  0.707 1.000 

要旨分句長度

4  0.512 1.000 

 

        最後，選定了在以六種標點符號斷句時採用字元對應比例閥值為 0.6 的方式進行匹

配、在以兩種標點符號斷句時採用最短編輯距離閥值為要旨分句長度二分之一的方式進行

匹配。而在匹配結束後，便能給予不同的分句不同的標籤。 

        以下為以六種標點符號之斷句法進行斷句，並將裁判書內文段落之分句與人工製作裁

判書要旨段落之分句進行匹配結果，正類標記為 1，負類標記為 0。匹配結果如表 11 所

示。 
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表 11  裁判書內文段落之分句匹配結果 
裁判書內文段落之分句 匹配結果 

一、如附表所示之證券， 0 
前經本院以 95年度催字第 8號公示催告在案， 1 
其所定申報權利期間， 1 
業已於民國 95年 8 月 10日屆滿， 1 
尚無人申報權利， 1 
而聲請人於申報權利之期間屆滿後 3個月內， 1 
聲請為除權判決等情， 1 
本院依職權調取上開公示催告卷宗核閱屬實， 1 
故其聲請， 1 
應予准許。 1 
二、依民事訴訟法第 564條第 1項、第 549條之 1前段， 0 
判決如主文。 0 

    
 
4.5    斷詞 

        本研究中，依照使用的嵌入模型（embedding model）的不同，其中文詞彙的斷詞處

理也存在著差異。而實驗中所使用的嵌入模型，可分成 Transformer 模型及 Word2Vec 模

型兩大類。 

        輸入 Transformer 模型所需的格式並不需要斷詞，而是以每個單獨的中文『字元』為

單位進行切割，並在開頭標註 [CLS] 符號，斷句點或結尾標註 [SEP] 符號，最後將其他語

言諸如英文單詞及未知詞彙以 [UNK] 符號遮蔽。在本研究中，使用了 Hugging Face2團隊 

[24] 所開發的 BERT中文前處理工具進行前處理，此前處理工具可適用於 Hugging Face團

隊所訓練、開源的大部分中文預訓練 Transformer模型。其前處理結果如下表 12所示。 

 

表 12  BERT中文前處理工具斷詞結果 
裁判字號 一○三年度台上字第一八○五號 

裁判內文 
（部份） 

係近似於目前流行於市面之ＰＤＡ（Personal Digital Assistant  個人數位
助理）或ＰＰＣ（Pocket PC 掌上型電腦）。 

斷詞結果 
[CLS] / 係 / 近 / 似 / 於 / 目 / 前 / 流 / 行 / 於 / 市 / 面 / 之 / [UNK] / （ / 
[UNK] / [UNK] / [UNK] / 個 / 人 / 數 / 位 / 助 / 理 / ） / 或 / [UNK] / （ / 
[UNK] / [UNK] / 掌 / 上 / 型 / 電 / 腦 / ） / 。 / [SEP] 

 
2 Hugging Face： https://huggingface.co/ 
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而輸入 Word2Vec模型的資料格式需要斷詞，斷詞結果為中文的『詞彙』，故需比較

不同斷詞工具的斷詞效果。本研究嘗試以 Jieba [15]、THULAC [31]、CKIP [1]、Stanford 

CoreNLP [10] 等數種工具進行斷詞，並比較其差異。不同斷詞工具之斷詞結果比較如下表

13。 

 

表 13  不同斷詞工具之斷詞結果比較 

裁判字號 一〇三年度台上字第一八〇五號 

裁判內文 
（部分） 

按刑事訴訟法第三百七十七條規定，上訴於第三審法院， 非以判
決違背法令為理由，不得為之。 

Jieba斷詞結果 
按 / 刑事 / 訴訟法 / 第三 / 百 / 七十七 / 條規定 / ， / 上訴 / 於 / 第
三 / 審  / 法院 / ， / 非以 / 判決 / 違背 / 法令 / 為 / 理由 / ， / 不得 / 
為 / 之 / 。 

THULAC斷詞結果 
按 / 刑事 / 訴訟法 / 第三百七十七 / 條 / 規定 / ， / 上訴於 / 第三 / 
審 /  法院 / ， / 非 / 以 / 判決 / 違背法 / 令為 / 理由 / ， / 不 / 得 / 為 
/ 之 / 。 

CKIP斷詞結果 
按 / 刑事 / 訴訟法 / 第三百七十七 / 條 / 規定 / ， / 上訴 / 於 / 第三 / 
審 /  法院 / ， / 非 / 以 / 判決 / 違背 / 法令 / 為 / 理由 / ， / 不得 / 為
之 / 。 

Stanford CoreNLP 
斷詞結果 

按 / 刑事訴訟法 / 第三百七十七 / 條規定 / ， / 上訴於 / 第三 / 審 / 
法 院 / ， / 非 / 以 / 判 / 決違 / 背 / 法令 / 為 / 理由 / ， / 不 / 得 / 為 
/ 之 / 。 

 
 
        Jieba 以及 THULAC 主要適用於簡體語料的斷詞，在進行臺灣地區繁體中文的詞彙斷

詞時結果較不理想，而 Stanford CoreNLP斷詞結果與 CKIP相比，仍有些斷詞結果顯得奇

怪。 

        以上表 13的範例為例，Jieba以及 Stanford CoreNLP皆把『第三百七十七條規定』斷

詞成了『第三百七十七』以及『條規定』；而 THULAC 則是把『違背法令為理由』斷詞

成了『違背法』、『令為』及『理由』。而以上這類較為失準的斷詞，在 CKIP 中幾乎不

會出現。不僅如此，若是遇到諸如『係爭』等專業詞彙，CKIP 仍有機會斷詞出正確的結

果，如下表 14。 
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表 14  不同斷詞工具之斷詞結果比較 

裁判字號 一〇二年度台上字第二一一七號 

裁判內文 
（部分） 

被上訴人原於信託關係請求辦理係爭土地所有權移轉登記。 

Jieba斷詞結果 被 / 上訴 / 人原 / 於 / 信 / 託 / 關 / 係 / 請求 / 辦理 / 係 / 爭 / 土地 / 
所有 / 權移 / 轉登記 / 。 

THULAC斷詞結果 被 / 上訴 / 人 / 原 / 於 / 信託 / 關係 / 請求 / 辦理 / 係 / 爭 / 土地 / 所
有權 / 移轉 / 登記 / 。 

CKIP斷詞結果 被 / 上訴人 / 原 / 於 / 信託 / 關係 / 請求 / 辦理 / 係爭 / 土地 / 所有
權 / 移轉 / 登記 / 。 

Stanford CoreNLP 
斷詞結果 

被 / 上 / 訴人 / 原 / 於 / 信託關係請 / 求辦理 / 係 / 爭 / 土地所有權 / 
移轉 / 登記 / 。 

 
        故最終選擇了 CKIP 作為各個資料集訓練 TF-IDF、Word2Vec 模型前的統一斷詞工

具。 
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5 資料特徵抽取 

        本章節介紹用於裁判書要旨抽取模型的數種特徵，包含作為輸入資料的個別分句結

構、位置等基本特徵。 

        由於文字資料的型態無法直接適用於現有機器學習、深度學習等技術，故需將其轉換

成數值型態之資料方能訓練。但若是直接將詞彙映射成總詞數的高維空間向量，則會使得

計算量、空間使用率過於龐大。 

        一種常見的作法為使用嵌入模型（embedding model）將詞彙映射至維度較低的向量

空間中，使用一組向量來表示文字向量的特徵。不同的嵌入模型有不同的訓練方法，而在

轉換過程中難免會有資訊遺失的問題，故經常認為嵌入模型轉換出之向量能表現出越多特

徵，則越是優良的嵌入模型。 

        本章節亦會簡單介紹本研究中所使用之嵌入模型，大致分成 TF-IDF、Word2Vec模型

及 Transformer模型數類。 

        而經過嵌入模型轉換後之句向量，除了一筆資料的單一句向量之外，亦會介紹如何加

入上下文特徵，使輸入的分句資料擁有更多的語境。 
 

5.1    基本特徵 

        本研究所定義的基本特徵分為『分句特徵』及『文件特徵』，分句特徵為針對單一分

句所抽取的特徵，文件特徵則為裁判書內文所包含的特徵，並不限於單一分句。 

 

 

 

 

 

 

 

 

 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202100220

 

 21 

5.1.1    分句特徵 

        基本特徵主要分為分句結構及分句位置等特徵，分句結構特徵為句子中所包含之字元

數量與詞彙數量，分句位置則為該分句位於裁判書中的相對位置，不同的基本特徵定義如

下： 

 

• 分句所包含之字元數量 

• 分句於裁判書內文之位置 

• 分句是否為裁判書內文之首句 

 

5.1.2    文件特徵 

        本研究中所加入的文件特徵可分成兩類，一為裁判書內文所包含之分句數量、二為使

用裁判書內文當作訓練資料，以此訓練Doc2Vec模型 [19]，並將裁判書轉換成文件向量，

希望加入此特徵，讓模型更能掌握不同裁判書的不同特性。 

        訓練 Doc2Vec模型的演算法分成 PV-DBOW以及 PV-DM兩種。PV-DM（Distributed 

Memory Model of Paragraph Vectors）的每一個詞彙皆被映射為一獨立向量，透過串接或是

平均的方法來組成一組向量，用以預測目標詞彙。過程中會加入一組與詞向量同樣維度的

文件標號 D，如圖 2 [19]所示。 
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圖 2  PV-DM 示意圖 [19] 

 

        模型訓練完成後，即取文件標號D之向量作為代表此份文件之文件向量，其意義近於

補充當前文件所缺漏之資訊。 

        PV-DBOW（Distributed Bag of Words version of Paragraph Vector）則與 PV-DM的作法

不同，會先建立一隨機文件標號D之向量，並用其預測文件內的其他詞彙，並在訓練中微

調文件標號 D之向量。越能精確預測文件內其他詞彙，則代表文件向量越準。如圖 3 [19]

所示。 

 
圖 3  PV-DBOW 示意圖 [19] 
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5.2    TF-IDF 
        Term Frequency-Inverse Document Frequency（TF-IDF）是在自然語言處理任務中相當

著名的文字加權計算方法，能夠反映出詞彙對於文本的重要性。TF-IDF 通常分為 TF 及 

IDF 兩個部分。 

        TF 為詞頻，是一組詞彙在一篇文件中出現的頻率。計算方法為『詞彙在該文件中出

現次數』除以『該文件中所有詞彙數』。 

 

𝑡𝑓!,# 	= 	
𝑛!,#

∑ 𝑛$,#$
 

 

        分子 ni, j 為詞彙 ti在文件 dj中出現的次數。 

        分母則為文件 dj中所有詞彙的總數。  

        而 IDF為逆向文件頻率，用來計算詞彙是否在許多文件中出現。 

 

𝑖𝑑𝑓! 	= 	𝑙𝑜𝑔
|𝐷|

|{𝑗: 𝑡! 	 ∈ 	 𝑑#}|
 

      

        分子為所有文件數量； 

        分母為包含詞彙 ti的文件數量。但為了考慮分母可能為 0的情況，許多時候分母會在

另外加 1。 

        而 TF-IDF 的計算方法，則為 TF值乘以 IDF值。 

 

𝑡𝑓𝑖𝑑𝑓!,# 	= 	 𝑡𝑓!,# 	× 	 𝑖𝑑𝑓! 
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5.3    Word2Vec模型 

        2013年Mikolov等人提出了以CBOW、Skip-gram等兩種不同的Word2Vec模型架構。

其中 CBOW是由上下文詞彙預測中心詞彙得到詞向量，而 Skip-gram則是由中心詞彙預測

上下文詞彙得到詞向量。兩種架構之差異如下圖 4 [25]所示。 

 

 
圖 4  CBOW和 Skip-gram架構示意圖 [25] 

 
        而在本研究中所使用的 Word2Vec 模型皆使用 Gensim3套件進行訓練。而由於後續使

用的分類模型架構，其輸入皆為句向量而非詞向量，故在使用 Word2Vec模型轉換向量前

需事先將輸入資料的分句進行斷詞，並將分句中所有的詞彙通過 Word2Vec模型轉換成詞

向量，並將所有詞彙之詞向量加總除以分句總詞數，得到與詞向量維度相同之句向量。 

        以下即為分類模型所需之句向量之計算方法。 

 

 
3 Gensim：https://radimrehurek.com/gensim/models/word2vec.html 
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句向量＝
所有詞向量加總

分句詞數
 

 

5.4    Transformer模型 

        2018年 Google發表了現今廣泛採用於眾多自然語言處理任務的 Bidirectional Encoder 

Representations from Transformers（BERT）[13]。其模型為由編碼器和解碼器所組成的

Transformer架構中的編碼器。 

        而 Transformer模型架構基本如下圖 5 [8]。 
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圖 5  Transformer 架構 [8] 
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        這是由 Google 以大量文本以非監督式學習的方式訓練成的預訓練模型，使用上只需

取其編碼器的部分模型層，經過下游任務訓練微調（fine-tune）後，編碼器所轉換之向量

即應能表現出用於微調資料的特徵，即應能利用於下游任務中。 

        在 Transformer 模型中需以指定格式資訊輸入編碼器，例如句子組成是以字元而非詞

彙為最小單位、輸入開頭需填充 [CLS] 符號以供後續分類使用、並以 [SEP] 符號隔開輸入

中的不同句子。 

        本研究中所使用之 Hugging Face 團隊所開源之預訓練模型，所使用之預訓練模型名稱

如下表 15。 

 

表 15   所使用之預訓練模型 
模型類別 預訓練模型名稱 

BERT bert-base-chinese 
ALBERT [29] voidful/albert_chinese_base 
XLNET [30] hfl/chinese-xlnet-base 
ERNIE [28] nghuyong/ernie-1.0 

 

        而此類 Transformer 編碼器架構之嵌入模型在經過微調後，會禁止模型繼續調整權

重，並輸入分句轉換出向量。 

在本研究中，微調的方法為將 BERT等模型串接上一層 Fully-connected 層作為分類模

型，使用訓練資料先進行沒有加入任何裁判書特徵與上下文特徵的分類，並透過反向傳播

調整作為嵌入模型的 BERT等模型的權重。 

最後則是直接取 BERT等模型轉換出的句子開頭 [CLS] 符號的向量做為句向量。 

 

5.5    上下文特徵 

        訓練模型的資料基本單位為句向量，但為了能夠讓輸入的資料擁有上下文的語境，於

是會在一筆資料的前後串接上下文的句向量，並以此作為輸入資料的基本格式。 

        而在本研究中，亦會嘗試使用不同長度的上下文特徵來進行實驗。其資料串接的形式

如下圖 6。 
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圖 6  不同長度上下文之串接格式 

 

        而一筆資料的標籤，同樣是取中心句的標籤，上下文的句向量不該影響標籤，僅僅只

是擴充該句的語境。 
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6 抽取式自動文本摘要模型 

        本研究將抽取式自動文本摘要視為一個二元分類問題，將要摘要分句標記為正類、非

摘要分句標記為負類。為因應裁判書之用語，以下自動文本摘要模型所提及之摘要分句，

統一稱為要旨分句。 

        本節分成傳統機器學習的分類模型，以及使用各種深度神經網路所搭建的分類模型兩

大類，同時介紹實驗中所使用的不同模型架構，且為了提昇模型效果，最後更使用了

ensemble learning的技術進一步加強模型分類正確率。 

 

6.1    傳統機器學習分類模型 

        本節介紹實驗中所使用的不同分類模型，為與使用神經網路架構的深度學習模型做出

區隔，故稱其為傳統機器學習分類模型，並選擇了 Scikit-Learn [21] 作為搭建分類模型的

工具。 

 

6.1.1    Decision tree classifier 
        決策樹分類器（decision tree classifier）是一種相對容易解釋的模型，在每一個節點上

量化輸入的特徵值，計算以何種特徵分類能夠得到最佳的分類結果。 

        衡量分類的標準通常是以資訊增益（information gain）或是吉尼係數（Gini index）來

決定。 

        資訊增益的計算公式如下： 

 

𝐸𝑛𝑡𝑟𝑜𝑝𝑦	 = 	−𝑝	 ∗ 	 𝑙𝑜𝑔%𝑝	 − 	𝑞	 ∗ 	 𝑙𝑜𝑔%𝑞 

 

        其中 p 是分類成功的機率，q 則是分類失敗的機率。而以某個特徵作為分類標準之熵

值（Entropy）越小，決策樹分類器越會選擇該特徵當作此節點的分類依據。 

 

𝐺𝑖𝑛𝑖	 = 	1	 −	?𝑝$%
&

$'(
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        與熵值相同，同樣也是若一特徵其 Gini 值越低，其決策樹分類器越會傾向選擇該特

徵作為分類依據。 

 

6.1.2    Logistic regression 
        Logistic regression目的是找到一組用於分類的函數，能夠將資料分為正類或負類；比

方說，將資料特徵值輸入 Logistic regression所找到的函數，若大於等於零則為正類、小於

零則為負類。 

 

𝑓(𝑥) = C0, 𝑓(𝑥) < 0
1, 𝑓(𝑥) ≥ 0 

 

        可以把 logistic regression的公式寫成： 

 

𝑓(𝑥) 	= 	𝑦	 = 	𝑊) +𝑊(𝑥( +𝑊%𝑥% 	+ ⋯+ 𝑊*𝑥* = K

𝑊)
𝑊(
⋮
𝑊*

M

+

K

1
𝑥(
⋮
𝑥*

M = 𝑊+𝑋 

 
        而為了不讓輸出值太過靠近 0的資料容易分類錯誤，通常還會加上 sigmoid函數。 

 

𝜎(𝑓(𝑥)) 	= 	
1

1	 +	𝑒,-(/)
 

 
        而其求解方法，應用到了最大概似估計（maximum likelihood estimation）以及伯努力

分佈（Bernoulli distribution）的的機率密度函數。 
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6.1.3    Naïve Bayes classifier 
        貝氏定理（Bayes’ theorem）是機率論的定理，在已知條件下，計算特定事件發生的

機率。 

 

𝑃(𝐴|𝐵) =
𝑃(𝐵|𝐴)𝑃(𝐴)

𝑃(𝐵)  

 

        而貝氏分類器（Naïve Bayes classifier）即為透過貝氏定理計算資料在不同分類的條件

下之條件機率，並取其條件機率最大者作為分類類別。 

 

6.1.4    Support vector machine classifier 
        支援向量機（support vector machine）將在低維度空間時難以進行線性分類的資料映

射至較高維度的空間，再尋找一所謂的超平面（hyperplane），也就是在高維空間中的平

面，將不同標籤的資料進行分類。故支援向量機適用於二元分類任務。 

簡化圖示如下圖 7 [23]，可以假設分類邊界公式為： 

 

𝑓(𝑥) 	= 	𝑦	 = 	𝑊) +𝑊(𝑥( +𝑊%𝑥% 	+ ⋯+ 𝑊*𝑥* = K

𝑊)
𝑊(
⋮
𝑊*

M

+

K

1
𝑥(
⋮
𝑥*

M = 𝑊+𝑋 =	0 

 

而 k為一任意常數。 
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圖 7  支援向量機分類示意圖 [23] 

 

        Margin是距離分類邊界最近的點的距離，而支援向量機就是要最大化 margin的距

離，使得分類結果更加準確。 

 

6.2    深度神經網路模型 

6.2.1    Fully-connected neural network 
Fully-connected layer正如其名稱所示，每一個神經元都與上一層的所有神經元連結，

是常見的神經網路架構，在許多任務中都作為最後一層輸出的分類神經網路。其神經元連

接的網路結構如圖 8所示。 
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圖 8  Fully-connected neural network 結構示意圖 

 

6.2.2    Recurrent neural network 
Recurrent neural network（RNN）比起單純的 Fully-connected neural network，更擁有

了時間序列的概念，能夠將隱藏層的狀態在自身網路架構中傳遞。但比起後續改進的

Long short-term memory（LSTM）或 Gated recurrent unit（GRU）[17]，在接受長期時間資

訊時容易發生梯度消失 [12] 的問題。RNN之神經網路結構如圖 9 [16]所示。 

 

 
圖 9  RNN結構示意圖 [16] 
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6.2.3    Long short-term memory neural network 
LSTM是 RNN的一種變體，比起 RNN更適合處理長時間序列的任務。 

LSTM之神經網路結構如圖 10所示。 

 

 
圖 10  LSTM架構示意圖4 

 

𝑓1 = σT𝑊𝑓 ∙ Uℎ𝑡−1, 𝑥𝑡V 	+	𝑏𝑓W 
𝑖1 = σT𝑤𝑖 ∙ Uℎ𝑡−1, 𝑥𝑡V 	+	𝑏𝑖W 

𝐶Y1 = tanhT𝑤𝑐 ∙ Uℎ𝑡−1, 𝑥𝑡V 	+	𝑏𝐶W 
𝐶1 =	𝑓1 ∗ 𝐶1,( + 𝑖1 ∗ 𝐶Y1 

𝑜1 = 	σ(𝑊𝑜 ∙ Uℎ𝑡−1, 𝑥𝑡V 	+	𝑏𝑜) 
ℎ1 =	𝑜1 ∗ tanh(𝐶𝑡) 

 

6.2.4    Gated recurrent unit neural network 
Gated recurrent unit neural network（GRU） 與 LSTM同樣為 RNN的變體，和 LSTM

相同，比起 RNN能更好地解決梯度問題，由於參數較少，普遍而言較 LSTM更快使模型

收斂。 

GRU之神經網路結構如圖 11所示。 

 

 
4 LSTM架構示意圖，參考來源：https://colah.github.io 
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圖 11  GRU結構示意圖5 

 

𝒛𝒕 = σ(𝑊𝑧 ∙ [ℎ𝑡−1, 𝑥𝑡]) 
𝒓𝒕 = σ(𝑊𝑟 ∙ [ℎ𝑡−1, 𝑥𝑡]) 

𝒉̂𝒕 = tanh(𝑊 ∙ [𝑟𝑡 ∗ ℎ𝑡−1, 𝑥𝑡]) 
𝒉𝒕 = (𝟏 − 𝑧𝑡) ∗ ℎ𝑡−1+𝑧𝑡 ∗ 𝒉̂𝒕 

 

6.2.5    Convolutional neural network 
        卷積神經網路（convolutional neural network, CNN）[18] 經常用於影像特徵提取，是

相當常見的神經網路架構。通常而言，卷積神經網路由卷積層、池化層（pooling 

layer）、全連接層（fully-connected layer）組成，其模型架構如下圖 12 [18]。 

 

 
圖 12  convolutional neural network 架構示意圖 [18] 

 
5 GRU結構示意圖，參考來源：https://colah.github.io 
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        而在文字資料而非影像資料中，則經常使用由 Yoom Kim 於 2014 年發表的論文

《Convolutional neural networks for sentence classification》[26] 中所提出的 TextCNN模型

架構。 

        其作法為將文本中多個單詞之詞向量組成矩陣，並由複數過濾器（filters）進行卷

積，同樣將卷積結果經過池化（max pooling）串接成特徵向量，依任務需求輸入 softmax

或是 sigmoid等激活函數，以此進行後續分類任務。其模型架構的示意圖如下圖 13 [26]。 

 

 
圖 13  TextCNN模型架構示意圖 [26] 

 

6.3    Ensemble learning 

6.3.1    Bagging 
Bagging 是一種訓練許多不同的分類模型，再使其不同分類模型投票決定最終分類的

作法。不同的模型所使用的訓練資料，需從原始訓練資料中隨機抽樣取出，這樣可能免去

了被原始訓練資料中的噪音（Noise）干擾，也正因為最後是讓不同的分類模型投票，故

應能顯示出共同學習到的資料特徵，提昇模型穩定性。 

Bagging投票流程如圖 14 [20] 所示。 
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圖 14  Bagging示意圖 [20] 

 
6.3.2    Stacking 
        Stacking與 Bagging的不同之處，在於 Bagging是將所有的弱分類器進行投票決定最

後的分類，而 Stacking是將所有弱分類的輸出值串接後再另行訓練分類模型。 

        這樣的優點在於，Bagging的方法可能會讓許多訓練較差的模型干擾到最後的分類結

果，就像噪音一樣；而 Stacking的方法則可以讓不同的弱分類器有各自的權重，讓效果較

差的分類器擁有較低的干擾。 

        Stacking架構的示意圖如下圖 15 [20]。 

 

 
圖 15  Stacking示意圖 [20] 
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7 抽取式自動文本摘要實驗 

        本節主要介紹用於實驗之資料，以及關於實驗的設定和評量指標，最後則為各種不同

實驗結果與分析。 

 

7.1    實驗資料 

        本實驗所用資料依照不同審級，分成地方法院、高等法院、最高法院三種不同的資料

集。不同審級資料集之資料特徵統計如下表 16。 

 

表 16  不同審級資料集特徵統計 
裁判書審級 地方法院 高等法院 最高法院 
裁判書篇數 33,561 24,766 24,663 
刑事訴訟篇數 18,329 9,533 10,321 
民事訴訟篇數 14,807 9,702 7,041 
行政訴訟篇數 425 5,531 7,301 
裁判書總句數 

（六種標點符號斷句） 8,725,044 8,641,024 5,333,392 

裁判書要旨分句數 
（六種標點符號斷句） 

490,528 
（5.63%） 

365,671 
（4.23%） 

328,654 
（6.16%） 

裁判書非要旨分句數 
（六種標點符號斷句） 

8,234,516
（94.37%） 

8,275,353 
（95.77%） 

5,004,738 
（93.84%） 

裁判書總句數 
（兩種標點符號斷句） 1,355,855 1,452,992 1,065,485 

裁判書要旨分句數 
（兩種標點符號斷句） 

82,999 
（6.12%） 

60,874 
（4.18%） 

60,361 
（5.67%） 

裁判書非要旨分句數 
（兩種標點符號斷句） 

1,272,856 
（93.88%） 

1,392,118 
（95.82%） 

1,005,124 
（94.33%） 

 

        從資料中可以發現，雖然我們將要旨句的分類視為二元分類任務，但由於資料標籤比

例失衡，符合現實情況，裁判書中的『要旨分句』遠遠多過『非要旨分句』，故分類正確

的機率並非直觀的二分之一。 

        而為能評估模型訓練效果，資料集中一共分成了『訓練資料』、『驗證資料』、『測

試資料』等三種不同的資料。訓練資料是真正用於模型訓練之資料、驗證資料為檢驗訓練

過程效果的資料、而測試資料則為模型訓練結束後評估模型好壞所用之資料。 
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        切割不同資料的單位為裁判書的『篇數』，訓練資料、驗證資料、測試資料的比例約

為 7：1：2，其不同審級資料集的裁判書篇數如下表 17。 

 

表 17  不同審級資料集訓練資料、驗證資料、測試資料篇數 
裁判書審級 地方法院 高等法院 最高法院 
裁判書篇數 33,561 24,766 24,663 
訓練資料篇數 23,492 17,335 17,263 
驗證資料篇數 3,356 2,477 2,467 
測試資料篇數 6,713 4,954 4,933 

 

7.2    實驗評量指標 

        本實驗以 Precision、Recall、F1三種評量指標作為模型評估的標準。 

        實驗評量指標定義如下表 18。 

 

表 18  實驗評量指標定義 
 預測 Positive 預測 Negative 

實際 Positive TP（True Positive） FN（False Negative） 
實際 Negative FP（False Positive） TN（True Negative） 

 

Precision =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃	
 

Recall =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁	
 

𝐹( =
2 × 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙  
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7.3    實驗設定 

        本節主要由傳統機器學習分類模型與深度神經網路分類模型兩種實驗所組成，其中傳

統機器學習分類模型的架構如 6.1節所述，而深度神經網路分類模型架構則如下圖 16。 

 

 
圖 16  深度神經網路模型架構 

 

        原始裁判書資料經過前處理後經由嵌入模型轉換成句向量，在實驗中也如同 5.5 節所

述，組成具有上下文特徵的句向量資料格式，經由不同深度神經網路提取特徵，並在其後

通過 fully-connected layer壓縮至一神經元，最後使用激活函數 sigmoid函數將輸出值映射

成介於 0到 1之間的值。 

 

𝜎(𝑓(𝑥)) 	= 	
1

1	 +	𝑒,-(/)
 

 

        實驗中選擇使用 0.5作為閥值，大於等於 0.5之輸出即為標為 1之正類標籤、小於 0.5

之輸出即為標為 0之負類標籤。 

 

𝜎(𝑓(𝑥)) = C0, 𝑓(𝑥) < 0.5
1, 𝑓(𝑥) ≥ 0.5 
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7.3.1    實驗參數設定 

        深度神經網路分類模型實驗所使用之參數皆統一如下表 19，而傳統機器學習分類模

型之實驗及不同實驗組所特有之實際設定，則紀錄於不同實驗組其小節。 

 

表 19   所有深度神經網路分類模型實驗統一之參數設定 
參數名稱 設定值 
batch size 256 

learning rate 0.0008 
optimizer Adam 
dropout 0.3 

loss function binary cross entropy 
RNN hidden layer 5 

patience 3 
 
        其中，RNN hidden layer參數泛指所有 RNN與其變體 LSTM、GRU等之隱藏層數量。

Patience參數則為模型訓練時 early stopping所能容忍的效果降低次數。在以下實驗當中，

訓練模型時使用訓練資料，完成一輪迭代後則使用驗證資料計算模型之 loss數值，若連續

三次迭代 loss數值皆為上升，則視為模型已經收斂，並終止模型訓練。 

 

7.3.2    資料集設定 

        在 4.3 節曾經提到，實驗所用之資料集皆有兩種不同的標點符號斷句方法，故本小節

實際將不同的斷句點資料集進行訓練深度神經網路分類模型的實驗，並直接比較其實驗結

果。 

        以下表 20為比較不同斷句點的實驗參數設定。 

 

表 20  不同斷句點實驗之參數設定 
參數名稱 設定值 
嵌入模型 BERT 
類神經網路 BiGRU 
上下文長度 15 
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        其中，上下文長度參數為加入前後分句句向量的數量，不同長度之句向量串接方法如

5.5節所述。 

        不同斷句點之不同資料集實驗結果如下表 21與圖 17。圖示中 p2代表著使用兩種標點

符號作為斷句點、p6代表著使用六種標點符號作為斷句點。 

 

表 21  不同斷句點不同資料集實驗結果 
斷句點 資料集 Precision Recall F1 

兩種標點符號 
[。；] 

地方法院 0.466 0.579 0.517 
高等法院 0.406 0.580 0.478 
最高法院 0.469 0.657 0.548 

六種標點符號 
[，。！？：；] 

地方法院 0.394 0.504 0.443 
高等法院 0.418 0.273 0.330 
最高法院 0.496 0.482 0.489 

 

 
圖 17  不同斷句點不同資料集實驗結果 

 
        從實驗結果可以看出，在使用兩種標點符號當作斷句點時的資料集訓練模型的效果比

較好。故以下的時間，如無特別敘述，則預設都是以兩種標點符號作為斷句點之資料集為

主。 
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7.4    傳統機器學習分類模型實驗 

        本節紀錄所有傳統機器學習分類模型之實驗結果，並在本節實驗中皆使用 TF-IDF 和

Word2Vec作為嵌入模型轉換句向量。其中，Word2Vec模型係由訓練資料訓練而成，參數

設定如下表 22。 

 

表 22  傳統機器學習分類模型Word2Vec模型參數設定 
參數名稱 設定值 
嵌入模型架構 skip-gram 

vector_size 300 
window 15 

min_count 10 
iter 5 

 

7.4.1    Decision tree classifier實驗 

        在 decision tree classifier實驗中，使用 TF-IDF和Word2Vec兩種不同組成句向量的方

法、並嘗試調整決策樹的最大深度的參數進行實驗，decision tree classifier參數設定如下表

23。 

 

表 23  decision tree classifier 之參數設定 
參數名稱 設定值 
criterion gini 
splitter best 
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        地方法院資料集 decision tree classifier不同最大深度實驗結果如下表 24與圖 18、19。 

 

表 24  地方法院資料集之 decision tree classifier不同最大深度實驗結果 
embedding 最大深度 Precision Recall F1 

TF-IDF 

5 0.010 0.673 0.020 
10 0.082 0.510 0.142 
15 0.090 0.522 0.154 
20 0.120 0.492 0.194 
25 0.123 0.461 0.195 
30 0.159 0.458 0.236 
35 0.155 0.432 0.228 
40 0.173 0.430 0.247 
45 0.188 0.429 0.261 
50 0.183 0.407 0.253 
55 0.193 0.402 0.260 
60 0.199 0.397 0.265 
65 0.207 0.392 0.271 
70 0.204 0.387 0.267 
75 0.210 0.375 0.270 
80 0.210 0.373 0.269 

Word2Vec 

5 0.017 0.538 0.033 
10 0.061 0.495 0.109 
15 0.164 0.379 0.229 
20 0.218 0.325 0.261 
25 0.243 0.298 0.268 
30 0.246 0.274 0.259 
35 0.262 0.264 0.263 
40 0.257 0.247 0.252 
45 0.263 0.247 0.254 
50 0.268 0.252 0.260 
55 0.256 0.245 0.250 
60 0.269 0.249 0.259 
65 0.264 0.249 0.256 
70 0.263 0.247 0.255 
75 0.261 0.241 0.251 
80 0.268 0.252 0.259 
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圖 18  地方法院資料集之 TF-IDF decision tree classifier不同最大深度實驗結果 

 

 
圖 19  地方法院資料集之Word2Vec decision tree classifier不同最大深度實驗結果 
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        高等法院資料集 decision tree classifier不同最大深度實驗結果如下表 25與圖 20、21。 

 

表 25  高等法院資料集之 decision tree classifier不同最大深度實驗結果 

 

 

 

 

embedding 最大深度 Precision Recall F1 

TF-IDF 

5 0.006 0.911 0.013 
10 0.025 0.621 0.048 
15 0.036 0.499 0.068 
20 0.048 0.445 0.087 
25 0.063 0.402 0.109 
30 0.075 0.361 0.124 
35 0.085 0.360 0.137 
40 0.089 0.321 0.139 
45 0.099 0.325 0.152 
50 0.104 0.320 0.157 
55 0.109 0.308 0.161 
60 0.112 0.308 0.165 
65 0.116 0.297 0.167 
70 0.126 0.305 0.179 
75 0.120 0.289 0.169 
80 0.123 0.283 0.172 

Word2Vec 

5 0.003 0.913 0.006 
10 0.024 0.505 0.045 
15 0.070 0.278 0.113 
20 0.120 0.222 0.156 
25 0.166 0.220 0.189 
30 0.178 0.196 0.186 
35 0.183 0.186 0.185 
40 0.186 0.174 0.180 
45 0.198 0.181 0.189 
50 0.199 0.177 0.188 
55 0.194 0.170 0.181 
60 0.193 0.166 0.179 
65 0.188 0.166 0.176 
70 0.197 0.176 0.186 
75 0.195 0.170 0.182 
80 0.193 0.171 0.182 
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圖 20高等法院資料集之 TF-IDF decision tree classifier不同最大深度實驗結果 

 

 
圖 21  高等法院資料集之Word2Vec decision tree classifier不同最大深度實驗結果 
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        最高法院資料集 decision tree classifier不同最大深度實驗結果如下表 26與圖 22、23。 

 

表 26  最高法院之 decision tree classifier不同最大深度實驗結果 

 

 

 

 

embedding 最大深度 Precision Recall F1 

TF-IDF 

5 0.002 0.705 0.005 
10 0.038 0.615 0.072 
15 0.061 0.543 0.109 
20 0.083 0.520 0.144 
25 0.094 0.488 0.157 
30 0.111 0.468 0.179 
35 0.127 0.442 0.198 
40 0.146 0.439 0.219 
45 0.146 0.414 0.216 
50 0.160 0.417 0.232 
55 0.163 0.399 0.232 
60 0.175 0.398 0.244 
65 0.174 0.393 0.241 
70 0.174 0.381 0.239 
75 0.185 0.379 0.249 
80 0.189 0.367 0.249 

Word2Vec 

5 0.009 0.766 0.019 
10 0.046 0.537 0.086 
15 0.148 0.354 0.209 
20 0.213 0.308 0.252 
25 0.239 0.286 0.260 
30 0.238 0.268 0.252 
35 0.250 0.258 0.254 
40 0.248 0.245 0.246 
45 0.251 0.242 0.247 
50 0.253 0.236 0.244 
55 0.250 0.232 0.241 
60 0.255 0.236 0.245 
65 0.243 0.225 0.234 
70 0.252 0.231 0.241 
75 0.255 0.231 0.243 
80 0.254 0.236 0.245 
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圖 22  最高法院資料集之 TF-IDF decision tree classifier不同最大深度實驗結果 

 

 
圖 23  最高法院資料集之Word2Vec decision tree classifier不同最大深度實驗結果 

 

        在地方法院資料集中，使用 TF-IDF、最大深度為 75時效果最好，F1為 0.270。 

        在高等法院資料集中，使用Word2Vec、最大深度為 25時效果最好，F1為 0.189。 

        在最高法院資料集中，使用Word2Vec、最大深度為 35時效果最好，F1為 0.254。 
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7.4.2    Logistic regression實驗 

        Logistic regression的實驗中，同樣使用 TF-IDF和Word2Vec兩種不同組成句向量的方

法，並調整 L1和 L2等兩種不同的正規化方法參數。 

        地方法院資料集 logistic regression實驗結果如下表 27與圖 24。 

 

表 27  地方法院資料集 logistic regression實驗結果 
embedding penalty Precision Recall F1 

TF-IDF L1 0.142 0.572 0.227 
L2 0.133 0.578 0.216 

Word2Vec L1 0.104 0.551 0.175 
L2 0.104 0.573 0.176 

 

 
圖 24  地方法院資料集 logistic regression實驗結果 
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        高等法院資料集 logistic regression實驗結果如下表 28與圖 25。 
 

表 28  高等法院資料集 logistic regression實驗結果 
embedding penalty Precision Recall F1 

TF-IDF L1 0.056 0.558 0.102 
L2 0.047 0.567 0.086 

Word2Vec L1 0.023 0.456 0.044 
L2 0.020 0.456 0.039 

 

 
圖 25  高等法院資料集 logistic regression實驗結果 
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        最高法院資料集 logistic regression實驗結果如下表 29與圖 26。 
 

表 29  最高法院資料集 logistic regression實驗結果 
embedding penalty Precision Recall F1 

TF-IDF L1 0.109 0.597 0.184 
L2 0.105 0.613 0.179 

Word2Vec L1 0.076 0.538 0.133 
L2 0.080 0.560 0.141 

 

 
圖 26  最高法院資料集 logistic regression實驗結果 

 
        在地方法院資料集中，使用 TF-IDF、選擇 L1 作為正規化方法時效果最好，F1 為

0.227。 

        在高等法院資料集中，使用 TF-IDF、選擇 L1 作為正規化方法時效果最好，F1 為

0.102。 

        在最高法院資料集中，使用 TF-IDF、選擇 L1 作為正規化方法時效果最好，F1 為

0.184。 
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7.4.3    Naïve Bayes classifier實驗 

        由於 Naïve Bayes classifier 的輸入不能包含負值，故這組實驗並不適用於使用

Word2Vec模型轉換句向量之實驗。嘗試調整的參數有是否做平滑化的 smooth參數。 

        地方法院資料集 Naïve Bayes classifier實驗結果如下表 30與圖 27。 

 
表 30  地方法院資料集 Naïve Bayes classifier實驗結果 

embedding smooth Precision Recall F1 

TF-IDF 0.0 0.277 0.433 0.338 
1.0 0.163 0.472 0.243 

 

 
圖 27  地方法院資料集 Naïve Bayes classifier實驗結果 
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        高等法院資料集 Naïve Bayes classifier實驗結果如下表 31與圖 28。 

 

表 31  高等法院資料集 Naïve Bayes classifier實驗結果 
embedding smooth Precision Recall F1 

TF-IDF 0.0 0.113 0.364 0.173 
1.0 0.030 0.441 0.056 

 

 
圖 28  高等法院資料集 Naïve Bayes classifier實驗結果 
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        最高法院資料集 Naïve Bayes classifier實驗結果如下表 32與圖 29。 

  
表 32  最高法院資料集 Naïve Bayes classifier實驗結果 

embedding smooth Precision Recall F1 

TF-IDF 0.0 0.173 0.458 0.251 
1.0 0.070 0.590 0.126 

 

 
圖 29  最高法院資料集 Naïve Bayes classifier實驗結果 

 
        在地方法院資料集中，不進行 smoothing的效果最好，F1為 0.338。 

        在高等法院資料集中，不進行 smoothing的效果最好，F1為 0.173。 

        在最高法院資料集中，不進行 smoothing的效果最好，F1為 0.251。 
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7.4.4    Support vector machine classifier實驗 

        在本組 support vector machine classifier的實驗中，固定使用之參數如下表 33。 

 

表 33  支援向量幾分類器實驗之參數設定 
參數名稱 設定值 

kernel linear 
class_weight {0:1, 1:3} 

max_iter -1 
 

        其中，class_weight 是不同類別的權重，在本實驗組中，是將負類的非要旨分句設定

權重為 1、而正類的要旨分句設定權重為 3。若不進行此項設定，則會產生 Precision、 

Recall、F1皆為 0之評估分數。 

        而 max_iter參數設定為 -1，則是並不限制迭代次數的設定，故訓練時間相較其餘傳統

機器學習分類模型來得更久。 

        而以下實驗為使用不同審級之資料集，使用 TF-IDF 及 Word2Vec 兩種不同組成句向

量的方法，嘗試調整不同的正規化參數 C進行實驗。 
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        地方法院資料集 support vector machine classifier實驗結果如下表 34與圖 30、31。 

 

表 34  地方法院資料集 support vector machine classifier實驗結果 
embedding C Precision Recall F1 

TF-IDF 

0.1 0.088 0.643 0.155 
0.2 0.102 0.638 0.176 
0.3 0.108 0.639 0.185 
0.4 0.115 0.605 0.194 
0.5 0.122 0.620 0.204 
0.6 0.121 0.591 0.201 
0.7 0.124 0.583 0.204 
0.8 0.126 0.604 0.209 
0.9 0.129 0.597 0.212 
1.0 0.131 0.589 0.215 

Word2Vec 

0.1 0.034 0.638 0.066 
0.2 0.035 0.641 0.067 
0.3 0.036 0.658 0.069 
0.4 0.036 0.667 0.069 
0.5 0.036 0.669 0.068 
0.6 0.036 0.665 0.069 
0.7 0.032 0.642 0.062 
0.8 0.032 0.631 0.061 
0.9 0.034 0.650 0.065 
1.0 0.034 0.629 0.064 
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圖 30  地方法院資料集 TF-IDF support vector machine classifier實驗結果 

 

 
圖 31  地方法院資料集Word2Vec support vector machine classifier實驗結果 
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        高等法院資料集 support vector machine classifier實驗結果如下表 35與圖 32、33。 

 

表 35  高等法院資料集 support vector machine classifier實驗結果 
embedding C Precision Recall F1 

TF-IDF 

0.1 0.020 0.803 0.039 
0.2 0.022 0.757 0.043 
0.3 0.027 0.684 0.053 
0.4 0.027 0.652 0.052 
0.5 0.032 0.612 0.061 
0.6 0.035 0.632 0.066 
0.7 0.038 0.610 0.071 
0.8 0.038 0.596 0.071 
0.9 0.040 0.587 0.075 
1.0 0.040 0.561 0.074 

Word2Vec 

0.1 0.012 1.000 0.023 
0.2 0.014 0.843 0.027 
0.3 0.013 0.768 0.025 
0.4 0.017 0.725 0.033 
0.5 0.016 0.665 0.031 
0.6 0.018 0.580 0.034 
0.7 0.019 0.599 0.037 
0.8 0.021 0.543 0.040 
0.9 0.020 0.511 0.039 
1.0 0.022 0.534 0.042 
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圖 32  高等法院資料集 TF-IDF support vector machine classifier實驗結果 

 

 
圖 33  高等法院資料集Word2Vec support vector machine classifier實驗結果 
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        最高法院資料集 support vector machine classifier實驗結果如下表 36與圖 34、35。 

      

表 36  最高法院資料集 support vector machine classifier實驗結果 
embedding C Precision Recall F1 

TF-IDF 

0.1 0.055 0.706 0.102 
0.2 0.068 0.693 0.123 
0.3 0.074 0.673 0.133 
0.4 0.077 0.673 0.138 
0.5 0.082 0.664 0.147 
0.6 0.085 0.634 0.150 
0.7 0.092 0.623 0.160 
0.8 0.088 0.634 0.155 
0.9 0.094 0.632 0.164 
1.0 0.099 0.636 0.171 

Word2Vec 

0.1 0.016 0.785 0.032 
0.2 0.014 0.732 0.028 
0.3 0.015 0.801 0.029 
0.4 0.015 0.736 0.029 
0.5 0.015 0.757 0.029 
0.6 0.013 0.746 0.026 
0.7 0.016 0.815 0.032 
0.8 0.013 0.783 0.027 
0.9 0.014 0.744 0.027 
1.0 0.014 0.791 0.029 

 

 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202100220

 

 62 

 
圖 34  最高法院資料集 TF-IDF support vector machine classifier實驗結果 

 

 
圖 35  最高法院資料集Word2Vec support vector machine classifier實驗結果 

 
        在地方法院資料集中，使用 TF-IDF、C設定為 1.0時效果最好，F1為 0.215。 

        在高等法院資料集中，使用 TF-IDF、C設定為 0.9時效果最好，F1為 0.075。 

        在最高法院資料集中，使用 TF-IDF、C設定為 1.0時效果最好，F1為 0.171。 
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7.5    深度神經網路分類模型實驗 

        本節主要紀錄各種深度神經網路之實驗組合，由於在加入上下文句向量特徵後的影響

較為明顯，故從決定上下文長度的實驗開始進行，不同嵌入模型轉換句向量的實驗、測試

加入不同的特徵、使用不同的神經網路建立分類模型，其後再應用 ensemble learning技術

近一步提高模型效果。 

        最後，嘗試將原先使用不同審級分成的三組資料集，再依照民事、刑事、行政等分類

細分成資料特性更精確的資料集，使用較少的資料數量進行可能較為極端的分類實驗。 

 

7.5.1    不同上下文長度實驗 

        在本研究當中，不論是使用何種嵌入模型、類神經網路搭建分類模型，其加入上下文

特徵普遍都會增加模型的分類效果，其影響較其他參數更為明顯，故第一組實驗即是使用

Word2Vec模型與 Transformer模型進行不同上下文長度之實驗，確認在不同上下文長度的

參數設定中，何種長度的上下文特徵能夠讓模型的分類效果較佳。 

        不同上下文長度實驗之參數設定如下表 37。 

 
表 37  不同上下文長度實驗之參數設定 

適用階段 參數名稱 設定值 

Word2Vec模型 

嵌入模型架構 skip-gram 
vector_size 300 

window 15 
min_count 10 

iter 5 
Transformer模型 嵌入模型架構 BERT 

分類模型 類神經網路 BiLSTM、BiGRU 
上下文長度 15 
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        地方法院資料集不同上下文長度實驗結果如下表 38與圖 36、37。 

 

表 38  地方法院資料集不同上下文長度實驗結果 
embedding 類神經網路 上下文長度 Precision Recall F1 

Word2Vec 

BiLSTM 

0 0.404 0.478 0.438 
5 0.359 0.571 0.441 
10 0.394 0.682 0.500 
15 0.457 0.574 0.509 

BiGRU 

0 0.369 0.545 0.440 
5 0.421 0.546 0.475 
10 0.419 0.612 0.497 
15 0.429 0.613 0.505 

BERT 

BiLSTM 

0 0.367 0.539 0.437 
5 0.434 0.639 0.516 
10 0.419 0.652 0.510 
15 0.468 0.606 0.529 

BiGRU 

0 0.413 0.525 0.462 
5 0.432 0.575 0.494 
10 0.432 0.467 0.518 
15 0.466 0.579 0.517 
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圖 36  地方法院資料集Word2Vec不同上下文長度實驗結果 

 

 
圖 37  地方法院資料集 BERT不同上下文長度實驗結果 
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        高等法院資料集不同上下文長度實驗結果如下表 39與圖 38、39。 

 

表 39  高等法院資料集不同上下文長度實驗結果 
embedding 類神經網路 上下文長度 Precision Recall F1 

Word2Vec 

BiLSTM 

0 0.350 0.299 0.323 
5 0.362 0.476 0.411 
10 0.345 0.481 0.402 
15 0.367 0.539 0.437 

BiGRU 

0 0.340 0.329 0.334 
5 0.333 0.553 0.415 
10 0.338 0.578 0.427 
15 0.400 0.512 0.449 

BERT 

BiLSTM 

0 0.334 0.457 0.386 
5 0.386 0.427 0.405 
10 0.367 0.528 0.433 
15 0.393 0.559 0.462 

BiGRU 

0 0.377 0.342 0.359 
5 0.341 0.507 0.408 
10 0.388 0.528 0.447 
15 0.406 0.580 0.478 
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圖 38  高等法院資料集Word2Vec不同上下文長度實驗結果 

 

 
圖 39  高等法院資料集 BERT不同上下文長度實驗結果 
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        最高法院資料集不同上下文長度實驗結果如下表 40與圖 40、41。 

 

表 40  最高法院資料集不同上下文長度實驗結果 
embedding 類神經網路 上下文長度 Precision Recall F1 

Word2Vec 

BiLSTM 

0 0.375 0.483 0.424 
5 0.468 0.556 0.508 
10 0.496 0.560 0.526 
15 0.462 0.666 0.546 

BiGRU 

0 0.374 0.508 0.431 
5 0.435 0.552 0.487 
10 0.483 0.570 0.523 
15 0.492 0.593 0.538 

BERT 

BiLSTM 

0 0.375 0.489 0.424 
5 0.406 0.627 0.493 
10 0.423 0.668 0.518 
15 0.508 0.585 0.544 

BiGRU 

0 0.445 0.481 0.462 
5 0.430 0.539 0.478 
10 0.482 0.590 0.531 
15 0.469 0.657 0.548 
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圖 40  最高法院資料集Word2Vec不同上下文長度實驗結果 

 

 
圖 41  最高法院資料集 BERT不同上下文長度實驗結果 

 
        在本節實驗中，不論是地方法院、高等法院、最高法院等三種不同的資料集，在使用

Word2Vec 模型或是 BERT 模型串接句向量後，其在訓練分類模型時皆是『上下文長度越

長則效果越好』。 

        然而，因受限於深度學習之 GPU 記憶體上限，且裁判書篇幅有限，故接下來的實驗

組皆以上下文長度為 15句、一筆資料共 31句句向量組合而成。 
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7.5.2    不同嵌入模型實驗 

        在本節實驗中，為了測試各種不同的嵌入模型的好壞，故在最高法院資料集上以固定

的參數、嘗試調整不同的嵌入模型轉換句向量來進行分類實驗，其目的為確認何種嵌入模

型能有著最好的分類效果，以供後續實驗進行設定。 

        不同嵌入模型實驗之參數設定如表 41。 

 
表 41  不同嵌入模型實驗之參數設定 

參數名稱 設定值 
類神經網路 BiGRU、BiLSTM 
上下文長度 15 

 

        以下分別為使用 skip-gram和 CBOW以不同詞向量維度所訓練之嵌入模型，在最高法

院資料集上之實驗結果如下表 42與圖 42、43。 

 

表 42  不同參數所訓練之Word2Vec模型分類實驗結果 
嵌入模型架構 類神經網路 詞向量維度 Precision Recall F1 

skip-gram 

BiLSTM 

100 0.440 0.612 0.512 
200 0.472 0.612 0.533 
300 0.462 0.666 0.546 
400 0.500 0.557 0.527 
500 0.439 0.669 0.530 

BiGRU 

100 0.462 0.589 0.518 
200 0.463 0.602 0.524 
300 0.492 0.593 0.538 
400 0.458 0.626 0.529 
500 0.478 0.593 0.530 

CBOW 

BiLSTM 

100 0.430 0.538 0.478 
200 0.455 0.528 0.489 
300 0.444 0.651 0.528 
400 0.503 0.540 0.521 
500 0.478 0.587 0.527 

BiGRU 

100 0.446 0.552 0.493 
200 0.448 0.558 0.497 
300 0.431 0.569 0.491 
400 0.504 0.559 0.530 
500 0.476 0.578 0.522 
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圖 42  不同參數所訓練之Word2Vec skip-gram模型分類實驗結果 

 

 
圖 43 不同參數所訓練之Word2Vec CBOW模型分類實驗結果 

 

        在 skip-gram架構中，詞向量維度為 300效果最好，F1為 0.546。 

        在 CBOW架構中，詞向量維度為 400效果最好，F1為 0.530。 
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以下不同 Transformer模型之分類實驗結果如表 43與圖 44。 

 
表 43  不同 Transformer編碼器架構嵌入模型分類實驗結果 

類神經網路 嵌入模型架構 詞向量維度 Precision Recall F1 

BiLSTM 

BERT 768 0.508 0.585 0.544 
ALBERT 768 0.501 0.586 0.540 
XLNET 768 0.523 0.562 0.542 
ERNIE 768 0.501 0.563 0.530 

BiGRU 

BERT 768 0.469 0.657 0.548 
ALBERT 768 0.531 0.563 0.547 
XLNET 768 0.494 0.582 0.535 
ERNIE 768 0.469 0.585 0.521 

 

 
圖 44  不同 Transformer模型分類實驗結果 

         

        在本組實驗中，或許可能由於最初微調參數時是以 BERT最基礎進行調整，故在實驗

結果中比較早被提出的 BERT 模型反而有比較優異的分數。這部分的探討會在第九章繼

續。以下實驗則主要由 BERT模型作為實驗中 Transformer模型的主要嵌入模型。 

        而 ERNIE 分數最低，其可能原因或許為其預訓練模型主要由中國地區的語料訓練而

成，或許在不同的地區間許多詞彙並未互通，況且用於實驗之語料為具有許多專業詞彙之

裁判書。 
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7.5.3    不同特徵實驗 

        本節實驗為測試加入不同的裁判書基本特徵、裁判書之文件向量來進一步提升模型效

果，所使用之資料集同樣為最高法院裁判書，而為能在串接文件向量時能保持同樣維度，

故仍舊使用Word2Vec模型而非 BERT模型作為嵌入模型。 

        不同特徵分類組合實驗參數設定如下表 44。 

 

表 44  不同特徵組合分類實驗之參數設定 
適用階段 參數名稱 設定值 

嵌入模型 

嵌入模型架構 skip-gram 
vector_size 300 

window 15 
min_count 10 

iter 5 

分類模型 類神經網路 BiGRU 
上下文長度 15 

 
        使用不同特徵進行分類實驗之結果如下表 45與圖 45。O代表使用此一特徵、X則代

表不使用此一特徵。其中不同實驗組 ID所加入之不同特徵可參考 5.1.1節所述。 
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表 45  不同特徵組合分類實驗結果 
ID 分句字元數 裁判書分句數 分句位置 首句與否 Precision Recall F1 
01 X X X O 0.450 0.601 0.515 
02 X X O X 0.469 0.590 0.523 
03 X X O O 0.513 0.563 0.536 
04 X O X X 0.480 0.609 0.537 
05 X O X O 0.468 0.603 0.527 
06 X O O X 0.462 0.604 0.523 
07 X O O O 0.515 0.572 0.542 
08 O X X X 0.475 0.616 0.536 
09 O X X O 0.439 0.589 0.503 
10 O X O X 0.477 0.604 0.533 
11 O X O O 0.499 0.569 0.532 
12 O O X X 0.466 0.621 0.533 
13 O O X O 0.446 0.625 0.521 
14 O O O X 0.446 0.627 0.522 
15 O O O O 0.435 0.637 0.517 
 

 

 
圖 45  不同特徵組合分類實驗結果 
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        除了不同分句特徵之外，亦加入了不同的文件向量作為特徵，其不同文件向量的訓練

設定可以參考 5.1.2節。加入不同文件向量特徵之實驗結果如以下表 46與圖 46。 

 
表 46  加入不同文件向量實驗結果 

模型架構 Precision Recall F1 
No-Doc2Vec 0.492 0.593 0.538 
PV-DBOW 0.496 0.592 0.540 

PV-DM 0.487 0.601 0.538 
PV-DBOW+PV-DM 0.498 0.574 0.533 

 

 
圖 46  加入不同文件向量實驗結果 

 
       在使用 Word2Vec模型作為嵌入模型進行分類訓練時，其 F1最高者為 0.538，也即是

表 7-31中 No-Doc2Vec的原始實驗資料。對比表 7-30加入不同的實驗組合實驗中可以看

出，雖然有一組特徵組合提升了效果，但大部分加入不同特徵組合的實驗結果都沒有顯著

提升；在加入不同文件向量的實驗結果中亦可看出此一趨勢。 

        故在其後的實驗中，若是使用 Transformer 編碼器架構的嵌入模型，即不再另行加入

其他特徵。 
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7.5.4    不同深度神經網路實驗 

        本節實驗所採用的不同神經網路結構如 6.1 節所介紹，有 fully-connected neural 

network、RNN、BiRNN、LSTM、BiLSTM、GRU、BiGRU 等不同的架構，其中以 Bi 為

開頭的即為有著雙向結構的神經網路。不同深度神經網路實驗之參數設定如下表 47。 

 
表 47  不同深度神經網路之參數設定 

參數名稱 設定值 
嵌入模型 BERT 
上下文長度 15 

 
        地方法院資料集不同深度神經網路實驗結果如下表 48與圖 47。 
 

表 48  地方法院資料集不同深度神經網路實驗結果 
深度神經網路 Precision Recall F1 
Fully-connected 0.396 0.426 0.411 

RNN 0.381 0.553 0.452 
BiRNN 0.314 0.773 0.447 
LSTM 0.435 0.650 0.522 

BiLSTM 0.468 0.606 0.529 
GRU 0.490 0.532 0.511 

BiGRU 0.466 0.579 0.517 
TextCNN 0.276 0.596 0.378 

 

 
圖 47  地方法院資料集不同深度神經網路實驗結果 
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        高等法院資料集不同深度神經網路實驗結果如下表 49與圖 48。 

 
表 49  高等法院資料集不同深度神經網路實驗結果 

深度神經網路 Precision Recall F1 
Fully-connected 0.361 0.409 0.384 

RNN 0.323 0.560 0.410 
BiRNN 0.360 0.511 0.423 
LSTM 0.418 0.463 0.440 

BiLSTM 0.393 0.559 0.462 
GRU 0.387 0.562 0.459 

BiGRU 0.406 0.580 0.478 
TextCNN 0.276 0.415 0.332 

 

 
圖 48  高等法院資料集不同深度神經網路實驗結果 
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        最高法院資料集不同深度神經網路實驗結果如下表 50與圖 49。 

 
表 50  最高法院資料集不同深度神經網路實驗結果 

深度神經網路 Precision Recall F1 
Fully-connected 0.387 0.525 0.446 

RNN 0.411 0.540 0.467 
BiRNN 0.334 0.701 0.453 
LSTM 0.437 0.650 0.523 

BiLSTM 0.508 0.585 0.544 
GRU 0.508 0.549 0.528 

BiGRU 0.469 0.657 0.548 
TextCNN 0.451 0.543 0.493 

 

 
圖 49  最高法院資料集不同深度神經網路實驗結果 

 
        在地方法院資料集中，使用 BiLSTM時效果最好，F1為 0.529。 

        在高等法院資料集中，使用 BiGRU時效果最好，F1為 0.478。 

        在最高法院資料集中，使用 BiGRU時效果最好，F1為 0.548。 

        在本實驗中，實驗結果最好的模型的都是具有雙向結構的 LSTM和 GRU深度神經網

路。 
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7.5.5    Ensemble learning實驗 

本節實驗共分成 Bagging以及 Stacking兩大類，其模型架構可以參考 6.3節所述。 

        其中，實驗又能分為『同一種類神經網路模型』及『不同神經網路模型』。同一種類

神經網路模型使用 BiLSTM 和 BiGRU 兩種；不同神經網路模型則使用 RNN、BiRNN、

LSTM、BiLSTM、GRU、BiGRU、TextCNN等七種。實驗參數設定如下表 51。 

 

表 51  不同深度神經網路之參數設定 
參數名稱 設定值 
嵌入模型 BERT 
上下文長度 15 

ensemble learning模型數量 7 
 

        地方法院資料集 ensemble learning實驗結果如下表 52與圖 50。 
 

表 52  地方法院資料集 ensemble learning實驗結果 
ensemble 類神經網路 Precision Recall F1 

Bagging 
BiGRU 0.507 0.558 0.532 

BiLSTM 0.525 0.570 0.547 
混合神經網路 0.441 0.568 0.497 

Stacking 
BiGRU 0.381 0.588 0.463 

BiLSTM 0.414 0.561 0.477 
混合神經網路 0.380 0.449 0.412 

 

 
圖 50  地方法院資料集 ensemble learning實驗結果 
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        高等法院資料集 ensemble learning實驗結果如下表 53與圖 51。 
 

表 53  高等法院資料集 ensemble learning實驗結果 
ensemble 類神經網路 Precision Recall F1 

Bagging 
BiGRU 0.455 0.534 0.492 
BiLSTM 0.469 0.512 0.490 

混合神經網路 0.428 0.458 0.443 

Stacking 
BiGRU 0.365 0.595 0.453 

BiLSTM 0.411 0.524 0.461 
混合神經網路 0.394 0.465 0.427 

 

 
圖 51  高等法院資料集 ensemble learning實驗結果 
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        最高法院資料集 ensemble learning實驗結果如下表 54與圖 52。 
 

表 54  最高法院資料集 ensemble learning實驗結果 
ensemble 類神經網路 Precision Recall F1 

Bagging 
BiGRU 0.531 0.630 0.576 
BiLSTM 0.550 0.588 0.569 

混合神經網路 0.497 0.598 0.543 

Stacking 
BiGRU 0.485 0.603 0.538 

BiLSTM 0.503 0.582 0.540 
混合神經網路 0.500 0.551 0.525 

 

 
圖 52  最高法院資料集 ensemble learning實驗結果 

 

        在地方法院資料集中，只使用 BiLSTM進行 bagging效果最好，F1達到 0.547。 

        在高等法院資料集中，只使用 BiGRU進行 bagging效果最好，F1達到 0.492。 

        在最高法院資料集中，只使用 BiGRU進行 bagging效果最好，F1達到 0.576。 

        或許是實驗資料不足之故，stacking的結果都沒有比 bagging來得好，其中在高等法院

資料集進行 Stacking的實驗中更是較使用單一模型進行訓練來得更差，可參考 7.5.4節。 

        而在 bagging 中僅使用 BiGRU 或 BiLSTM 則模型分類效果都可進一步提升，證明

ensemble learning的方法是有效的。 
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7.5.6    切割更精確資料集之實驗 

        本實驗所使用的資料為各種不同類別的裁判書，然而由於某些類型的裁判書數量過

少，故只選擇了裁判書篇數超過 5,000 篇的裁判書類型作為資料集。而為能評估模型訓練

效果，資料集共分成訓練資料、驗證資料、測試資料三個部分，比例為 7：1：2，其數量

統計如下表 55。 

 

表 55  不同資料集資料數量統計 

裁判書類型 裁判書總篇數 
訓練 / 驗證 / 測試 
資料篇數 

地方法院刑事裁判 18,329 12,830 / 1,833 / 3,666 
地方法院民事裁判 14,807 10,364 / 1,481 / 2,962 
最高法院刑事裁判 10,321 7,224 / 1,032 / 2,065 
高等法院民事裁判 9,702 6,790 / 971 / 1,941 
高等法院刑事裁判 9,533 6,672 / 954 / 1,907 
最高行政法院裁判 7,301 5,110 / 730 / 1,461 
最高法院民事裁判 7,041 4,928 / 704 / 1,409 

 
        可能由於實驗中部分資料集篇數過少，故在 Transformer 模型中微調後效果不佳，最

終選擇使用Word2Vec模型進行本實驗。實驗參數設定如下表 56。 

 

表 56  切割更精確資料集實驗之參數設定 
適用階段 參數名稱 設定值 

嵌入模型 

嵌入模型架構 skip-gram 
vector_size 300 

window 15 
min_count 10 

iter 5 

分類模型 類神經網路 BiGRU 
上下文長度 15 
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        其餘實驗參數皆如 7.3.1節所設定，不同資料集實驗結果如下表 57與圖 53。 

 

表 57  切割更精確資料集之實驗結果 
資料集名稱 Precision Recall F1 

地方法院刑事裁判 0.451 0.553 0.497 
地方法院民事裁判 0.400 0.613 0.484 
最高法院刑事裁判 0.416 0.599 0.491 
高等法院民事裁判 0.318 0.566 0.408 
高等法院刑事裁判 0.338 0.528 0.412 
最高行政法院裁判 0.488 0.508 0.498 
最高法院民事裁判 0.550 0.672 0.605 

 

 
圖 53  切割更精確資料集之實驗結果 

 

        從實驗結果中可以看出，要旨分句與非要旨分句比例較為懸殊的高等法院資料集分數

還是較低的，而其他資料集則維持著比使用審級作為資料集分類略低一些的分數。 

        但在此一實驗中，『最高法院民事裁判』此一資料集的 F1卻提升至 0.605。或許這是

原始資料切割訓練資料和測試資料的運氣，但也有可能是使用更精確的資料集可以帶來進

一步的提升。 
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8 生成式自動文本摘要實驗 

自動文本摘要可以分成兩大類，一種是抽取式（extractive）自動文本摘要，第 7章所

記錄之實驗結果即為此類模型的實驗；而另一種自動文本摘要則為生成式（abstractive）

自動文本摘要，與對分句進行分類判斷是否是摘要的抽取式自動文本摘要不同，生成式自

動文本摘要會生成全新的敘述段落。 

        雖然生成式自動文本摘要較為符合人類進行摘要時的思考模式，然而與抽取式自動文

本摘要相比，生成的句子通常較不通順，也是目前生成式自動文本摘要技術會遇到的瓶頸

之一。 

本節即為使用生成式自動文本摘要技術進行裁判書資料的摘要生成實驗。 

 

8.1    實驗資料 

為了能使用敘述風格較為統一之實驗資料，使用最高法院資料集，其中訓練資料與測

試資料的比例為 8：2。資料集特徵統計如下表 58。 

 

表 58  最高法院資料集特徵統計 
裁判書審級 最高法院 
裁判書篇數 24,663 
訓練資料篇數 19,730 
測試資料篇數 4,933 
刑事訴訟篇數 10,321 
民事訴訟篇數 7,041 
行政訴訟篇數 7,301 
裁判書總句數 

（兩種標點符號斷句） 1,065,485 

裁判書要旨分句數 
（兩種標點符號斷句） 

60,361 
（5.67%） 

裁判書非要旨分句數 
（兩種標點符號斷句） 

1,005,124 
（94.33%） 

相異字數 7,349 
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8.2    實驗評量指標 

本生成式自動文本摘要實驗除了人工檢驗模型所生成的裁判書要旨外，亦嘗試使用經

常用於計算作為標準答案的『參考摘要』與模型所生成的『生成摘要』的 Rouge-1、

Rouge-2、Rouge-L，以此評估生成模型的效果。 

Rouge-1 和 Rouge-2 都是屬於 Rouge-N，其中 N 代表著計算參考摘要與生成摘要的基

本單位 n-gram的參數，即是 Rouge-1及 Rouge-2分別使用 1-gram以及 2-gram作為評估參

考摘要與生成摘要的基本單位。 

 

𝑅𝑜𝑢𝑔𝑒 − 𝑁 =
∑ ∑ 𝐶𝑜𝑢𝑛𝑡34156(𝑔𝑟𝑎𝑚7)8943!∈;;∈{=>->9>?5>;@3349!>A}

∑ ∑ 𝐶𝑜𝑢𝑛𝑡(𝑔𝑟𝑎𝑚7)8943!∈;;∈{=>->9>?5>;@3349!>A}
 

 

而 Rouge-L則是取參考摘要與生成摘要的最長共同子序列進行計算。 

 

𝑃C5A =	
𝐿𝐶𝑆(𝑋, 𝑌)

𝑛  

𝑅C5A =	
𝐿𝐶𝑆(𝑋, 𝑌)

𝑚  

𝐹C5A =	
(1 + 𝛽%)𝑅C5A𝑃C5A
𝑅C5A + 𝛽%𝑃C5A

 

 

參數 m為參考摘要的長度。 

參數 n為生成摘要的長度。 

參數 β則設定為 1。 

 

8.3    應用 GPT-2訓練生成式自動文本摘要模型實驗 

GPT-2 [7]為 OpenAI團隊於 2019年所發佈的語言模型，同樣基於 Transformer架構，

但跟 5.4節的基於 Transformer中編碼器（encoder）的 BERT等預訓練模型不同，GPT-2是

為 Transformer模型中的解碼器（decoder）架構，也即是說，我們給定時間序列上第 t-1個

字，而 GPT-2則會輸出第 t個字。 
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        在實務使用上，可以使用 Hugging Face團隊所開發用於 Transformer架構的前處理工

具 GPT2Tokenizer替訓練資料進行前處理，輸入讀取預訓練模型所建立之 GPT-2模型，即

會輸出生成的預測答案，經過使用 loss函數與標準答案比較後逐漸微調生成模型即可。 

 

8.3.1    實驗設定 

本節生成式自動文本摘要實驗參數設定如下表 59。 

 

表 59  生成式自動文本摘要實驗之參數設定 
參數名稱 設定值 
生成模型 gpt2 
詞向量維度 768 

epochs 40 
vocab_size 8,000 
n_positions 512 

n_layer 5 
 

        在參數中 vocab_size代表著 GPT-2的詞彙量，n_positions代表著模型可以使用的最大

序列長度，n_layer則是 Transformer 編碼器架構中的隱藏層數。 
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8.3.2    實驗結果 

本實驗結果使用 Rouge-N以及 Rouge-L評估分數如下表 60、圖 54。 

 

表 60  Rouge評估 GPT-2生成模型分數 
評估指標 Precision Recall F1 
Rouge-1 0.386 0.329 0.355 
Rouge-2 0.157 0.134 0.145 
Rouge-L 0.242 0.277 0.258 

 

 
圖 54  Rouge評估 GPT-2生成模型分數 

 

其中，n-gram 的最基本單位是『字』而非斷詞後之『詞』，這是由於 GPT-2 生成摘

要的單位本就是字。Precision及 Recall是將 4,993篇訓練資料的參考摘要與生成摘要計算

所得分數之平均，而 F1則是取平均後 Precision及 Recall計算而成。 

從以上的評估指標可以看出，雖然生成模型所生成之裁判要旨不若真正由人工所製作

裁判要旨那般精確，但生成摘要的用字並非隨意生成。 

而使用 GPT-2模型所生成的部分測試資料裁判要旨節錄如下表 61、62。 
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表 61  GPT-2模型所生成的要旨之一 

裁

判

書

原

始

資

料 

按自衛槍枝執照限用二年，期滿應即繳銷，換領新照。自衛槍枝持有人在限期內經

判處有期徒刑以上之刑確定者，其槍枝應由省（市）政府給價收購。給價收購之價

格標準，由省（市）政府擬訂，報請內政部核定之，為自衛槍枝管理條例第十一條

第一項、第二項第一款及第十四款第一項所規定。又內政部六十九年十二月八日六

九台內警字第七一六九八號函核定之臺灣省收購軍民私有槍枝彈藥價格表規定單管

獵槍收購價格為一萬元。本件被告以原告於原領自衛槍枝執照有效期限內，犯詐欺

罪經台灣高等法院台南分院於八十三年四月十九日判處有期徒刑二年確定在案，乃

依自衛槍枝管理條例第十一條第二項第一款規定，為應予給價一萬元收購該槍枝之

處分。原告循序起訴謂原處分僅給價一萬元而收購系爭槍枝，顯為過低，應送美國

鑑價。又該槍係其美國亡友陳納德將軍所贈，為紀念物品，原處分實有損其權益，

並牴觸法令云云。按被告收購槍枝之價格，係依據自衛槍枝管理條例第十四條規

定，由被告所擬定之「臺灣省收購軍民私有槍枝彈藥價格表」（並已報奉內政部六

十九年十二月八日六九台內警字第七一六九八號函核定），該價格表之擬定，既有

法律授權，而原告就其於該槍枝執照效期內曾犯詐欺罪經台灣高等法院台南分院於

八十三年四月十九日判處有期徒刑二年確定一節亦不爭執，被告據以為給價一萬元

收購之處分，洵屬正確，無另行送請鑑定之必要。至原告持有該槍枝係由何人所

贈，是否有紀念性，及原告所指報載軍訓玩具步槍之採購價格如何，均與本件無

�，不得執為原處分有誤之論據。從而，原告各該主張，要非可採。原處分及一再
訴願決定俱無違誤之處。原告起訴意旨，非有理由，應予駁回。據上論結，本件原

告之訴為無理由，爰依行政訴訟法第二十六條後段，判決如主文。 
人

工

製

作

要

旨 

按自衛槍枝執照限用二年，期滿應即繳銷，換領新照。自衛槍枝持有人在限期內經

判處有期徒刑以上之刑確定者，其槍枝應由省(市)政府給價收購。給價收購之價格
標準，由省(市)政府擬訂，報請內政部核定之，為自衛槍枝管理條例第十一條第一
項、第二項第一款及第十四款第一項所規定。 

模

型

生

成

要

旨 

按槍枝持有人之物品，係於其供陳其使用之物品，經查獲，並無違反槍砲彈藥刀械

管制條例第十一條第一項第一款及第十一條規定，乃依同條例第十條第二項規定，

處以罰鍰新台幣六萬元，並命原告應於罰鍰繳納通知書之次日起三十日內繳納罰

鍰。惟查，原告於八十六年九月十二日前以其係於八十四年十二月二十九日前往被

告報購之自衛槍枝持有之系爭槍枝，並於該處取得系爭槍枝，經被告報請內政部警

政署以八十六年四月十六日八六警署偵四字第○八六一四○九號函報請內政部警政
署以八十六年九月十六日八六警署緝字第○四二二三四號函核發，惟查上開函係依
法應依法送達原告，而其所謂之「供犯罪之用」，即係行為人，不能以原告未依前

開規定申報，不應以原告未依 
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表 62  GPT-2模型所生成的要旨之二 

裁

判

書

原

始

資

料 

按提起訴願，以有行政處分之存在為前提要件；所謂行政處分者，係指行政主

體，基於職權，就具體事件，所為發生公法上法律效果之單方行政行為而言，本

院四十四年判字第十八號判例業予指明。緣本件原告以其於五十六年六月八日至

七十二年八月三十一日止，曾在前臺灣省警備總司令部綠島指揮部擔任雇員。八

十六年十月二十二日因自國立臺灣教育館組主任退休，遂向軍管區司令部申請雇

員服務年資證明以併計公職年資，經該部以八六意鄉字第二一三一、二二二八號

書函回復，惟均僅證明原告確曾擔任雇員，但未敘明年資得以併計公職，原告不

服，循序提起訴願、再訴願，遞遭決定駁回，乃提起本件行政訴訟。經查：依原

告所述，其原於前臺灣警備總司令部綠島指揮部擔任雇員，則二者間所存者為僱

傭關係，屬私法上之契約關係，原告請求被告給付年資證明書，被告未依原告請

求意旨發與之，所生者厥為僱傭關係所生之私權爭執，原告原應循民事訴訟程序

向普通法院請求裁判，不得提起行政爭訟。一再訴願決定，從程序上予以駁回，

核無不合，原告復提起行政訴訟，仍非合法，應予駁回。據上論結，本件原告之

訴為不合法，爰依行政訴訟法第十四條第一項，裁定如主文。 
 

人

工

製

作

要

旨 

按提起訴願，以有行政處分之存在為前提要件；所謂行政處分者，係指行政主

體，基於職權，就具體事件，所為發生公法上法律效果之單方行政行為而言，本

院四十四年判字第十八號判例業予指明。 

模

型

生

成

要

旨 

按對於確定判決提起再審之訴者，應以其判決有行政訴訟法第 279條第 1項所定
適用法規顯有錯誤者為理由，此為必要之所謂適用法規顯有錯誤，係指原確定判

決所適用之法規與該案應適用之現行法規相違背或與解釋判例有所牴觸者而言。 

 
        可以從生成的裁判要旨中直觀地發現，其實目前生成式自動文本摘要模型的效果並不

好。使用 GPT-2生成的要旨常會有著其實不存在於裁判書原始資料中的敘述，如表 60模

型生成要旨段落，便存在著奇怪的『第十一項第一項第一款及第十一條規定』；在表 61

模型生成要旨段落中，則有著奇怪的『行政訴訟法第 279條第 1項』。以上兩段舉例的段

落皆未出現在裁判書資料中。 
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9 結論與未來展望 

9.1     結論 

本研究的各項實驗步驟與其貢獻如下。 

        在資料前處理的階段，反覆測試了各項用於編碼轉換的工具將中文編碼從 cp950轉換

成 utf-8，並選出了適用於中文裁判書的工具；其後，抽取不同的段落、進行斷句、使用

不同計算方法比較要旨段落分句與內文段落分句之相似度，以進行資料標籤的標記。由於

本研究實驗主要使用抽取式自動文本摘要，故是將其視為二元分類任務，單一分句只有

『要旨分句』及『非要旨分句』兩種類別；在資料前處理步驟的最後，則比較了不同的斷

詞工具並選出效果最佳的 CKIP作為統一資料前處理的斷詞工具。 

        而在其後資料特徵擷取的流程中，嘗試了抽取單一分句在裁判書中的不同特徵，並應

用了 TF-IDF、Word2Vec、Transformer模型中編碼器架構等不同方法作為嵌入模型，將中

文詞彙轉換成向量。在本研究實驗中，則是以句向量作為分句的輸入資料格式，並串結前

後數句的句向量作為其上下文特徵。 

        在使用傳統機器學習分類模型實驗中，嘗試使用 decision tree classifier、 logistic 

regression、Naïve Bayes classifier、support vector machine classifier等不同分類模型進行實

驗，可能是難以加入上下文特徵的緣故，效果較深度神經網路所搭建之分類模型來得差。 

       而在使用深度神經網路搭建分類模型的實驗中，進行了不同上下文長度實驗、不同嵌

入模型實驗、加入不同特徵實驗、並比較了不同深度神經網路的實驗，最終發現在使用

BiLSTM和 BiGRU作為模型中深度神經網路結構的實驗效果最佳，最後通過使用 bagging

的投票機制，在地方法院資料集中 F1之分數最高可達 0.547、高等法院資料集中 F1之分數

最高可達 0.492、最高法院資料集中 F1之分數最高可達 0.576。 

        由於資料中標籤比例本就十分失衡、加上雖然不能保證，但可能不同的法律工作者對

於一篇裁判書中的裁判要旨應是哪些段落亦有分歧，故應能證明本研究所提出之分類模型

能真正地學習到中文裁判書中的裁判要旨特徵。 

        最後，亦嘗試了使用民事、刑事、行政類型區分開來的更精確的裁判書資料集進行分

類實驗，也嘗試了使用生成式自動文本摘要模型來實驗性質地生成裁判書的要旨。不過前

者沒有提升分類效果，甚至大部分資料集分數下降；而生成式自動文本摘要模型則效果不
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佳，會生成完全不存在原始裁判書資料中的奇怪敘述，故可能並不適合似裁判書這般架

構、論述嚴謹的資料。 

 

9.2    未來展望 

本研究仍有許多可以繼續研究的方向，以下就『資料』、『資料前處理』、『嵌入模

型』、『模型與評估指標』等不同面向進行討論。 

 

9.2.1    可能改進的部分：資料 

        以資料本身而言，其不同審級、不同類型如民事、刑事、行政的裁判書，可能在論述

上與裁判書本身的格式都有些為出入，若是由專業人士來檢視，或許還能提出更細緻的分

類。然而，若是依照不同類型分成不同的資料集，則將只能擁有更加少量的訓練資料。故

若能在將來擁有更多的訓練資料，應能嘗試更多不同的實驗，或可進一步提升效果。 

        而由於裁判書是十分嚴謹的資料，若由專家來檢視，裁判書的敘述應有更多的特徵是

可以進行人工標記，或許在未來，能在目前句向量加入上下文特徵的基礎上加入更多的人

工標記資料，讓分句擁有更容易辨認的特徵，或能進一步提升效果。 

 

9.2.2    可能改進的部分：資料前處理 

        在資料前處理的環節中，段落抽取的格式並不一定完全符合裁判書的格式，所以為了

防止異常，會在無法成功匹配裁判書格式時直接抽取裁判書全文，故可能也會有部分資料

受到影響。此一段落抽取的格式可能只能由人工一次次檢查錯誤匹配的格式並修正。 

        另一個可能可以改善的地方則是裁判書要旨分句與裁判書內文分句的匹配計算方法，

目前不論是使用 Dice coefficient或是最短編輯距離，其計算方法都無法找回所有人工製作

的裁判書要旨，若能改進其匹配計算方法，或許能讓資料集更加精確。 
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9.2.3    可能改進的部分：嵌入模型 

        嵌入模型的部分，則是可以嘗試更多不同的預訓練模型，或是將 Word2Vec 模型與

Transformer 模型串接，形成有更大的維度的句向量；或許也能用 TF-IDF 來給 Word2Vec

的詞向量加權再用於計算句向量，故可能的作法也還有許多。 

 

9.2.4    可能改進的部分：模型與評量指標 

        在分類模型的部分，LSTM 和 GRU 都還有在其他任務上表現更好的神經網路架構變

體，或許也是可以嘗試的方向。另外，或許注意力機制與 boosting等方法也能進一步嘗試 

        而在評估方法中使用了 Precision、Recall、F1來評估模型好壞，由於研究之初未能判

斷何種系統方能提供人工製作裁判要旨最大的幫助，故在選擇 F-measure 時將 Precision、

Recall 的權重設定為相同；但在實驗的過程中逐漸發現，在研究目的為『輔助法律工作者

進行裁判書要旨抽取』這一工作的推薦系統中，其分類的精確度（Precision）下降是可以

忍受的，而找到更多可能是要旨分句的敘述（Recall）才是重要的；畢竟若是推薦的敘述

段落由人工檢視並不認為是裁判要旨，則可以輕易地透過人工刪除。 

        在這樣的前提下，或許可以降低Precision的權重、提高Recall的權重來計算F-score。

如此一來，或許能訓練出更加適合輔助法學工作者製作裁判要旨的模型。 
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附錄 A  論文口試紀錄 

 

該附錄章節為口試委員於論文口試時所提之問題與建議，論文格式相關的建議修正於

論文本文當中，而問題的討論與回應記述如下。同時再次感謝口試委員老師們的指導，讓

本論文能更加完善。 

 

1. 裁判書資料來自法源資訊股份有限公司，要旨來源為何？法源公司所提供的裁判要旨

是否可靠？ 

由法源資訊股份有限公司所提供的具有『裁判要旨』之裁判書，其裁判要旨的來源有

兩個，一是來自司法院開會通過所製作的裁判要旨，二是由法源公司聘請專人製作。 

由於個人並不具備專業法律知識，故難以判別該裁判書中之裁判要旨是否能代表裁判

書之重點摘要，故在實務工作中都假設該裁判要旨為裁判書摘要之標準答案。如此一來方

能進行後續標記工作。 

 

2. 同樣的敘述在不同的裁判書中是否都是同樣的標記？這樣的標記是否會造成混淆？ 

同樣的敘述在不同的裁判書中並非都是相同的標記，主要是依據不同裁判書中人工製

作的裁判要旨來給予標記。比如附錄表 1及附錄表 2，在裁判全文中都有『票據債務人不

得以票據原係欠缺應記載事項為理由，對於執票人，主張票據無效。』此句敘述，但是

在人工製作的裁判要旨中，附錄表 1有列入此句敘述、附錄表 2則無。 
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附錄表 1 
裁判字號 103年度簡上字第 6號 

裁判要旨 

按票據法第 11 條第 2  項明定，執票人善意取得已具備本法規定應記載事項
之票據者，得依票據文義行使權利；票據債務人不得以票據原係欠缺應記

載事項為理由，對於執票人，主張票據無效。是法院如未認執票人取得票

據時，就該票據原欠缺應記載事項者為非善意，徒以係爭票據係由未授權

人擅自填載金額及日期為由，遽謂執票人有關其受善意保護之主張為不可

採，而為不利執票人之判斷，即有消極不適用票據法第 11 條第 2項規定之
違誤。次按執票人收受支票時未向銀行查證，尚難認屬取得支票之惡意或

重大過失。 

裁判全文

（節錄） 

按執票人善意取得已具備本法規定應記載事項之票據者，得依票據文義行

使權利；票據債務人不得以票據原係欠缺應記載事項為理由，對於執票

人，主張票據無效。票據法第十一條第二項定有明文。 
 

附錄表 2 
裁判字號 105年度簡上字第 24號 

裁判要旨 

按支票上所蓋發票人公司及法定代理人之印文，係屬真正，該支票之金額

及發票日於執票人提示時已記載完備，則發票人就其抗辯其未填載或授權

他人填載系爭支票之金額及發票日之事實，自應負舉證之責任。倘法院未

命發票人舉證證明，遽以執票人不能證明系爭支票票面金額及發票日係發

票人填載或發票人書面授權之人填載為由，認系爭支票欠缺必要記載事項

而無效，遽為執票人不利之判決，即有適用證據法則不當之違法。 

裁判全文

（節錄） 

次查票據法第十一條第二項規定，執票人善意取得已具備本法規定應記載

事項之票據者，得依票據文義行使權利；票據債務人不得以票據原係欠缺

應記載事項為理由，對於執票人，主張票據無效。原審係認系爭支票之發

票日等應記載事項係林黃靜雪或其後手收受之後始填載完全。 
 

在這樣的情況下，同樣的敘述『票據債務人不得以票據原係欠缺應記載事項為理

由，對於執票人，主張票據無效。』在附錄表 1的裁判書中會被標記為正類、而在附錄表

2的裁判書中會被標記為負類。 

       而正是因為要避免分類模型會混淆此類敘述的類別，故在輸入資料時嘗試加入上下文

特徵、裁判書的文件特徵，希望能有更多資訊輔助模型進行分類。 

 

 

 

 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202100220

 

 98 

3. 與實驗室畢業的學長陳冠群先生的著作的區別為何？ 

本研究題目確實繼承自陳冠群學長的題目，故研究目的皆為使用自動文本摘要繼續進

行裁判書的要旨抽取。不過在此之上，亦進行了許多當初學長受限於時間而無法嘗試的議

題。 

        從資料的角度來看，本研究所使用的資料多了高等法院及地方法院的裁判書，除了需

要處理在最高法院幾乎沒有的事實段落外，其結構也較複雜，裁判書中的句子數量也更

多。 

        在前處理的階段，則是使用了不同的斷句點切割資料，加入了使用最短編輯距離計算

句子相似度。 

        在嵌入模型的部分，則是除了 Word2Vec模型外，使用了近年來在自然語言處理任務

中普遍能提升任務效果的 Transformer 編碼器架構，如 BERT、ALBERT、XLNET 及

ERNIE等不同的預訓練模型，加以微調後將其視為嵌入模型轉換句向量。 

        在分類模型的部分，則使用了 Fully-connected、RNN、LSTM、GRU、TextCNN等不

同的類神經網路架構組成分類，並比較其效果。 

        除了進行抽取式（extractive）自動文本摘要外，亦嘗試了生成式（abstractive）自動

文本摘要。 

 

4. 如何選擇 F-Measure中對於 Precision及 Recall的權重？ 

此回應同時補充於 9.2.4小節中。 

由於研究之初未能判斷何種系統較能給予人工製作裁判要旨帶來較大的幫助，故在選

擇 Precision和 Recall的權重時設定為相同，也即是選擇了 F1作為評估指標。 

 

5. BERT模型的微調（fine-tune）如何進行？ 

此回應同時補充於 5.4小節中。 

在本研究中，微調的方法為將 BERT等模型於最後一層串接一層 Fully-connected 層作

為分類模型，使用訓練資料進行沒有加入任何裁判書特徵與上下文特徵的分類模型訓練，

並透過反向傳播調整作為嵌入模型的 BERT等模型的權重。 
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此方法亦經常用於眾多自然語言處理任務中，不過經常是直接將微調完之模型當作最

終輸出的模型。最初進行實驗時也是如此計畫，故當初模型微調時最後一層也曾經串接過

如 BiGRU和 BiLSTM 等模型後再接 Fully-connected層，試圖直接將微調完之 BERT等模

型作為最終的分類模型。但從結果中發現，在沒有加入上下文特徵時分類效果都較差。 

而之所以無法在微調時同時串接上下文，則是因為 GPU 的記憶體有其上限。曾經嘗

試串接較少的上下文長度進行微調，但發現其效果不彰，也難以在不再微調的後續分類模

型訓練中串接更長的上下文。 

故最後參考了 Hugging Face 團隊所設計的微調模型架構，也即是只串接 Fully-

connected 層作為最後一層，也不另行串接上下文，等微調完畢後固定模型權重，轉換出

所有分句之句向量，這時才將句向量串接成分類模型的基本輸入格式，如 5.5小節所示。 

 
6. 實驗部分先使用了BiGRU來測試較佳的參數，這樣或許會對BiLSTM的實驗不公平。 

已經在 7.5.1及 7.5.2等小節補上了使用 BiLSTM組成的分類模型的實驗。 

從實驗結果中可以看出，至少在測試上下文長度以及嵌入模型的實驗中，以 BiLSTM

測試得到的較佳參數與 BiGRU並無太大的出入。當然，或許只做 BiLSTM也是不夠的，

因為其所選擇出的參數可能也會對於其他的類神經網路不公平。不過由於考量到訓練模型

的時間成本，比方說這次補上的兩大組實驗約訓練了近 40個模型，使用兩片V100的GPU

仍然花費了約 9,794分鐘，約是 163小時，窮盡所有實驗組合所需的時間成本或許過於昂

貴。 

在此條件下，可能只能如同現在的選擇一般，在進行 grid search探索較好的參數時，

使用諸如 BiGRU及 BiLSTM等在初步測試時表現較佳的神經網路，組成分類模型以進行

實驗。 

 


