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摘要  

交易所買賣基金(Exchange Traded Funds, ETF)有別於個股投資，具有分

散風險的特性，是一種追蹤特定股價指數的投資商品，也就是一種將股票指數

商品化並長期持有的金融商品。 

持有金融商品的目的就是獲利，因此價格或趨勢的預測準確率就變得相當

的重要。文獻上實證發現類神經網路較傳統時間序列方法的預測能力高，加上

近年機器學習快速發展，本文以類神經網路長短期記憶模型與生成對抗網路為

研究方法，建立一個能廣泛運用在台灣非金融類交易所買賣基金的價格與走勢

預測。變數除了有收盤價與成交量之外，交易所買賣基金屬於長期持有的商品，

產業與總體的變化也是影響行情走勢的重要因素，因此加入匯豐台灣製造業採

購經理人指數做為總體變數。此外，為了捕捉總體變數造成的價格影響，加入二

十日與四十五日的收盤價移動平均捕捉價格趨勢。 

實證結果發現，使用長短期記憶模型具有預測波動較大的台灣非金融類交

易所買賣基金之收盤價格能力，而生成對抗網路具有較高的預測漲跌能力，且

行情確實為牛市的時候，生成對抗網路也有較高的能力夠捕捉此趨勢。 

 

 

 

關鍵字：深度學習、類神經網路、交易所買賣基金  
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第一章 緒論 

第一節 研究動機 

股票指數不只是反映股票市場整體好壞，更是各個國家甚至是全球的經濟

景氣的領先指標，因此金融商品的價格預測在金融領域或投資中始終是重要的

目標之一。 

交易所買賣基金(Exchange Traded Funds, ETF)是一種有別於一般股票投

資購買特定公司的股票，具有分散風險的特性，可以避免個股因為負面消息而

導致投資人的損失，是一種追蹤特定股價指數的投資商品，也就是一種將股票

指數商品化並長期持有的金融商品。 

我們持有金融商品，最大的目的就是獲利，因此價格或趨勢的預測準確率

就變得相當的重要。傳統上，自我迴歸模型(autoregressive model)、移動平

均模型(moving-average model)、自迴歸移動平均模型(autoregressive moving 

average model)都是常被應用在財務分析的時間序列方法。然而，上述的方法

都受同質變異的假設拘束，自我迴歸條件異質變異模型(autoregressive 

conditional heteroskedasticity model, ARCH)、一般化自我迴歸條件異質變

模型(generalized autoregressive conditional heteroskedasticity, GARCH)

與其衍生的模型放寬了同質變異數的假設，使變異數並非都是同質。 

然而，傳統時間序列方法要求資料序列皆為定態且多為線性模型等等限制

也可能限制了模型的預測能力。近年來，深度學習發展快速，類神經網路具有強
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大的資料提取特徵能力。有許多自然語言與語音辨識等處理時間序列資料的類

神經網路模型，也被使用在財務與投資的領域。回顧深度學習在財務經濟領域

的應用文獻後，發現前人的貢獻分別是建立預測單一金融商品的模型或使用單

一金融商品建立多種模型再比較模型之間的預測能力。因此，本文目的，是建立

一個可以廣泛運用在台灣非金融類的交易所買賣基金之價格預測的模型，並參

考 Xingyu Zhou et al.(2018)中的模型種類，探討長短期記憶模型(Long Short-

Term Memory, LSTM)以及使用長短期記憶模型做為生成網路(generator 

network)與卷積神經網路(convolutional neural network)做為鑑別網路

(discriminator network)的生成對抗網路(General Adversarial Network, 

GAN)預測台灣非金融業 ETF 收盤價的結論是否如同參考論文一樣，生成對抗網

路的預測能力優於長短期記憶模型。 

台灣產業以製造業為主，因此製造產業的興衰對國內的景氣有重大的影響。

因此，本文使用台灣非金融類的 10檔 ETF資料訓練以捕捉各個 ETF的特徵。訓

練的資料包括由二十個交易日的收盤價、成交量、二十天移動平均收盤價、四十

五天移動平均收盤價及匯豐台灣製造業經理人採購指數，用來預測第二十一個

交易日的收盤價。再以均方誤差、每五個交易日的漲跌方向準確率做為比較兩

模型預測能力的基準，最後再觀察兩模型的預測結果與真實資料進行比較。也

就是說，本文不針對任何一個 ETF 商品建模，而是建立一個可以廣泛運用在台

灣非金融類 ETF 的深度學習模型，以進行台灣非金融類 ETF 預測收盤價與五日

漲跌方向。 
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第二節 研究架構 

本文共分為六個章節，第一章為緒論，說明本文的研究動機與研究架構，第

二章為文獻回顧，首先回顧深度學習處理時間序列資料的文獻，再回顧深度學

習在金融資料上的應用。第三章為研究方法，說明本文使用的深度學習模型。第

四章為資料處理，說明變數選擇、訓練方法以及模型的架構。第五章為實證結

果，比較兩個模型預測能力的差異。第六章為結論與建議。 
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第二章 文獻回顧 

第一節 深度學習時間序列資料應用文獻 

基於科技進步，讓深度學習再度崛起，發展許多語音辨識與自然語言等處

理時間序列資料的深度學習模型(John Gamboa,2017)。最著名處理時間序列資

料的類神經網路模型之一為 Hochreiter and Schmidhuber (1997)為改善普通

遞迴神經網路提出長短期記憶模型(Long Short-Term Memory, LSTM)。  

然而，循環神經網路需要估計的參數過於龐大，即使有獨立顯示卡運算，訓

練模型所需要的計算參數仍相當的多，導致訓練成本過高。因此許多學者致力

於降低循環神經網路的計算成本且不減少其預測能力。Cho et al.(2014)提出

Gate Recurrent Unit (GRU)減少長短期記憶模型的閘門機制，使得計算成本縮

減又不失其表現能力。另外，Victor Campos et al.(2017)認為並非所有的訓練

資料對於目標都有幫助，因此在成本函數加上「懲罰項」，鼓勵模型跳過不重要

的資訊，即可減少計算成本，也就是減少對結果無意義的輸入，以降低訓練成

本。 

除了降低訓練時的運算成本之外，隨著序列長度的增加，增加時間序列模

型的「記憶性」也是相當棘手的重要問題。許多處理語言模型的文獻以循環神經

網路模型與編碼-解碼為模型架構(Minh-Thang Luong et al., 2015)，而專注

力機制(attention mechanism)也是現今許多序列模型中相當普遍採用的作法

(Bahdanau et al., 2014)，因為它能夠解決 Seq2Seq 模型(Sutskever et al., 

2014)序列長度過長而導致記憶力下降的問題。在處理語音與翻譯問題時，專注

力機制的原理在不同時間點給予不同詞彙不同的權重，使得模型在學習訓練階
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段更具有合理性，也隱含模型具有推理(relational reasoning)的能力。Alex 

Graves et al. (2014)藉由建立記憶區塊(memory block)模擬范紐曼電腦架構

透過專注力機制以輸入、輸出、控制、記憶與邏輯運算。 

即使專注力機制可以讓 Seq2Seq 模型的表現能力提升，但循環神經網路的

學習成本仍是令許多人所詬病，Ashish Vaswani et al. (2017)擺脫有別於傳

統專注力機制需要與循環神經網路搭配訓練的方法，傳統專注力機制需要用到

循環神經網路中解碼網路的狀態(states)，而 Ashish Vaswani et al.的專注

力機制則是將輸入資料轉換後的高維度向量對自己做專注力，也就是自我專注

力機制(self-attention)。此外，Adam Santoro et al.(2018)將自我專注機制

結合 Neural Turing Machines 的記憶區塊中，使記憶區塊中記憶之間互相了解

彼此的關係，以增加模型推斷的能力。 

增強記憶能力也有另一個作法，Trieu H. Trinh1 et al. (2018) 將序列

切成許多子序列並在每一個子序列最後一個時間點(timestep)加上「輔助損失」

做模型的預處理，所謂的輔助損失其實就是一個解碼網路(decoder network)，

要求每個輔助損失還原前面子序列的所有資訊，以確保模型真的有「記住」前面

所有的資訊；也就是說，將序列切成很多子序列，每一子序列的最後一個點外接

一個網路做解碼，可以將一個序列視為多個自編碼器(autoencoder)的結合，用

來減少訓練時所需要花費的時間，且增加模型的記憶能力。 
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第二節 深度學習金融價格預測應用文獻 

即使傳統時間序列模型已發展許多年，財務資料的雜訊與波動等特性使得

預測金融商品的價格走勢是相當具有挑戰性的任務。深度學習具有高度提取資

料特徵的能力，因此近年來也被使用在財務預測上。早期將類神經網路模型運

用在金融領域價格預測上，可以回朔至 Takashi Kimoto et al. (1990)預測東

證指數。V.V.Kondratenko and Yu.A Kuperin(2003)利用基礎的遞迴神經網路

針對不同的外匯商品分別訓練基本循環神經網路模型找出每種貨幣的趨勢。 

隨著深度學習領域發展，有越來越多將類神經網路在財務與經濟領域上預

測價格走勢。此外，有些文獻實證發現，長短期記憶模型的預測效果較傳統 ARMA

模型表現更好 (Sima Siami Namini et al., 2018)，而 S.E. Yi (2018)等人

證實長短期記憶模型加上傳統注意力機制，比起單純長短期記憶模型的表現更

加突出。Amin Hedayati Moghaddam et al. (2015)利用多層感知(multi-layer 

perceptron, MLP)類神經網路架構預估 NASDAQ 指數趨勢。Masaya Abe et 

al.(2018)發現在日本股票市場使用深層神經網路的效果比淺層神經網路

(shallow neural network)表現優異。Xin-Yao Qian(2017)使用多層感知器、

捲積神經網路、多層長短期記憶模型和專注力機制長短期記憶模型預測韓國綜

合股價指數。Wei Bao et al. (2017)與 Thomas R.(2017)分別驗證了長短期記

憶模型加上自編碼器網路對於單存長短期記憶模型在股票上與總體數據上有更

好的表現。Xiao Ding et al.(2015)與 Takashi MATSUBARA et al.(2018)將財

金經濟新聞當作輸入資料的特徵用以估計股市價格。Mikołaj Bi´nkowski et al. 

(2018)以傳統時間序列的自我回歸模型，搭配卷積神經網路估計係數的方式建

模，處理非同步的時間序列資料。 
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Kang Zhang et al.(2019)與 Xingyu Zhou et al.(2018)將近年興起新的

演算法生成對抗網路(general adversarial network,GAN)(Ian Goodfellow et 

al.,2014)使用在金融領域的商品價格預測當中，實證發現生成對抗網路比長短

期記憶模型與無記憶性的類神經網路有更好的預測能力。 
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第三章 研究方法 

第一節 模型方法 

一 長短期記憶模型 

當人們在閱讀文章時，我們會根據前文的文字語意來理解當下詞句的真正

意義，因此先前發生事物的記憶對於人類做任何事情而言是相當重要。Sepp 

Hochreiter and Jurgen Schmidhuber(1997)提出了長短期記憶模型(Long 

Short-Term Memory)具有模擬人類記憶行為的能力。如今，長短期記憶模型已

是相當熱門的遞迴神經網路模型之一，被廣泛運用在語音辨識、情感分析等領

域。因為長短期記憶模型具有記憶的特性，而金融商品的價格會受到過去的波

動所影響，因此長短期記憶模型常被使用在金融預測上。 

相對於標準的遞迴神經網路模型，長短期記憶模型的核心在於每一個單元

(cell)透過閘門(gate)機制使此模型具有增加或移除前面所得到訊息的能力，

並透過單元狀態(cell state)的傳遞將篩選過的訊息傳遞到下一個單元，藉以

讓每一個單元都獲得前面的資訊。 

長短期記憶模型架構下圖如，取自 colah’s blog： 
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圖 3-1長短期記憶模型單元 

而模型數學式表達如下： 

           𝑓𝑡 =  σ(𝑊𝑓 ∙ [ℎ𝑡−1, 𝑥𝑡]  +  𝑏𝑓 )             (1)  

𝑖𝑡 =  σ(𝑊𝑖 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝑖)              (2) 

�̃�𝑡 =  tanh(𝑊𝐶 ∙ [ℎ𝑡−1, 𝑥𝑡] + 𝑏𝐶)          (3) 

𝐶𝑡 = 𝑓𝑡 ∙ 𝐶𝑡−1 + 𝑖𝑡 ∙ �̃�𝑡                  (4) 

𝑜𝑡 =  σ(𝑊𝑜 ∙ [ℎ𝑡−1, 𝑥𝑡]  + 𝑏𝑜 )            (5) 

ℎ𝑡 = 𝑜𝑡 ∙  tanh(𝐶𝑡 )               (6) 

其中∙代表逐點乘積、𝑊代表模型需要學習的參數、[]代表兩個向量的串聯、b代

表截距、σ()與 tanh()表示以 S 型函數 (Sigmoid function)與 Tangent 

hyperbolic作為活化函數。 

式子(1)為遺忘閘門，將上一層的隱藏狀態 h與輸入 x串聯透過神經層訓練

後透過活化函數得出資訊，活化函數使用 S 型函數的目的是為了讓該式子得出

的值介於 0 與 1 之間，當作先前資訊的遺忘程度大小並與上一個時間點的單元
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狀態逐點乘積。下一步要決定輸入的資料訊息，式子(2)是輸入閘，控制此時間

點上要輸入的資料，式子(3)則是透過輸入的資料算出一個向量當作新的記憶體

單元(cell candidate)，再將式子(2)與式子(3)逐點乘積產生新的單元狀態，

並透過式子(4)更新原本的單元狀態。接下來就是透過輸出閘門以輸出資訊，先

用式子(5)透過 S型函數層決定單元狀態的哪一個部分要被輸出，接著單元狀態

透過式子(6)透過 Tangent hyperbolic 層讓單元狀態保持在-1與 1之間，再與

式子(5)算出的向量逐點乘積後輸出要輸出的東西。 

標準遞迴神經網路與長短期記憶模型的差別在於，標準神經網路每個時間

點的神經元產出的資訊會被放到記憶當中，但到下一個時間點的神經元產出會

直接覆蓋上一個時間點的記憶資訊，但是在長短期記憶模型當中，原本的記憶

資訊透過閘門機制的處理會保留先前所擁有的資訊，因此可以解決標準遞迴神

經網路梯度消失的問題。 

二 生成對抗網路 

生成對抗網路(generative adversarial network, GAN)(Ian Goodfellow, 

2014)是一種無監督式學習的類神經網路，在圖片的生成應用十分廣泛，甚至可

以產生肉眼分不出真偽的人像圖片。生成對抗網路由兩個子神經網路組成，一

是生成網路(generator)負責產生虛假的資料，二是鑑別網路(discriminator)

負責分辨生成模型所產出的資料是否為真，經過反覆的疊代訓練，目的是要讓

生成網路能產出以假亂真的資料來騙過鑑別網路。生成網路如同學生，鑑別網

路像是老師，監督並修正學生所犯的錯誤直到最佳的情況發生為止。 

生成對抗網路每次訓練分成兩個階段：第一階段，固定生成網路，更新鑑別
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網路的參數；將生成網路產出的假資料與資料集中的資料放入鑑別網路，以判

別哪些資料是真是偽。第二階段，固定鑑別網路，更新生成網路參數；生成網路

的目的是為了產出以假亂真的資料以混淆鑑別網路，所以在第二階段生成網路

學習產出更真實的資料來騙過鑑別網路。  

下圖生成對抗網路的模型架構： 

 

圖 3-2生成對抗網路架構 

生成網路與鑑別網路可以是任何一種類神經網路模型，本文使用的生成對

抗模型是參考 Xingyu Zhou et al.(2018)的文章。該文章預測中國四十二家公

司的收盤價與漲跌方向，實證發現以長短期記憶模型做為生成網路、卷積神經

網路當作鑑別網路的生成對抗網路，比起長短期記憶模型更具有價格與漲跌預

測的能力。因此，本文想探討是否長短期記憶網路加上了鑑別模型的監督，並建

立廣泛使用於台灣非金融類 ETF的價格預測上的模型，與長短期記憶模型比較，

是否會與上述文章有相同的結果。 
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三 卷積神經網路 

卷積神經網路(convolutional neural network, CNN)是一種前饋類神經

網路(feed forward network)，在圖像辨識上的應用非常廣泛，卷積神經網路

利用核(kernel)進行卷積，模仿人類視覺上依據局部特徵做辨識，同時共享權

值也減少了模型要計算的參數數量。核是一個指定尺寸的視窗，如同人類眼鏡

的視線範圍，透過核在圖片左而右、上而下移動掃描該區塊圖片的特徵，所謂

的卷積就是核對資料提取特徵，並透過逐點乘積後相加所計算的值。 

本文的生成對抗網路之鑑別模型採用卷積神經網路，由於金融商品資料具

有時間相依性，因此使用 Conv1D。Conv1D的核只會對一個方向進行卷積，而非

由左而右、由上而下的進行特徵提取，核的大小取決於一次要看多少時間點的

資料，透過此方式將真實資料判斷為真，將生成網路生成的資料判斷為偽。 

圖 3-3 以每時間點維度為 3 的時間序列資料共 6 期、大小為 3 的核為例，

透過核從左而右進行掃描，紅色方框與核進行卷積運算：1 × (−1) + 2 × 2 +

3 × (−3) + 9 × 2 + 10 × 3 + 11 × 1 + 17 × 0 + 18 × (−1) + 19 × (−1) = 16 ，

然後核再往右移動至藍色方框進行卷積運算：2 × (−1) + 3 × 2 + 4 × (−3) +

10 × 2 + 11 × 3 + 12 × 1 + 18 × 0 + 19 × (−1) + 20 × (−1) = 18，以此類推直

到掃完所有資料。 
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圖 3-3 Conv1D神經網路架構 

第二節 活化函數 

傳統時間序列方法的模型大多建立於變數之間的線性關係，而深度學習為

了讓類神經網路模型脫離線性關係，我們可以使用活化函數(Activation 

Function)讓輸出與輸入變成非線性關係，本文使用的活化函數有：S 型函數

(Sigmoid function)、Hyperbolic tangent(tanh)、Leaky Rectified linear 

unit(Leaky ReLU)。 
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圖 3-4 S型函數(Sigmoid function) 

 

圖 3-5 Hyperbolic tangent (tanh) 
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圖 3-6 Leaky Rectified linear unit (Leaky ReLU) 

第三節 損失函數 

機器學習本質上就是在大量數據中找出一條函數F𝜃
∗ (𝑋)，而我們無法真正找

出一條將每一筆輸入資料放入模型中準確得出輸出的函數，因此，我們需要一

個損失函數來衡量該模型預估值與實際值的誤差程度。也就是說，給定一組參

數𝜃，當模型得出的預估值與實際值相差程度越小，損失函數值越小，而相差程

度越大，損失函數值就越大，我們的目標就是找出最佳化的全局或地區損失最

小值。 

假設我們透過訓練資料(𝑥1, 𝑦1), (𝑥2, 𝑦2), (𝑥3, 𝑦3)… (𝑥𝑛, 𝑦𝑛)得出一條函數

𝐹𝜃(𝑥𝑖)，𝜃 = (𝑤1, 𝑤2, …𝑤𝑘, 𝑏ℎ)，損失函數以L: Rn → R表示。本文使用的損失函數

如下： 

𝐿𝑒𝑎𝑘𝑦 𝑅𝑒𝐿𝑈(𝑥) =  {
 𝑥 , 𝑖𝑓 𝑥 ≥ 0
𝑎𝑥, 𝑖𝑓 𝑥 < 0
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1. 均方誤差(Mean squared error, MSE):  

L(𝜃) =  
1

𝑛
∑(Fθ(𝑥𝑖)−𝑦𝑖)

2

𝑛

𝑖=1

 

2. 二元交叉熵(Binary cross-entropy):  

L(𝜃) =  −
1

𝑛
∑[𝑦𝑖 log(F𝜃(𝑥𝑖)) + (1 −

𝑛

𝑖=1

𝑦𝑖)log (1 − F𝜃(𝑥𝑖))] 

根據研究目標的不同，模型所設定的損失函數種類也不盡相同。也就是說，

我們需要依據研究目的的種類來選擇損失函數的類型。均方誤差主要用在迴歸

模型，二元交叉熵使用在二元分類當中。本文的長短期記憶模型預測收盤價格，

因此使用均方誤差當作損失函數，生成對抗網路的鑑別網路分辨資料真偽，因

此使用二元交叉熵為損失函數。 

第四節 梯度下降法 

在現實生活中無論從事什麼事情，我們總是追求最佳化的目標，最佳化的

目的在於我們希望能夠得到最好的結果。在深度學習中，也不例外要追求最佳

化的結果，梯度下降法(gradient descent)是深度學習中最常用來最佳化訓練

模型的方法，透過損失函數𝐿求出梯度∇𝐿，以達到最小化損失函數的同時，也得

到最好的訓練參數的方法。 

下條式子為參數更新的方法： 
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𝑊𝑡+1 = 𝑊𝑡 − 𝜂 ∗  ∇L(𝑊𝑡)  

其中 𝑊𝑡 = (

𝑤𝑡
1

𝑤𝑡
2

⋮
𝑤𝑡
𝑛

)為要訓練的參數、𝜂 ∈ [0,1] 是學習率、∇L =  

(

 
 
 

𝜕𝐿

𝜕𝑤𝑡
1

𝜕𝐿

𝜕𝑤𝑡
2

⋮
𝜕𝐿

𝜕𝑤𝑡
𝑛)

 
 
 

 。 

學習率是使用者設定的，介於 0 至 1 之間，學習率的用意在於更新訓練參

數的過程中，更新量的大小。若學習率設定太小，可能會使模型無法跳出區域最

小值或是需要花更多時間才能找到損失最小值，而設定太大會造成一次更新參

數太多，無法找到最小損失。 

我們將損失函數最大的值想像成山頂的最高峰，而山底下地勢最低的聚落

比喻成損失函數的最小值，我們可以利用山頂附近「向下」的地勢當作下山的路

徑，藉由這個路徑我們非常有可能會抵達山下最低點—聚落，而所謂的學習率

就是指定我們往地勢向下的方位前進時，每一步要走的距離，所以當學習率過

大，表示跨太大步，我們很有可能錯過通往聚落的路徑；當學習率過小，表示步

伐過小，需要更多的時間才能抵達目的地。 
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第四章 資料處理 

第一節 資料與特徵選取 

交易所交易基金(Exchange Traded Funds, ETF)是一種可以在交易所交易

的指數股票型基金，此金融商品有追蹤指數、股票型交易與基金的管理模式等

特色。台灣以製造產業為主，所以產業的好壞也時常被拿來代表台灣經濟的好

壞，本文選擇的 ETF 成分股大多都是由半導體產業與其他二級產業組成，而選

擇十檔 ETF 商品的性質相似，某個程度上來說，也就是捕捉整個產業的行情變

化。本文選取自台灣交易所交易的十檔 ETF 的收盤價、交易量，選取的交易所

交易基金，分別是元大寶來台灣卓越 50(0050)、元大寶來台灣中型 100 (0051)、

富邦台灣科技(0052)、元大寶來台灣 ETF 傘型證券投資信託基金之電子科技

(0053)、元大寶來台灣高股息(0056)、富邦台灣 ETF 傘型證券投資信託基金之

台灣摩根指數(0057)、富邦台灣 ETF 傘型證券投資信託基金之台灣發達指數

(0058)、永豐台灣加權(006204)、富邦台灣釆吉 50(006208)、兆豐臺灣藍籌

30(00690)，由於各個 ETF 的發售日期不盡相同，因此資料區間最早從

2009/10/1~2019/4/3。 

由於本文所選的 ETF 的成分股大都由製造業組成，加上 ETF 屬於長期持有

的金融商品，價格走勢會受到產業或總體影響，因此總體因素對於市場仍有重

大的影響力，Wei Bao et al.(2017)也將總體變數當作重要特徵之一，因此除

了收盤價格與成交量之外，增加匯豐台灣製造業採購經理人指數，以捕捉因總

體環境因素對產業發展進而對 ETF所帶來的價格影響。 

另外，技術指標是判斷行情走勢的一種指標，V.V.Kondratenko, Yu. A 
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Kuperin(2003)、Wei Bao et al.(2017)與 Xingyu Zhou et al.(2018)也都將

技術指標當作輸入資料的重要特徵。本文加入收盤價的二十天移動平均以捕捉

總體指標公布後一個月對價格的影響趨勢。當我們觀察總體指標的時候，並不

會只關心當期的公布的數據狀況，還會比較前一期與當期的數據是否有好轉或

是變差，而匯豐台灣製造業採購經理人指數並非每月固定日期公布而是在每月

的第一個禮拜五公布，造成每次總體指數公布並非相隔二十個交易日，因此加

入四十五日的移動平均收盤價以捕捉兩個月匯豐台灣製造業採購經理人指數公

布對於 ETF價格走勢的影響。 

本文的資料有五個特徵，分別是收盤價、成交量、收盤價二十日移動平均、

收盤價四十五日移動平均與匯豐台灣製造業採購經理人指數，以每二十個交易

日的五種變數預測第二十一個交易日的收盤價格。也就是說，每筆訓練資料是

一個20 × 5 的矩陣，是由二十個交易日的收盤價、交易量、收盤價二十天移動

平均、收盤價四十五天移動平均與匯豐台灣製造業經理人採購指數五個維度所

組成，訓練資料的標籤是一個純量，為第二十一個交易日的收盤價格。每個交易

日都有五個維度的特徵，然而任何的預測結果都會受限於不同的特徵的數量與

選取。 

下表格是關於輸入資料的商品代碼、資料區間與追蹤的指數。 

表 4-1ETF詳細資訊 

商品代碼 資料區間 追蹤指數 

0050 2009/10/01~2019/04/03 臺灣 50指數 

0051 2009/10/01~2019/04/03 臺灣中型 100指數 
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0052 2009/10/01~2019/04/03 臺灣資訊科技指數 

0053 2009/10/01~2019/04/03 電子類加權股價指數 

0056 2009/10/01~2019/04/03 臺灣高股息指數 

0057 2009/10/01~2019/04/03 MSCI®臺灣指數 

0058 2009/10/01~2019/04/03 臺灣發達指數 

006204 2011/10/05~2019/04/02 
臺灣證券交易所發行量加權股

價指數 

006208 2012/07/24~2019/04/03 臺灣 50指數 

00690 2017/07/11~2019/04/03 藍籌 30指數 

 

第二節 訓練方式 

類神經網路可以利用大量的訓練樣本，藉由電腦的效能進行大量的運算，

從資料之間推斷出隱含的關係。本文欲以類神經網路根據過去二十個交易日的

收盤價、成交量、二十日移動平均收盤價、四十五日移動平均收盤價與匯豐台灣

製造業採購經理人指數，預測出下一個交易日的收盤價格。 

我們隨機將這八筆 ETF取其中 0050、0051、0052、0053、0056、0058、006204、

00690當作訓練資料集，以捕捉各種 ETF商品的資料特徵，另外兩筆 0057、006208

當作模型沒看過的測試資料來預測收盤價與五日漲跌方向。也就是說，即使該

模型從來沒有看 0057、006208 的資料，也要有預測 0057、006208 收盤價格的

能力。 
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本文一筆樣本為二十個交易日的資料預測第二十一天的收盤價格，因此不

採用移動窗口法，而是從 15262 筆訓練資料隨機抽取資料進行訓練，也就是隨

機梯度下降法(stochastic gradient descent)。為了讓模型更快收斂，將每一

筆訓練資料都進行正規化，讓數據維持在 0與 1之間，正規化方法如下: 

𝑋′  =  
𝑋 − min𝑋

max𝑋 − min𝑋
 

將每一筆訓練資料𝑋 ∈ 𝑅20×5的訓練資料放入長短期記憶模型中，並輸出預

測值�̂� ∈  𝑅1，透過每次訓練讓模型產生的預估值�̂�更接近於𝑌。生成對抗網路的

生成網路則採用與上述長短期記憶模型相同的放置訓練資料方式，每筆訓練資

料放入模型後得到一個收盤價純量。鑑別網路要負責判別生成網路產生的收盤

價是否為真實資料，我們將放入生成網路的樣本資料中取出所有的收盤價並與

生成網路產出的第二十一個收盤價串接起來形成一個由二十一個收盤價所組成

的序列，再將該序列放入鑑別網路訓練並給予標籤為 0 以表示為假資料，接著

再放入由二十一個真實收盤價所組成的序列，同樣再放入鑑別網路訓練並給予

標籤為 1以表示為真實資料。 

下兩圖是長短期記憶模型與生成對抗網路的架構： 

 

圖 4-1長短期記憶模型架構 
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圖 4-2生成對抗網路架構 

第三節 模型參數設定 

本研究參考 Xingyu Zhou et al(2018)的模型架構再加以調整。長短期記

憶模型採用 121個神經元，Dropout為 0.3，通過 S型函數(Sigmoid function)

產生[0,1]之間的值，損失函數為均方誤差，使用 RMSprop優化，128筆樣本為

一批次，訓練 100期。 

生成對抗網路之生成網路採用與長短期記憶模型一樣的架構，鑑別網路使

用一個方向的卷積神經網路，採用三層卷積層，分別為 32, 64, 128 個 filter。

核的大小會影響模型進行卷積時所看到的資料長度，本文嘗試大小 2 至 24 的

核，最終發現大小為 4的核表現最好。每個卷積層都會透過活化函數 LeakyReLU

輸出至下一層，最後連結到 128 個神經元再判斷輸入資料是否為真，損失函數

使用二元交叉熵，使用 Adam優化。 
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下表為兩模型的參數設定： 

表 4-2長短期記憶模型架構 

層 架構 

長短期記憶層 121 神經元、RMSprop、Dropout 0.3  

輸出層 1個神經元、S型函數(sigmoid) 

 

表 4-3生成對抗網路之鑑別網路架構 

層 架構 

卷積層 32 Filters, kernel 大小 4,步伐 1,padding:same, 

ReakyReLU 

卷積層 64 Filters, kernel 大小 4,步伐 1,padding:same, 

ReakyReLU 

卷積層 128 Filters, kernel 大小 4,步伐 1,padding:same, 

ReakyReLU 

全連接層 128 神經元, ReakyReLU 

輸出層 2個神經元、softmax 
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第五章 實證結果 

本文將富邦台灣摩根(0057)與富邦台灣采吉 50 基金(006208)作為測試資

料，除了使用均方誤差衡量兩個模型在兩測試資料的表現之外，我們再用兩模

型得到的預測收盤價格，計算每五日的收盤價格漲跌方向，並與真實資料進行

準確率的比較。最後，觀察兩模型預測的收盤價格與真實收盤價格的差異。 

第一節 長短期記憶模型實證結果 

經過長短期記憶模型訓練 100 期之後，利用長短期記憶模型算出的預測收

盤價與真實收盤價計算出均方誤差，再將模型算出的預測收盤價計算每五天收

盤價格方向漲跌準確率。富邦台灣摩根(0057)的均方誤差為 0.17439，五日收盤

價漲跌準確率為 79.10%，富邦台灣采吉 50 基金(006208)的均方誤差則是

0.18926，五日收盤價漲跌準確率為 79.01%：  

表 5-1長短期記憶模型測試資料之均方誤差與五日收盤價漲跌準確率 

測試資料 均方誤差 五日收盤價漲跌準確率 

富邦台灣摩根(0057) 0.17439 79.10% 

富邦台灣采吉 50基金(006208) 0.18926 79.01% 
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圖 5-1長短期記憶模型預測富邦台灣摩根(0057)價格預測走勢圖 

 

圖 5-2長短期記憶模型預測富邦台灣采吉 50 基金(006208)價格預測走勢圖 
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第二節 生成對抗網路實證結果 

生成對抗網路經過 587 期訓練之後，利用生成網路算出的預測收盤價與真

實收盤價計算均方誤差，再將生成網路算出的預測收盤價計算每五天收盤價格

方向走勢準確率。預測富邦台灣摩根(0057)的均方誤差為 0.17877，五日收盤價

漲跌準確率為79.92%，富邦台灣采吉50基金(006208)的均方誤差則是0.18284，

五日收盤價漲跌準確率為 79.86%： 

 

表 5-2生成對抗網路測試資料之均方誤差與五日收盤價漲跌準確率 

測試資料 均方誤差 五日收盤價漲跌準確率 

富邦台灣摩根(0057) 0.17877 79.92% 

富邦台灣采吉 50基金(006208) 0.18284 79.86% 
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圖 5-3生成對抗網路預測富邦台灣摩根(0057)價格預測走勢圖 

 

圖 5-4生成對抗網路富邦台灣采吉 50基金(006208)價格預測走勢圖 
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第三節 各模型結果比較 

一 長短期記憶模型與生成對抗網路預測富邦台灣摩根結果 

本節先根據相同商品進行不同模型之間的均方誤差與五日收盤價方向漲跌

準確率進行比較，再透過預測值與真實值來探討兩模型的表現能力。我們將之

整理至下表 5-3。在富邦台灣摩根(0057)這檔商品中，長短期記憶模型的均方誤

差比生成對抗模型低 0.00447，在五日收盤價格漲跌準確率，長短期記憶模型為

79.10%，生成對抗網路比長短期記憶模型準確度高 0.82%為 79.92%。 

表 5-3長短期記憶模型與生成對抗模型預測富邦台灣摩根(0057)之均方誤差與

五日收盤價漲跌準確率 

模型 均方誤差 五日收盤價漲跌準確率 

長短期記憶模型 0.17430 79.10% 

生成對抗網路 0.17877 79.92% 

我們進一步計算，當富邦台灣摩根(0057)五日收盤價確實為漲的情況下，

長短期記憶模型預測為漲的機率為 80.81%，較生成對抗網路準確率 81.89%低。

意味著，當行情真的為牛市的時候，生成對抗網路比長短期記憶模型有較高的

機率抓到此波上漲的趨勢。 

下圖 5-5是比較 2009年 10月 1日至 2019 年 4月 3日，長短期記憶、

生成對抗網路與富邦台灣摩根(0057)真實收價格走勢。 
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為了清楚呈現兩模型預測值與真實資料之間的差異，我們將測試資料分成

三個等區段來探討。下圖5-6是長短期記憶、生成對抗網路與富邦台灣摩根(0057)

真實收價格走勢之第一區間 2009年 10月 1日至 2012年 10月 26日的比較，可

以明顯發現，每當收盤價格因金融事件所造成的巨幅下跌後反彈，生成對抗網

路預測反彈後的價格有高估的情況，如 2011年 3月至 5月之間受到日本地震核

災與中國調升基準利率抑制通貨膨脹、2011年 7月底至 9月因全球性股災、歐

債危機造成的行情巨幅波動。當行情沒有明顯波動的時候，生成對抗網路的預

測比長短期記憶模型的預測值更接近原始資料，如 2010年 10月左右、2010 年

12月左右等。圖 5-7 是兩模型預測收盤價與真實收盤價的差距。 

 

圖 5-6長短期記憶、生成對抗網路與 0057 真實收價格走勢之第一區間 
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圖 5-7長短期記憶模型與生成對抗網路預測 0057之收盤價與 0057真實資料差

距之第一區間 

下圖 5-8 長短期記憶、生成對抗網路與富邦台灣摩根(0057)真實收價格走

勢之第二區間 2012 年 10 月 26 日至 2015 年 12 月 10 日的比較。可以發現與第

一區間的情況，如 2015 年 6月底至 8月底因受到中國股市大跌、人民幣貶值、

歐美日股市也相繼大跌的影響，富邦台灣摩根(0057)被受牽連下跌後反彈，生

成對抗網路的估計值比真實值高。在此區間可以觀察到，在行情較平穩的狀態

時，生成對抗網路依舊比長短期記憶模型更接近真實資料，如 2013 年 2 月、

2014 年 4 月至 2014 年 5 月、2015 年 1 月。圖 5-9 是兩模型預測收盤價與真實

收盤價的差距。 
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圖 5-8長短期記憶、生成對抗網路與 0057 真實收價格走勢之第二區間 

 

圖 5-9長短期記憶模型與生常對抗網路預測 0057之收盤價與 0057真實資料差
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距之第二區間 

下圖 5-10 長短期記憶、生成對抗網路與 0057 真實收價格走勢之第三區間

2015年 12月 10日至 2019年 4月 3日的比較。2016年 1月總統選舉、2018 年

10月至 12月初受中美貿易、美國股市與地方選舉影響，下跌後反彈，生成對抗

網路價格預估也有偏高的現象。在行情較平穩的狀態時，生成對抗網路依舊比

長短期記憶模型更接近真實資料。圖 5-11是兩模型預測收盤價與真實收盤價的

差距。 

 

圖 5-10長短期記憶、生成對抗網路與 0057 真實收價格走勢之第三區間 
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圖 5-11長短期記憶模型與生成對抗網路預測 0057之收盤價與 0057真實資料差

距之第三區間 

經由富邦台灣摩根(0057)的結果可以得知，在行情沒有巨幅波動的時候，

生成對抗網路則較長短期記憶模型更接近真實資料。生成對抗網路易受到大事

件所造成的大波動影響，大跌反彈後的價格有高估真實資料的情況。然而長短

期記憶模型遇到大波動時表現則較平穩，因此也造成生成對抗網路之均方誤差

比長短期記憶模型高出 0.00447 的現象。我們將兩模型經測試資料富邦台灣摩

根預測出的收盤價格，分別計算每五日的收盤價漲跌方向準確率，長短期記憶

模型預測富邦台灣摩根(0057)每五日漲跌準確率為 79.10%，生成對抗網路則是

79.92%，生成對抗網路有較好的能力預估五日漲跌方向。 
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二 長短期記憶模型與生成對抗網路預測富邦台灣采吉 50基金結果 

我們將整理至下表 5-4，預測富邦台灣采吉 50基金(006208)這檔商品中，

長短期記憶模型的均方誤差比生成對抗模型高 0.00642，在五日收盤價方向的

準確度，長短期記憶模型為 79.01%，生成對抗網路比長短期記憶模型準確度高

0.85%為 79.86%。 

表 5-4長短期記憶模型與生成對抗模型預測富邦台灣采吉 50基金(006208)之均

方誤差與五日收盤價漲跌準確率 

模型 均方誤差 五日收盤價漲跌準確率 

長短期記憶模型 0.18926 79.01% 

生成對抗網路 0.18284 79.86% 

我們進一步計算，當富邦台灣采吉 50基金(006208)五日收盤價確實為漲的

情況下，長短期記憶模型預測為漲的機率為 82.78%，較生成對抗網路準確率

83.16%低。意味著，當行情真的為牛市的時候，生成對抗網路比長短期記憶模型

有較高的機率抓到此波上漲的趨勢。 

下圖 5-12是比較 2012年 9月 18日至 2019年 4月 3日，長短期記憶、生

成對抗網路與富邦台灣采吉 50基金(006208)真實收價格走勢。 
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為了清楚呈現兩模型預測值與真實資料之間的差異，我們將測試資料分成

三個等區段來探討。下圖 5-13 是長短期記憶、生成對抗網路與 006208 真實收

價格走勢之第一區間 2012 年 9 月 18 日至 2014 年 9 月 30 日的比較，可以觀察

到，大部分生成對抗模型的預測值都比起長短期記憶模型更接近真實資料。圖

5-14是兩模型預測收盤價與真實收盤價的差距。 

 

圖 5-13長短期記憶、生成對抗網路與 006208 真實收價格走勢之第一區間 
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圖 5-14長短期記憶模型與生成對抗網路預測 006208 之收盤價與 006208 真實資

料差距之第一區間 

下圖 5-15 長短期記憶、生成對抗網路與 006208 真實收價格走勢之第二區

間 2014 年 10月 3日至 2017年 3月 6日的比較。在此區間觀察到長短期記憶模

型所預測的收盤價格有需多處較生成對抗模型混亂，如：2014 年 12 月左右、

2016 年 3 月至 2016 年 5 月。生成對抗網路下跌反彈後的價格高估的現象出現

次數不少，如 2015年 6月底至 8月底因受到中國股市大跌、人民幣貶值、歐美

日股市也相繼大跌、2016年 1月總統選舉。在小波動的時，生成對抗模型的預

測值都比起長短期記憶模型更接近真實資料。圖 5-16是兩模型預測收盤價與真

實收盤價的差距。 



DOI:10.6814/NCCU201900589 

‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

39 
 

 

圖 5-15長短期記憶、生成對抗網路與 006208 真實收價格走勢之第二區間 

 

圖 5-16長短期記憶模型與生成對抗網路預測 006208 之收盤價與 006208 真實資

料差距之第二區間 
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下圖 5-17 長短期記憶、生成對抗網路與 006208 真實收價格走勢之第三區

間 2017 年 3月 6日至 2019年 4月 3日的比較。2017年 8月份大跌反彈後出現

長短期記憶模型收盤價格高於生成對抗網路的收盤價格。2018年 2 月美國股市

大跌後反彈生成對抗網路沒有出現高估的情況，但後面幾天卻有高估的情形。

在此區間可以觀察到比較凌亂的地方，如 2018 年底至 2019年。圖 5-18 是兩模

型預測收盤價與真實收盤價的差距。 

 

圖 5-17 長短期記憶、生成對抗網路與 006208真實收價格走勢之第三區間 
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圖 5-18長短期記憶模型與生成對抗網路預測 006208 之收盤價與 006208 真實資

料差距之第三區間 

經由將富邦台灣采吉 50基金(006208)的結果分析可以得知，在行情沒有巨

幅波動的時候，生成對抗網路則仍較長短期記憶模型更接近真實資料。生成對

抗網路易受到大事件所造成的大波動影響，在大跌反彈後的價格都有高估收盤

價的情況，此現象與在測試資料富邦台灣摩根(0057)所觀察到的現象一致。然

而在此測試資料中，長短期記憶模型遇到大波動時表現則較卻比富邦台灣摩根

(0057)所觀察到的更混亂，加上在小波動區段生成對抗網路更貼近真實資料，

因而造成生成對抗網路預測富邦台灣采吉 50 基金(006208)的均方誤差結果比

長短期記憶模型小 0.00642。 

我們將兩模型經測試資料富邦台灣采吉 50 基金(006208)預測出的收盤價

格，分別計算每五日的成交價格漲跌方向的準確率，長短期記憶模型預測富邦
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台灣采吉 50 基金(006208)五日收盤價漲跌準確率為 79.01%，生成對抗網路則

是 79.86%，生成對抗網路有較好的能力預估五日漲跌方向。 

第四節 小結 

透過富邦台灣摩根(0057)與富邦台灣采吉 50 基金(006208)兩測試資料可

以得出長短期記憶模型與生成對抗網路有相同的觀察結果。然而，相同的觀察

結果卻出現長短期記憶模型預測富邦台灣摩根(0057)的收盤價能力較好的現象，

而加上卷積神經網路做為鑑別模型的長短期記憶模型卻有較差的預測能力。 

於是本文探討兩測試資料的性質。富邦台灣采吉 50基金(006208)追蹤台灣

50指數，由台灣上市公司前 50大市值的公司組成，富邦台灣摩根(0057)則是追

蹤 MSCI®臺灣指數，成分股散佈局至 18種產業，不僅上市公司，包含上櫃公司

更能反映台灣整體的股票市場。依據經濟學供需原理，正常財的價格高低與數

量多寡是密不可分的關係，表 6-1比較富邦台灣摩根(0057)與富邦台灣采吉 50

基金(006208)每日成交量和價格變動率的平均與標準差發現，台灣摩根(0057)

每日平均的成交量與成交量標準差皆比富邦台灣采吉 50基金(006208)大，在平

均每日價格變動率與其標準差方面，台灣摩根(0057)也比富邦台灣采吉 50 基金

(006208)大；富邦台灣摩根(0057)的每日的成交量散佈非常廣。也代表著，富邦

台灣摩根(0057)價格變動率與成交量的變化程度比富邦台灣采吉 50 基金

(006208)更大，其影響價格背後隱含的因素相當多，較難預測。 
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表 5-5富邦台灣摩根(0057)與富邦台灣采吉 50基金(006208)之平均每日成交

量、每日成交量標準差、每日價格變動率、每日價格變動率標準差 

 富邦台灣摩根(0057) 富邦台灣采吉 50基金(006208) 

每日平均成交量 324,970 61,910 

每日成交量標準差 5,405,530 183,070 

每日價格變動率 0.03% 0.03% 

每日價格變動率標準差 1.15% 1.02% 

因此，這也代表著長短期記憶模型具有捕捉較為複雜的序列資料特徵的能

力，也是造成相同的觀察結果卻出現長短期記憶模型預測富邦台灣摩根(0057)

的收盤價能力較好的現象。然而，使用卷積神經網路之鑑別網路監督長短期記

憶模型學習的生成對抗網路在波動較大的資料中表現較差，因此鑑別網路的選

擇也是相當重要的問題。 
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第六章 結論與建議 

第一節 結論 

1. 長短期記憶模型具有較強的能力預測波動性較大的商品。本文的觀察與

Thomas Fischer 與 Christopher Krauss(2017)具有相同的結果，該文章利

用長短期記憶模型預測與其他無記憶性的神經網路使用 1992 年至 2015 年

間 S&P500成分股的資料建構交易策略，發現使用長短期記憶模型所建構的

交易策略之報酬率高過其他無記憶性類神經網路，也代表著長短期記憶模

型可以萃取出高波動的股票特徵、強烈短期反轉訊號的能力。 

2. 生成對抗網路有較高的預測台灣非金融 ETF 價格走勢能力。無論是邦台灣

摩根(0057)還是富邦台灣采吉 50基金(006208)，使用鑑別網路監督長短期

記憶模型訓練的模型都有較高的價格走勢預測能力，且當行情真實為牛市

時，藉由鑑別網路輔助長短期記憶模型學習的模型比一般的長短期記憶模

型有更高的機率抓住此波上漲的趨勢 

3. 本文不針對任何一個 ETF 商品建模，而是透過樣本資料訓練出一個可以廣

泛運用在台灣非金融類 ETF預測的深度學習模型。即使訓練期間，模型沒有

看過的測試資料，仍可以預測該測試資料的收盤價格，並且五日價格走勢準

確率高達 79.92%。然而，與 Xingyu Zhou et al.(2018)的文章的結果不一

樣，在台灣非金融類 ETF的價格與漲跌的預測中，當我們建立可以廣泛應用

的類神經網路模型，生成對抗網路並非都比長短期記憶模型的預測能力來

得更好，因此生成對抗網路中的鑑別模型之選擇也是重要的議題。 
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第二節 後續研究與建議 

台灣股市很容易受到美國的股市影響，在第五章第三節比較了兩測試資料

富邦台灣摩根(0057)與富邦台灣采吉 50基金(006208)，其中大有許多行情大跌

的原因都來自美國股市的影響，可以加入標準普爾 500或是 NASDAQ指數進行預

測。這也表示本文的最後結果會受到特徵的選擇與數量。 

另外，雖然有生成對抗網路有捕捉到下跌的趨勢，但下跌後反彈的價格都

有高估的現象。根據 Thomas Fischer and Christopher Krauss(2017)與本文

的結果，可以將本文的生成對抗網路之鑑別網路換成長短期記憶模型，以此監

督生成網路，捕捉更多高波動的特徵訊號。 
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