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摘要 
  在本研究中，我們想對金融商品進行預測，並且透過投資報酬率來探討兩種深度學

習的方法孰優孰劣，同時我們也認為除了股票價格和交易量之外，技術指標和新聞情

緒都是影響股票走勢的重要因素之一，因此，在最後的結果中我們也會與大盤 ETF 

(Exchange Traded Funds) GSPC(追蹤 S&P 500) 和 QQQ(追蹤內斯達克指數)進行比較，

用以衡量模型。 

  首先我們從 CNBC 爬取五間公司(Facebook, Amazon, Apple, Netflix, Google)的新聞

資料以及從 yahoo 股市中獲取 2013 年到 2020 年的股市資訊，再來使用 BERT 衡量新聞

情緒，這裡將它定義為三種情緒(負面、中立、正面)，並透過加權平均獲得一天的情

緒指標，為了有更多的特徵資料量，實驗中也加入技術指標如 MACD ( Moving Average 

Directional Index ), RSI ( Relative Strength Index )等。接著，比較深度學習模

型 LSTM (Short Term Memory Networks)、GRU (Gated Recurrent Unit Network)和

PPO (Proximal Policy Optimization)深度強化學習模型，在這五支股票中的表現。 

  從本實驗中實證分析，可以得到以下結果 : 

  從 2018年 6月 25日到 2020 年 12 月 31日期間，若直接投資 S&P 500 指數，平均年

化報酬率為 15.56%，若是直接投資 Dow Jones 指數，平均年化報酬率為 9.39%，若是直

接投資 Nasdaq 指數，平均年化報酬率為 27.94%，而透過直接持有 FAANG，平均年化報

酬率為 24.39%。 

  透過強化學習策略對上述四個標的投資平均年化報酬率為投資 S&P 500 指數平均年

化報酬率為 28.05%，投資 Dow Jones 平均年化報酬率為 13.49%，投資 Nasdaq 指數 平

均年化報酬率為 32.36%，投資 FAANG 平均年化報酬率為 25.57%。 

 

 

關鍵詞：股票預測、BERT、強化學習、深度學習、FAANG 
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第一章 緒論 

1.1 研究動機 

  每當投資者在進行任何一項投資決定時，往往會受到環境或價格上的波動而產生心

理上的壓力和偏誤，進而做出偏離預設策略之非理性操作，為了降低人為的介入，在

電腦科學領域中，人工智慧和機器學習已經被大量的運用在自動化交易策略當中，在

本實驗中，我們將透過應用深度機器學習和深度強化學習兩種方法，去探討如何在決

策過程中優化整理預期收益。 

  而在近幾年的股價方面，我們發現科技股幾乎帶動了很長一段時間的大盤走勢，投

資人對於投資科技巨擘的交易量也越來越高，對於長期持有的投資者而言，該類公司

的股票不僅具有市場流動性，公司的基本面和股價也更穩定，具有長期持續獲利的競

爭優勢。因此本實驗挑選了五隻科技股，也就是俗稱的 FAANG(臉書、雅馬遜、蘋果、

網飛、谷歌)尖牙股來作為這次的投資標的。 

 

1.2 研究目的 

  在本研究中，我們利用兩種方式進行學習，第一種為強化學與環境互動的特性建立

一個學習代理人，讓代理人在每天的股市表現中不斷地進行投資決策，系統會根據歷

史資料給予決策相對的收益和損失，來優化每一次的動作選擇，最後完成一個交易策

略，而第二種方式為利用深度學習中的 LSTM和 GRU對投資標的做價格預測，接著根據

隔天預測收盤價格的情形選擇是否買入，買入股數會與漲幅成正比。此外，我們也加

入了情緒面和技術面的指標，增加環境變量，並且為了符合在交易市場中的情境，本

實驗也加入交易費用與初始資金限制等條件，將最後的投資績效用投資報酬率作為總

評比基準。 
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第二章  文獻探討 

2.1  背景介紹 

  科技巨頭，也被稱作 Big Tech 或 Tech Giants而其中又以最具主導地位的公司，

雅馬遜公司、蘋果公司、Google、Facebook 和微軟合稱。這些公司不僅僅在美國，在

世界的資訊科技產業也佔據有龍頭地位，其又被稱為 Big Five。FAANG 指的是

Facebook、蘋果公司（Apple）、雅馬遜公司（Amazon）、Netflix、Google等五家美

國網路業或科技巨擘的合稱，主要為科技股的時髦術語使用。這個詞語首次由消費者

新聞與商業頻道的吉姆·克瑞莫（Jim Cramer）命名。截至 2018年，上述 5家公司的

市值總額已達到 3兆元。 FANG四字母在英文中意為尖牙、利齒，故又有「尖牙股」

之稱。時至今日，紐約證交所推出之尖牙股指數（NYSE FANG+ Index）除上述主要成

分股，還納入特斯拉（Tesla）、輝達（Nvidia）、推特（Twitter）等科技公司。[1] 

2.2 技術分析 

  技術分析將股票的市場價值完全體現在供需兩端的平衡上來討論，投資者對於該標

的的期望收益與預期價值皆已反映在價格和交易量上面，而本實驗中用到的技術指標

有指數平滑異同移動平均線( MACD )、相對強弱指標(RSI 用來判斷開盤收盤價格變

化)、布林通道(Bollinger Bands 這裡有分 upper band 和 lower band)、動向指數

( Directional Movement Index  用來衡量價格波動循環)、商品通道指標

( Commodity Channel Index 用來衡量股價是否超出常態分佈範圍) 。 

 

2.3 量化交易 

  量化交易總共包含三個步驟：構思策略、歷史數據回朔測試 (back-testing)、模擬

買賣，而其中歷史數據回朔測試又是量化交易的核心，其可用來驗證構思出來的策略

是否在真實資料中是有可行性的，同時也能透過反覆的訓練後在測試資料中找到更佳

的策略勝率、年報酬率、降低虧損幅度等。 

  量化投資和傳統的定性投資本質上來說是相同的，二者都是基於市場非有效或弱有

效的理論基礎。兩者的區別在於量化投資管理是“定性思想的量化用”，更加強調資

料。量化交易具有以下幾個方面的特點： 
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紀律性。根據模型的運行結果進行決策，而不是憑感覺。紀律性既可以克制人性中貪

婪、恐懼和僥倖心理等弱點，也可以克服認知偏差，且可跟蹤。 

2、系統性。具體表現為“三多”。一是多層次，包括在大類資產配置、行業選擇、精

選具體資產三個層次上都有模型；二是多角度，定量投資的核心思想包括宏觀週期、

市場結構、估值、成長、盈利品質、分析師盈利預測、市場情緒等多個角度；三是多

資料，即對海量資料的處理。 

3、套利思想。定量投資通過全面、系統性的掃描捕捉錯誤定價、錯誤估值帶來的機會，

從而發現估值窪地，並通過買入低估資產、賣出高估資產而獲利。 

4、概率取勝。一是定量投資不斷從歷史資料中挖掘有望重複的規律並加以利用；二是

依靠組合資產取勝，而不是單個資產取勝。 

量化投資技術包括多種具體方法，在投資品種選擇、投資時機選擇、股指期貨套利、

商品期貨套利、統計套利和演算法交易等領域得到廣泛應用。在此，以統計套利和演

算法交易為例進行闡述。 

1、統計套利 

統計套利是利用資產價格的歷史統計規律進行的套利，是一種風險套利，其風險在於

這種歷史統計規律在未來一段時間內是否繼續存在。 

統計套利的主要思路是先找出相關性最好的若干對投資品種，再找出每一對投資品種

的長期均衡關係（協整關係），當某一對品種的價差（協整方程的殘差）偏離到一定

程度時開始建倉，買進被相對低估的品種、賣空被相對高估的品種，等價差回歸均衡

後獲利了結。股指期貨對沖是統計套利較常採用的一種操作策略，即利用不同國家、

地區或行業的指數相關性，同時買入、賣出一對指數期貨進行交易。在經濟全球化條

件下，各個國家、地區和行業股票指數的關聯性越來越強，從而容易導致股指系統性

風險的產生，因此，對指數間的統計套利進行對沖是一種低風險、高收益的交易方式。 

2、演算法交易。 

演算法交易又稱自動交易、黑盒交易或機器交易，是指通過設計演算法，利用電腦程

式發出交易指令的方法。在交易中，程式可以決定的範圍包括交易時間的選擇、交易

的價格，甚至包括最後需要成交的資產數量。 

演算法交易的主要類型有: (1) 被動型演算法交易，也稱結構型演算法交易。該交易

演算法除利用歷史資料估計交易模型的關鍵參數外，不會根據市場的狀況主動選擇交

易時機和交易的數量，而是按照一個既定的交易方針進行交易。該策略的的核心是減

少滑價（目標價與實際成交均價的差）。被動型演算法交易最成熟，使用也最為廣泛，

如在國際市場上使用最多的成交加權平均價格（VWAP）、時間加權平均價格（TWAP）

等都屬於被動型演算法交易。 (2) 主動型演算法交易，也稱機會型演算法交易。這類
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交易演算法根據市場的狀況作出即時的決策，判斷是否交易、交易的數量、交易的價

格等。主動型交易演算法除了努力減少滑價以外，把關注的重點逐漸轉向了價格趨勢

預測上。 (3) 綜合型演算法交易，該交易是前兩者的結合。這類演算法常見的方式是

先把交易指令拆開，分佈到若干個時間段內，每個時間段內具體如何交易由主動型交

易演算法進行判斷。兩者結合可達到單純一種演算法無法達到的效果。 

演算法交易的交易策略有三：一是降低交易費用。大單指令通常被拆分為若干個小單

指令漸次進入市場。這個策略的成功程度可以通過比較同一時期的平均購買價格與成

交量加權平均價來衡量。二是套利。典型的套利策略通常包含三四個金融資產，如根

據外匯市場利率平價理論，國內債券的價格、以外幣標價的債券價格、匯率現貨及匯

率遠期合約價格之間將產生一定的關聯，如果市場價格與該理論隱含的價格偏差較大，

且超過其交易成本，則可以用四筆交易來確保無風險利潤。股指期貨的期限套利也可

以用演算法交易來完成。三是做市。做市包括在當前市場價格之上掛一個限價賣單或

在當前價格之下掛一個限價買單，以便從買賣差價中獲利。此外，還有更複雜的策略，

如“基準點“演算法被交易員用來類比指數收益，而”嗅探器“演算法被用來發現最

動盪或最不穩定的市場。任何類型的模式識別或者預測模型都能用來啟動演算法交易。 

量化交易潛在風險 

量化交易一般會經過钜量資料模擬測試和類比操作等手段進行檢驗，並依據一定的風

險管理演算法進行倉位元和資金配置，實現風險最小化和收益最大化，但往往也會存

在一定的潛在風險，具體包括： 

1、歷史資料的完整性。行情資料不完整可能導致模型與行情資料不匹配。行情資料自

身風格轉換，也可能導致模型失敗，如交易流動性，價格波動幅度，價格波動頻率等，

而這一點是量化交易難以克服的。 

2、模型設計中沒有考慮倉位元和資金配置，沒有安全的風險評估和預防措施，可能導

致資金、倉位元和模型的不匹配，而發生爆倉現象。 

3、網路中斷，硬體故障也可能對量化交易產生影響。 

4、同質模型產生競爭交易現象導致的風險。 

5、單一投資品種導致的不可預測風險。 

為規避或減小量化交易存在的潛在風險，可採取的策略有：保證歷史資料的完整性；

線上調整模型參數；線上選擇模型類型；風險線上監測和規避等。 

量化交易量化策略 
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量化策略是指使用電腦作為工具，通過一套固定的邏輯來分析、判斷和決策。量化策

略既可以自動執行，也可以人工執行。一個完整的策略需要包含輸入、策略處理邏輯、

輸出；策略處理邏輯需要考慮選股、擇時、倉位管理和止盈止損等因素。 

量化選股就是用量化的方法選擇確定的投資組合，期望這樣的投資組合可以獲得超越

大盤的投資收益。常用的選股方法有多因數選股、行業輪動選股、趨勢跟蹤選股等。 

1 多因數選股 

多因數選股是最經典的選股方法，該方法採用一系列的因數（比如市盈率、市淨率、

市銷率等）作為選股標準，滿足這些因數的股票被買入，不滿足的被賣出。 

2 風格輪動選股 

風格輪動選股是利用市場風格特徵進行投資，市場在某個時刻偏好大盤股，某個時刻

偏好小盤股，如果發現市場切換偏好的規律，並在風格轉換的初期介入，就可能獲得

較大的收益。 

3 行業輪動選股 

行業輪動選股是由於經濟週期的的原因，有些行業啟動後會有其他行業跟隨啟動，通

過發現這些跟隨規律，我們可以在前者啟動後買入後者獲得更高的收益，不同的宏觀

經濟階段和貨幣政策下，都可能產生不同特徵的行業輪動特點。 

4 資金流選股 

資金流選股是利用資金的流向來判斷股票走勢。巴菲特說過，股市短期是投票機，長

期看一定是稱重機。短期投資者的交易，就是一種投票行為，而所謂的票，就是資金。

如果資金流入，股票應該會上漲，如果資金流出，股票應該下跌。所以根據資金流向

就可以構建相應的投資策略。 

5 動量反轉選股 

動量反轉選股方法是利用投資者投資行為特點而構建的投資組合。索羅斯所謂的反身

性理論強調了價格上漲的正回饋作用會導致投資者繼續買入，這就是動量選股的基本

根據。動量效應就是前一段強勢的股票在未來一段時間繼續保持強勢。在正回饋到達

無法持續的階段，價格就會崩潰回歸，在這樣的環境下就會出現反轉特徵，就是前一

段時間弱勢的股票，未來一段時間會變強。 

6 趨勢跟蹤策略 

當股價在出現上漲趨勢的時候進行買入，而在出現下降趨勢的時候進行賣出，本質上

是一種追漲殺跌的策略，很多市場由於羊群效用存在較多的趨勢，如果可以控制好虧

損時的額度，堅持住對趨勢的捕捉，長期下來是可以獲得額外收益的。 
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擇時 

量化擇時是指採用量化的方式判斷買入賣出點。如果判斷是上漲，則買入持有；如果

判斷是下跌，則賣出清倉；如果判斷是震盪，則進行高拋低吸。常用的擇時方法有：

趨勢量化擇時、市場情緒量化擇時、有效資金量化擇時、SVM量化擇時等。 

1. 倉位管理 

倉位元管理就是在你決定投資某個股票組合時，決定如何分批入場，又如何止盈止損

離場的技術。 

常用的倉位管理方法有：漏斗型倉位管理法、矩形倉位管理法、金字塔形倉位管理法

等 

2.止盈止損 

止盈，顧名思義，在獲得收益的時候及時賣出，獲得盈利；止損，在股票虧損的時候

及時賣出股票，避免更大的損失。 

及時的止盈止損是獲取穩定收益的有效方式。 

1. 策略的生命週期 

一個策略往往會經歷產生想法、實現策略、檢驗策略、運行策略、策略失效幾個階段。 

2. 產生想法 

任何人任何時間都可能產生一個策略想法，可以根據自己的投資經驗，也可以根據他

人的成功經驗。 

3. 實現策略 

產生想法到實現策略是最大的跨越，實現策略可以參照上文提到的“一個完整的量化

策略包含哪些內容？” 

4. 檢驗策略 

策略實現之後，需要通過歷史資料的回測和模擬交易的檢驗，這也是實盤前的關鍵環

節，篩選優質的策略，淘汰劣質的策略。 

5. 實盤交易 

投入資金，通過市場檢驗策略的有效性，承擔風險，賺取收益。 

6. 策略失效 
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市場是千變萬化的，需要即時監控策略的有效性，一旦策略失效，需要及時停止策略

或進一步優化策略。這是強化學習最有效的應用。[2] 

 

 

 

 

 

 

2.4 深度學習 

2.4.1 Transformer 

  Transformer在 2017年由 google提出，是一種基於自注意力機制(Self-Attention)

的編解碼器模型(Encoder-Decoder)，在它出現之前，序列資料的建模通常採用 RNN架

構或是基於 RNN 的變形(LSTM、GRU 等)，但是這些都存在訓練速度慢和準確性低的問

題，而 Transformer 與之不同的地方就是它將序列中的單字並行處理，並藉由自注意

力機制將單字與序列中的其他單字進行一一對比，計算出注意力分數，而這些分數就

表示其他單字對於這個單字的語意影響程度多寡。因為 Transformer 並行處理所有詞，

所有的詞都可以在多個步驟中互相產生關聯，它的訓練速度比 RNN 快，在翻譯、分類

等任務中的表現也優於 RNN。Transformer機制如下： 
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圖 1- 1 Transformer Model示意圖 

 

  左右兩邊都各由 6層的 encoder 和 decoder組成（總共 12層），每一層中又有兩個

子層 (multi-head self-attention 層和 fully connected feed forward 層) 而

encoder層的輸出會作為 decoder層的輸入。 

  自注意力機制(Self-Attention)是 Transformer 架構的核心，在每一個 Self-

Attention 層中都有三種向量 query vectors(Q), key vectors(K), value vectors(V) 。

在訓練的過程中，Embedding 階段會先將句子轉換成向量，接著模型會加入位置訊息

到其中(Positional Embedding)，接著第二步驟，所有 embedding words 會藉由內積

(dot product)計算出Ｑ, K vectors，然後除與三個向量的維度平方根(達到梯度穩定

性)，然後經過 softmax function 去獲得一個分數，這個分數就代表特定單字在特定
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位置的影響程度，最後將 V vectors乘於 softmax score(這個做法可以更聚焦在特定

單詞並給予不相關詞更低的分數)，最後加總權重後的 V vectors就是 Self-Attention 

layers 的輸出了。示意圖如下： 

 

圖 1- 2 學習機制示意圖 

 

 

 

2.4.2 BERT 

  BERT 的全名為 Bidirectional Encoder Representations from Transformer，在

2018 年提出，從字面上意思就可以看出來他是基於 Transformer 架構中的 Encoder，

是 Google 用大量的無標註文本以無監督學習方式(unsupervised-learning)訓練而成

的預訓練語言代表模型(Pre-trained Language Model) [6]，其由兩階段所構成，也

就是 pretrain 階段 和 fine-tuning 階段，在 pretrain 階段 已經完成了 Masked 

Language model(MLM)和 Next Sentence Prediction(NSP)的訓練，因此對於使用者來

說，我們只需要專注在 Fine-tuning階段，Bert 模型的初始預設參數是和 pre train

任務一樣的，我們可以基於這個架構單單只重新設計下游任務，將標記資料輸入，只
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訓練最後一層來得到設定任務的最佳參數，其優點是可以省去大量的設計模型時間以

及運算成本。 

2.4.3 情感分析 

  在早期金融市場中存在著有效市場假說理論，這一假說認為投資者都是理性的，所

有訊息到都可以在股價中得到反應，因此市場情緒對於股市的預測價值不高，金融投

資者也都將重心放在技術面的追求上，但近年來隨著行為財務學的觀點漸漸被大眾接

受，很多的實驗都慢慢證明 1. 交易中不可避免的存在一些非理性交易者 2. 在某些極

端情況下，專業交易互可能基於某些原因無法有效的糾正股票價格，造成有套利空間

產生，進而引想到市場情緒的變化，例如最近發生的美股 Gamestop 之亂( 散戶抱團抵

制做空機構，群情激憤的情況下把 GME 股票炒高導致做空機構慘賠) 。因此本實驗中

也內入的情感分析，作為一項環境變量的偵測指標，用以提高模型對股價的預測準確

性。 

2.4.4 模組 FinBert 與情感分數算法 

1. FinBERT (BERT for Financial Text Mining)是第一個通過在金融語料上使用多

任務學習得到的特定領域的 BERT，其可以把金融領域語料上的知識傳遞到下游金

融文本相關的應用任務上，且 FinBERT 和標準 BERT採用不同的訓練目標函數。本

文設計或採用了 6中自監督預訓練任務，可以通過多任務自監督學習方法來訓

練，從而更有效地捕捉大規模預訓練語料中的語言知識和語義信息；在幾個金融

領域的基準集上執行了若干實驗。實驗結果展示，FinBERT可以顯著超越 sota 的

效果：金融句子邊界檢測；金融情感分析；以及金融問答；使用 Horovod框架實

現了 FinBERT，以及使用了混合精度。 （目前還沒有）公開代碼或者預訓練的模

型。 FinBERT可以被用於其他很多下游的金融文本挖掘任務，提升整體性能

[3]，模型示意圖如下： 
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圖 1- 3 FINBERT 預訓練模型示意圖 

2. 情感分數在經過 FinBert 預訓練模型後會產生[Negative, Neutral, Positive]三

個分數，在這裡把 Negative 視為-1，Neutral 視為 0，Positive 視為 1，若一個

日期中有多篇新聞，則採取加權平均，舉例來說：2018-01-20 有 7 篇新聞，分數

為[0,1,1,-1,1,0,0]，則該天的情感分數則為 
!
"
 。 

 

 

 

 

 

2.4.5 LSTM 

  LSTM的記憶主要由輸入閥( input gate )、遺忘閥( forget gate )兩個控制 
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圖 1- 4 LSTM 示意圖 

從圖中可以看出 forget gate 會納入 hidden state h (決定短期記憶)和 input x 從

而影響 cell state c(決定長期記憶)決定過去的記憶中有多少要保留，這個閥是一個

sigmoid函數，表示忘記與否，而 input gate 會決定當前的 input 是否要加入長期記

憶 cell state c 中，也是一個 sigmoid函數，表示加入與否，最後 output Gate 會經

過一個 tanh函數，加上 cell state 去決定下一個 hidden state h 。 

2.4.6 GRU 

  GRU在2014年被提出，是一個簡化版的 LSTM其中的記憶改成為一個更新閥( update 

gate )控制，但其運算速度卻比 LSTM還快( 因為合併 cell state 和 hidden state 造

成參數變少)，而且準確度也差不多，圖中的 Zt 為 update gate, rt 為 Reset Gate,  ℎ$%  

是 state candidate, ℎ$ 是 current state。 
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圖 1- 5 GRU 示意圖 

 

 

2.5 強化學習 

2.5.1 概念介紹 

  強化學習可以分成 model-base 和 model-free 兩種，model-base 的情況在生活中一

班不常見，大多存在遊戲中，例如圍棋，因為這是基於對規則和環境都有充分的理解

的條件下，而 model-free中則是用在對環境無法充分理解，因此基於兩個方向 value-

based 和 policy-based 去做學習，而這三者是可以兼容的，在 Alpha Go 中就是將三

者混雜使用。在這兩種方向中最具有代表性的分別是 Q-learning 和 Policy Gradient

算法，在本實驗中的 PPO 算法就是一種基於 Policy Gradient 的新算法，他的提出解

決了 Policy Gradient 算法中步伐長度很難確定的問題，在這裡選擇他也是因為可以

直接學習策略(不像 Q learning 要透過 value 來間接學習 policy) ，且它可以在連續

動作空間中很好的執行，因此非常適合用在發展交易策略上面。 

2.5.2 Value-based learning v.s Policy-based learning 

1. Value-based learning 

強化學習的最終目標是求解 policy，所謂 Value-based 方法，就是先評估每個 action

的 Q 值(Value)，再根據 Q 值求最優 Policy 的方法。，因此 Value-based 的方法是一

種“曲線救國”。Value-Base 中的 action-value 估計值最終會收斂到對應的 true 

values（通常是不同的有限數，可以轉化為 0 到 1 之間的概率），因此通常會獲得一

個確定的策略（deterministic policy）。 
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Value-Base，對於連續動作空間問題，雖然可以將動作空間離散化處理，但離散間距

的選取不易確定。過大的離散間距會導致算法取不到最優 action，會在這附近徘徊，

過小的離散間距會使得 action 的維度增大，會和高維度動作空間一樣導致維度災難，

影響算法的速度。 

2. Policy-based learning 

Policy-Based 不會收斂到一個確定性的值，另外他們會趨向於生成 optimal 

stochastic policy。如果 optimal policy 是確定性的，那麼 optimal action 對應的

性能函數將遠大於 suboptimal actions 對應的性能函數，性能函數的大小代表了概率

的大小。 

Policy-Based 適用於連續的動作空間，在連續的動作空間中，可以不用計算每個動作

的概率，而是通過 Gaussian distribution （正態分佈）選擇 action。在 Value-Base

中，value function 的微小變化對策略的影響很大，可能直接決定了這個 action 是

否被選取而 Policy-Based避免了此缺點 

3. 隨即策略的優點 

在很多問題中的最優策略是隨機策略（stochastic policy）。 （如石頭剪刀布遊戲，

如果確定的策略對應著總出石頭，隨機策略對應隨機出石頭、剪刀或布，那麼隨機策

略更容易獲勝） 

2.5.3 PPO 

  PPO 算法是一種新型的 Policy Gradient算法，Policy Gradient算法對步長十分敏

感，但是又難以選擇合適的步長，在訓練過程中新舊策略的的變化差異如果過大則不

利於學習。 PPO 提出了新的目標函數可以再多個訓練步驟實現小批量的更新，解決了

Policy Gradient算法中步長難以確定的問題。 

演算法實作如下： 

初始化 policy 的參數θ0 在每次迭代中：使用θk 與環境互動，得到一堆{st,at}，計

算advantage-Aθk(st,at)θk上一次訓練迭代中得到的actor的參數實作PPO最佳化，

以θk 得到的資料來訓練θ不同於 policy gradient只能應用一次資料，這邊可以多次

訓練θobject function-JθkPPO(θ)=Jθk(θ)−βKL(θ,θk)動態更新β設置一個可

接受的最大、最小 KL(θ,θk)，稱為 adative KL penalty 比最大值大，代表懲罰項沒

發揮效用，則加大β比最大值小，代表懲罰項效果太強，則減少β。 
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圖 1- 6 ppo演算法公式 

2.5.4 關於 FinRL 

1. FinRL 是目前上市面最常用的強化學習實現量化交易開源代碼庫，根據 FinRL 團

隊指出[7]為了因應各種市場、財務服務如投資組合分配、加密貨幣交易、高頻交

易、即時交易，其提供了統一的機器學習框架。由下圖可以看到該團隊彙集了

FinRL的發展過程。 
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圖 1- 7 FinRL 發展時間軸圖 

來源: Practical Deep Reinforcement Learning Approach for Stock Trading(2018) 

  FinRL模擬了各種股票市場的交易環境，包含 NASDAQ-100, DJIA, S&P 500, SSE500 

並且採用模塊化結構的分層架構。提供了自己開發的輕量級 DRL算法庫 ElegentRL，並

且支援用戶自定義算法，其身為一個開源框架，可幫助從業者進行交易策略的開發。

在深度強化學習 (DRL) 中，代理通過不斷地與環境交互，以試錯的方式進行學習，在

不確定的情況下做出順序決策，並在探索和利用之間取得平衡。開源社區 AI4Finance

（有效自動化交易）提供有關量化金融領域深度強化學習 (DRL) 的資源，旨在加速從

傳統機器學習方法到金融領域 RLOps 的範式轉變。它有助於投資者接觸量化金融並製

定自己的股票交易策略。除了易於復制的教程外，FinRL 庫還允許用戶簡化自己的開

發並輕鬆地與現有方案進行比較。在 FinRL 中，虛擬環境配置有股票市場數據集，交

易代理通過神經網絡進行訓練，並通過交易表現分析廣泛的回測。此外，它還包含重

要的交易約束，如交易成本、市場流動性和投資者的風險規避程度。 

FinRL 具有完整性、實踐教程和可重複性，有利於投資者：(i) 在多個時間粒度級別，

FinRL 模擬各種股票市場的交易環境，包括 NASDAQ-100、DJIA、S&P 500、HSI、SSE 

50、和滬深 300； (ii) FinRL 採用模塊化結構的分層架構組織，提供微調的最先進 

DRL 算法（DQN、DDPG、PPO、SAC、A2C、TD3 等）、常用獎勵函數和標準評估基線以
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減輕調試工作量並提高可重複性，並且（iii）高度可擴展，FinRL 保留了一套完整的

用戶導入接口。此外，它還可以整合單股交易、多股交易、投資組合配置等應用。 

2. FinRL在開發過程中也用到了開源 OpenAI Gym 中的環境，OpenAI Gym 是由 Tesla 

執行長 Elon Musk 創立。開發者可上傳自己的人工智慧數據演算法到 OpenAI Gym，

測試其演算法效能，並與其他開發者交流。 OpenAI Gym 提供各種測試環境，例

如數學計算、物體控制、圍棋與電子遊戲。人工智慧系統能透過不斷測試，提高

能力。目前此環境支援的程式語言為 Python，未來也將支援其他語言。 

3. 超參數的優化 

  超參數的優化一直是機器學習當中非常重要的一環，因為任何一個微小的參數調整

都可以直接影響到模型最後的表現成果，隨著資料量以及模型的複雜度不斷增加，超

參數的優化已經變成越來越困難的任務，因此，一個自動化的超參數調整就很重要，

它可以隨著資料做變化，不僅穩定也不需要太多的運算資源，並且最後又成確保模型

的表現是好的[3]．目前對於超參數調整已經存在多種的解法，這些方法包含手動搜尋

(manual search 缺點：效率低靠運氣)、網格搜索(grid search 缺點：維度爆炸)、

隨機搜索(random search 缺點：效率低)[4]，而近期較常用的則是貝葉斯優化

(Bayesian optimization technique)建立一個含有目標函數的機率模型，並且使用他

去選擇最佳的超參數去評估正確的目標函數[5] 。 

 

 

圖 1- 7 目標函數公式 

來源: a tutorial on Bayesian Optimization(Peter I. Frazier, 2018) 

 

 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101247
 23 

2.6 風險預估 

2.6.1 夏普比率 (Sharp ratio) 

  

  夏普比率為衡量一個投資組合「在承受 1%風險下，能獲得多少報酬？」的方法，假

設夏普比率為 0.5 表示在承受 10%波動風險下，長期可以創造 5％的報酬率。透過夏普

比率我們可以明確去了解一個策略與穩定性的關係。[1] 

2.6.2 卡瑪比率 (Calmar ratio) 

  

  卡瑪比率是夏普比率的改進版本，但同樣是用來衡量風險收益比，只是將標準差改

為最大回撤的風險。在大部分情況下收益優異的基金卡瑪比率也低於水平，也就是他

們的最大回撤都比較顯著，而這就驗證了市場上不存在高收益低風險的基金，因此卡

瑪比率通常是在比較兩個表現差不多的指標中，哪一個的控制風險能力比較強。[2] 
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第三章  系統設計 

 

圖 1- 8 系統設計流程圖 

 

3.1 實驗資料集 

3.1.1 深度學習預測股價 

  這部分我們從 Yahoo Stock 下載 013 年 1月 2日至 2020 年 12 月 31日之 FAANG 股價

歷史資料作為投資標的，而新聞資料則利用 CNBC 的 API 總共搜集了 5 間公司 2013 年

至 2020 年的所有新聞資料，用以做 BERT 獲取情感分數，其中 Facebook 共有 25806

筆、Apple共有 236701筆、Amazon共有 25721筆、Netflix共有 9150筆、Google共

有 19937筆資料。情感分析後資料如圖所示（以 Apple 新聞為例） 
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圖 1- 9 新聞內容圖 

 

 

3.1.2 強化學習模擬交易 

  本實驗資料 Yahoo Stock 中 2013 年 1月 2日至 2020 年 12 月 31日之 FAANG 股價歷

史資料作為投資標的，其中 2013 年 1月 2日至 2018年 6月 24 日作為訓練期，2018年

6月 25日至 2020 年 12 月 31日為交易期，比例約為 7 : 3。模型會根據訓練期間發展

出一套交易策略，應用在交易期間，系統會根據此期間的累計報酬計算投資報酬率，

作為績效評比的依據。 

 

圖 1- 10 資料切割時間軸圖 
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3.2 資料前處理 

3.2.1 深度學習預測股價 

  先依照日期計算出一天中總共有幾則新聞，做平均算出情感得分，接著與股票價格

合併，再來，將所有數值先做標準化轉換後取 lookback=20 天，以前 19天去預測後一

天的方式運算，input_dim = 6, hidden_dim = 64, 總共跑 500 epochs。 

 

3.2.2 強化學習模擬交易 

   在本實驗中，先用 CNBC 的 API 獲取 FAANG 新聞，因為一間公司一天中可能存在多

篇新聞，這裏假設有五篇相關新聞，在做情感分析時便會做加總取平均[1,1,0,-1,1]最

後會得到 2/5 = 0.4 這個就是這篇新聞的情感分數，越靠近 1表示越正面，反之，靠

近-1則為負面。接著，從 Yahoo Stock 爬取股價資訊其中包含開盤價、收盤價、最高

價、最低價、交易量，在這邊先計算出前文提到的技術指標(如 MACD, RSI 等)，接著將

兩張表格依照日期、時間做 Group by 得到如下的數據。 

 

圖 1- 11 強化學習 Input 資料圖 

 

 

3.3 預測模型設計 

3.3.1 深度學習模型設計 

1. 交易策略 

與強化學習能夠根據環境變化彈性調整策略的方式不同，在 GRU和 LSTM預測完股價之

後，我們要自行設定策略，這裡採用的方法是在 2013 年 1 月 2 日先平均分配買進 50

萬美金的股票，接下來依照隔天的預測收盤價格去決定要加碼還是減碼，若隔天漲，

那就將漲價的股票依照漲幅比例去取權重在當天開在當天開，一次買進的上限為 200

股，舉例來說若隔天 FB +5%, AMZN +3%, APPL -2%, NFLX -6%, Goog +2%，則 200 * 
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5/10 = 100 股（買入 FB），200 * 3/10 = 60 股（買入 AMZN），以此類推。 若遇到

手中持股賣光的情況下，則要等重新買進股票才能賣出( 無法融資)，並且若是未來30

天內的股價低於成本價 20%則全部出清。 

 

3.3.2  強化學習模型設計 

1. 環境設計   

動作(actions)描述了代理(agent)和環境之間互動與許的操作，這裡包含三種操作{-

1,0,1}，分別代表出售一股股票，持有和購買一股股票，當然也可以執行多股操作，這

裡我們設定{-k,-k+1,…..,0,1,…k}為一個動作空間，k在這裡設定為 100。 

  環境的設定在強化學習中是非常重要的一環，這裡的環境是基於 OpenAI GYM 

framework去模擬真實的市場情況，交易環境包含 1. 歷史行情數據、當前市場行情數

據、當前總資產、當天持倉、成交、委託數據，在初始資金上設定為一百萬美金，當

天交易上限為 100 股，交易費用為每一筆交易的千分之一。 

2. 動作設計 

這邊要設定多個條件限制式 

(1) 這邊會根據模型學習來的 action去進行買或賣掉持有的股票，而因為手續費的關

係，也必須考慮到至少手中要持有足夠現金的情況下才能出售股票。 

(2) 若波動幅度超過預設門檻，也就是發生系統性風險時，也是要直接拋售掉該檔全

部股票。 

(3) 在買賣交易後都要重新調整現有資金，並且在最後一個交易日前要出清手中持股。 

(4) 設定在每一次重新訓練時就 reset所有部位和手中資金。 

3.4 超參數的優化 

  在貝葉斯優化中的f(x)為目標函數，通常放入驗證錯誤(validation loss)，用以調

整我們的超參數，接著定義範圍，以及資料型態(int, boolean, or float)，選擇最佳

化演算法來建立條件模型，常見的概率模型為使用高斯過程(Gaussian processes)，

而搜尋最佳超參數就像是經歷一連串的決策過程，初始值要設定多少、如何調整學習

參數、如何縮小驗證資料上的損失值等，特別是在深度學習模型上面，會有非常大量

的參數需要調整。 
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第四章  實驗結果與分析 

4.1 情感分數及超參數結果： 

1. 情感分數的部分可以看到下圖 1-11，我將各個日期對應的分數依照平均加

權計算出來，接著再合併入該天的股價表現中，最後得到圖 1-12 的完整資

料，用以作為後續的模型訓練 input。 

 

圖 1- 11 每天標的的平均情感分數圖 
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圖 1- 12 股價與情感分數合併圖 

2. 超參數 

在這次的實驗中我們使用手動搜尋（Manual Search）的方式，雖然比一開

始設定的結果要好，但效率很低，目前發現強化學習這塊其實有一些已經開

發好的超參數優化框架可以使用，例如：Ray rllib 和 optuna，預期使用

後訓練結果可以好更多。 

 

圖 1- 8 超參數調整圖 

 

4.2 深度學習預測股價結果： 
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「機器學習中所有的算法都需要最大化或最小化一個函數，這個函數被稱為

「目標函數」，其中，我們一般把最小化的一類函數，稱為「損失函數」。目

的是要找到損失函數達到極小值的點，解決機器學習優化中最重要的部分。 

這裡採用 RMSE（Root Mean Square Error）作為測量指標，是用來衡量觀測值

同真值之間的偏差。優點：標準化平均方差對均方差進行了標準化改進，通過

計算擬評估模型與以均值為基礎的模型之間準確性的比率，標準化平均方差取

值範圍通常為 0～1，比率越小，說明模型越優於以均值進行預測的策略，RMSE

的值大於 1，意味著模型預測還不如簡單地把所有觀測值的平均值作為預測值。 

 

 

圖 1- 9 RMSE 公式 

 

1. AMAZON 

 

圖 1- 10 Amazon 使用 LSTM 訓練示意圖 
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圖 1- 11  Amazon 使用 LSTM 預測價格示意圖 

 

 

 

圖 1- 12  Amazon 使用 GRU 訓練示意圖 
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圖 1- 13  Amazon 使用 GRU 預測價格示意圖 

 

圖 1- 14  Amazon 的 LSTM與 GRU 比較表  

2. FACEBOOK 

 

圖 1- 15  Facebook 使用 LSTM 訓練示意圖 

 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101247
 33 

 

圖 1- 16  Facebook 使用 LSTM預測價格示意圖 

 

 

 

圖 1- 17  Facebook 使用 GRU 訓練示意圖 
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圖 1- 18  Facebook 使用 GRU預測價格示意圖 

 

圖 1- 19  Facebook 的 LSTM與 GRU比較圖 

3. NETFLIX 

 

圖 1- 20 Netflix 使用 LSTM 訓練示意圖 
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圖 1- 21 Netflix 使用 LSTM預測價格示意圖 

 

 

圖 1- 22   Netflix 使用 GRU 訓練示意圖 
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圖 1- 23  Netflix 使用 GRU預測價格示意圖 

 

圖 1- 24  Netflix 的 LSTM與 GRU比較圖 

4. GOOGLE 

 

圖 1- 25  Google 使用 LSTM 訓練示意圖 
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圖 1- 26  Google 使用 LSTM預測價格示意圖 

 

圖 1- 27  Google 使用 GRU 訓練示意圖 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101247
 38 

 

圖 1- 28  Google 使用 GRU 預測價格示意圖 

 

圖 1- 29  Google 的 LSTM與 GRU 比較圖 

5. APPLE 

 

圖 1- 30 Apple 使用 LSTM 訓練示意圖 
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圖 1- 31 Apple 使用 LSTM預測價格示意圖 

 

圖 1- 32  Apple 使用 GRU 訓練示意圖 
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圖 1- 33 Apple 使用 GRU預測價格示意圖 

 

 

圖 1- 34 APPLE 的 LSTM與 GRU比較圖 

4.2.1 深度學習預測股價分析： 

  從下面五間公司的預測結果中，我們可以理解到用 GRU和 LSTM 去預測股價時，在

訓練階段效果是顯著的，loss function隨著 epochs增加皆有顯著的下降，但是在預

測階段的部分結果就不太理想。可以看到 Amazon 在 預測股價階段效果最差，在 LSTM

下 RMSE 來到了 369，在 GRU 下 RMSE 來到 219，而 Apple 在預測股價階段預測效果則最

好，在 LSTM 下 RMSE 來到了 11，在 GRU 下 RMSE 來到 8。在 5 間公司中我們也發現了

GRU 不管是運算時間或是準確度方面都遠勝過 LSTM。 
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4.3 強化學習模擬交易結果： 

累積報酬指的是固定時間下，期末收益佔投資成本的百分比，公式如下： 

期末收益

投資成本
  - 100% 

因為投資時間固定，相較於年化報酬，這裡用累積報酬更能讓讀者清楚看出總

獲利，因此將累積報酬做為我們績效的衡量指標。 

1. 同樣成分股跟投資道瓊工業指數 ETF （ＤＩＡ）比較 

 

圖 1- 35  強化學習策略（綠）V.S DIA （灰）累積報酬折線圖 

 

 

圖 1- 36 DIA（左）強化學習策略(右)比較圖 

 

2. 同樣成分股跟投資 S&P500 ETF （SPY）比較 
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圖 1- 37  強化學習策略（綠）V.S SPY （灰）累積報酬折線圖 

 

 

圖 1- 38 SPY（左）強化學習策略(右)比較圖 

3. 同樣成分股跟投資納斯達克指數 ETF （QQQ）比較 
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圖 1- 39 強化學習策略（綠）V.S QQQ（灰）累積報酬折線圖 

 

 

圖 1- 40 QQQ（左）強化學習策略(右)比較圖 

 

4. FAANG跟投資納斯達克 ETF（QQQ）比較 
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圖 1- 41 FAANG（綠）V.S QQQ（灰）累積報酬折線圖 

 

 

 

圖 1- 42 QQQ（左）FAANG(右)比較圖 

 

 

 

 

 

 

4.3.1 強化學習模擬交易分析： 
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圖 1- 43 震盪週期示意圖 

 

  從這個圖中我們可以發現 2018 年金融海嘯和 2020 年的疫情很大程度的影響了股價

走勢，而其中股價震盪最大的波段就是2018年的 8月30日開始。結合上述各個圖型，

這個結果顯示出了即使在大盤出現崩盤的時候，運用強化學習的交易策略依然優於所

有市面上的 ETF表現，提供可觀的獲利能力以及穩定的風險控制力。 
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第五章  研究結論與建議 

5.1 結論與貢獻 

  數據化的時代下，大量的產業面臨需要資料分析的問題，包含投資交易方式也隨

著經驗累積變成轉往量化交易發展，而本實驗中透過預測股價以及模擬交易的方

式，雖然在預測股價的方面表較不盡理想，卻可以看到與直接投資追蹤不同指數的

ETF相比，我們強化學習的交易策略都是有更高的獲利能力以及更優秀的風險控制

能力，證明了機器學習確實能在股票市場中給予投資者信號，並且穩定獲利。 

1. 在這邊使用了技術分析和量化交易運用在股票市場中，在訂立交易策略的同時

也利用歷史數據做回測，避免投資人做出情緒性的選擇，讓投資人能保持客觀，

不受到情緒上的影響，將此結果與大盤進行比較過後，可以得到顯著的成果，

為投資人達到獲利。 

2. 在深度學習方面，我用到了股票交易中常用的 LSTM和 GRU兩種模型，並且分析

在五檔熱門科技股 FAANG 中，其中更透過 FinBert去做情感分析，衡量投資人

的情緒，納入影響股價的變數中，最後更圖像化展示結果，讓投資人能夠擁有

歷史數據和統計方法驗證此技術的價值所在。 

3. 在深強化習方面，我使用了由 AI4Finance團隊研發的 FinRL框架，模擬在真實

市場中股票交易的過程，並且同樣用歷史數據回測最後用累積報酬顯示出本實

驗中的交易策略是顯著可行的。 

 

5.2 未來研究建議 

1. 未來的研究上我認為可以為預測價格的部分產生出一套交易策略，如此一來

才能真正地與強化學習模擬交易的成績比較出孰優孰劣。 

2. 可以試用其他演算法 Model，在本實驗中是使用 PPO演算法，目前市面上常

用的還有 DDPG，TD3，AC2，SAC。 

3. 就本實驗的成果顯示，也許 LSTM與 GRU 在波動遠高於歷史數據時無法真正

發揮作用，這邊可以考慮使用其他方式預測股價。 
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