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應用深度學習模型、時間序列分群方法和序列分析 

探討學生的學習表現 

摘要 

 在面對面的實體教室中，教學現場的人員比較容易觀察學生於課堂中的學習

狀況；當學生在學習過程中遇到問題時，也較能清楚地了解問題所在，幫助學生

解決問題。不過在課堂以外的時間，教學人員不易得知學生的學習狀況與學習過

程。因此，本研究希望透過學習管理系統收集學生在學習過程中的日誌資料

（Logs），並使用深度學習模型、時間序列分群方法和序列分析探討學生於課程

中的學習表現，最後將研究結果回饋給教學現場的人員，使老師和助教能夠幫助

學習進度較緩慢、或是在學習過程中遇到問題的學生。 

 

 

關鍵詞：教育資料探勘、深度學習、長短期記憶模型、K-means、動態時間校正、

序列分析 
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Applying deep learning models, time series clustering 

methods and sequential analysis to exploring students' 

learning performance 

Abstract 

 In a face-to-face classroom, it’s easier for teachers to observe students’ learning 

process. When students encounter problems in class, teachers can see the situations and 

help students solve the problems. However, it's not easy for teachers to know students’ 

learning conditions and learning process outside of class. Therefore, this study collected 

students’ learning log data from a learning management system, and used deep learning 

models, time series clustering methods, and sequential analysis to explore students’ 

learning performance in the courses. The results of this study can contribute to helping 

teachers identify low-performance students so as to provide necessary assistance. 

 

 

Keywords: Education data mining、Deep learning、Long short-term memory、K-means、

Dynamic time warping、Sequential analysis 
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第1章 緒論 

1.1 研究背景 

在現今資訊科技的蓬勃發展下，高等教育使用學習管理系統（Learning 

management systems）於教學環境中已越來越普及。學習管理系統是一套軟體應

用程式，提供了許多協助教學的功能，包含課程相關的管理（如參與的學生、教

學活動、學習教材、作業等）、記錄學生的學習資料、繳交作業與記錄成績、提

供統計報告等等。透過這些功能，老師能夠了解課程參與者的學習狀況，並提供

回饋和適當的學習支援。比較常見的學習管理系統如 Moodle（modular object-

oriented dynamic learning environment），它是一個模組化物件導向的動態學習環

境，且是一款自由的開源軟體；系統提供了多樣化的模組用於設計教學活動，例

如：線上討論區、共享資源、線上測驗卷、Wiki 共同編輯等等，而這些教學活動

可以增加學生與老師、學生與學生之間的互動，使彼此有更多學習上的分享與交

流。 

學習管理系統每天會不斷地記錄著有關學生的學習活動資料，例如：觀看學

習資源、建立討論區、下載檔案、提交作業等，而這些資料又稱作日誌（Logs）。

經過長時間的收集，系統中累積了大量的日誌資料，這些資料是相當有價值的，

因為可能隱藏著有關學生的潛在訊息。由於資料量相當的龐大，無法透過人為觀

察取得有用的訊息，因此需要使用其他的技術來分析和獲取潛藏在大量資料中的

訊息，例如：資料探勘。 

Romero, C., Ventura, S., & García, E.於 2008 年的論文[29]中說明，資料探勘

的工具往往是為了功能性所設計的，而這類技術性的工具對教育者來說可能會太

複雜、或超出所需的範圍，因此通常會由課程管理者或研究人員來應用技術性的
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工具分析資料，再將分析結果的報告提供給老師，以改善學生的學習或調整課程

內容。 

教育資料探勘（Educational data mining）是一項研究領域，可以被定義為應

用資料探勘（Data mining）的技術於教育環境中的特定資料，以解決重要的教育

問題。而教育資料探勘也涉及開發和研究相關方法，例如：預測（Prediction）、

分群（Clustering）、關聯規則探勘(Association rule mining)、序列分析（Sequential 

analysis）等，應用這些方法可以幫助教育相關人員了解學習者，並增加對學習過

程的理解[5][6][27]。近幾年，開始出現有研究學者將資料探勘以外的方法應用於

教育資料探勘中，例如：機器學習（Machine learning）、深度學習（Deep learning）。

而本研究希望利用深度學習的技術於教育資料探勘，從大量的日誌資料（Logs）

中萃取特徵，並透過深度神經網路模型預測學生的學習成效，找出成效不佳的學

生，之後將預測結果提供給老師，以幫助和改善學生的學習狀況。 

1.2 研究動機與目的 

由於日誌資料（Logs）記錄著學生平時於 Moodle 平台上的學習過程，經長

時間下來，系統中已累積大量且豐富的日誌資料，而這些龐大的資料隱藏著許多

關於學生的潛在訊息，若直接透過人為的觀察，從中獲取的知識會相當有限。因

此，本研究希望透過三種不同技術的方法，從大量的日誌資料中獲取學生的學習

狀況，並將研究結果回饋給教學現場的人員，使老師和助教能夠幫助學習上遇到

困難的學生。 

本研究的研究目的為，希望透過深度學習的技術來預測學生的學習成效，找

出成效不佳的高風險族群；接著，運用時間序列分群的方法將學生繳交個人平時

作業的特徵進行分群，探討群組之間的差異；最後，利用序列分析探討各個族群

於小組作業（課程活動）的行為模式。 
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1.3 研究問題 

 本研究之研究問題如下： 

一、深度學習模型用於預測學習成效的效果如何？其中，預測結果為成效不佳的

學生中，實際真的為成效不佳的機率為何？而實際為成效不佳的學生中，被

預測為成效不佳的機率為何？ 

二、繳交個人平時作業的特性、小組作業（課程活動）的行為模式和預測學習成

效之間的關係為何？ 

1.4 論文架構 

 第 1章為介紹本研究之背景、動機和目的，並引申出本研究之三個研究問題。 

 第 2 章為針對本研究的三個不同實驗所使用之技術，進行相關的文獻探討。 

 第 3 章為講述本研究是由實驗（一）、實驗（二）和實驗（三）所組成，並

說明資料來源、實驗架構、實驗資料、資料前處理、建立模型和評估指標等等。 

 第 4 章為說明與討論實驗（一）、實驗（二）和實驗（三）的研究結果，並

回答所對應的研究問題。 

 第 5章為依照本研究的實驗（一）、實驗（二）和實驗（三）所提出之結論，

並敘述未來可能嘗試之方向。 
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第2章 文獻探討 

2.1 教育資料探勘 

Romero, C., & Ventura, S.於 2013 年的論文[27]中說明「教育資料探勘

（Educational data mining）是一項研究領域，可以被定義為應用資料探勘（Data 

mining）的技術於教育環境中的特定資料，以解決重要的教育問題。而教育資料

探勘也涉及開發、研究和應用相關技術，檢測存在於大量教育資料中的模式」。 

間隔 7 年，Romero, C., & Ventura, S.於 2020 年的論文[28]中說明近幾年教育

資料探勘的進展與應用。因新型態的教學環境（如混合式學習、行動學習、遊戲

式學習等），大量收集了學生在學習活動中的資料，透過分析這些具有教育價值

的資料，能夠了解學生的學習方式、改善學習成效、增加教學質量等，但由於收

集的資料量過於龐大，不可能透過人為進行手動分析，因此需要藉由資料探勘、

機器學習、統計方法等技術來自動化分析大量資料，等分析結束後，再將分析的

結果進行解釋，以及應用到各個不同的教育問題與任務中。 

 接著，論文中提到教育資料探勘是一項跨學科的研究領域，由資訊科學

（Computer science）、教育學（Education）和統計學（Statistic）組成，如圖 2-1。

而其他重疊的區域也與教育資料探勘相關，包含電腦化教育（Computer-based 

education）、資料探勘和機器學習（Data mining / Machine learning）、教育統計學

（Educational statistics）。 

 
圖 2-1 教育資料探勘相關領域[28] 
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圖 2-2 發現與挖掘知識循環過程[28] 

 

 另外，此論文提出了教育資料探勘發現與挖掘知識的循環過程，說明此應用

的過程是一種 knowledge discovery in databases（KDD）的循環應用，如圖 2-2，

以下分別對各個步驟進行說明： 

1. 教育環境（Educational environment）：運用不同的教學環境（例如：傳

統面對面教學、電腦化教學、混合式教學等），搭配適合的教學系統（例如：學

習管理系統、智能教學系統、大規模開放式線上課程等），會收集到各種不同的

教育資料，而這些資料可以用來解決和改善不同的教育問題。 

2. 教育資料（Educational data）：教育資料是在教育環境中所收集而來具有

教育價值的資料，其本身可能具有不同的格式、不同的階層等級，例如：課程、

學生、活動/學期、事件/動作。而這些資料的來源也會有所不同，像是老師與學

生之間的互動（如問與答、測驗卷）、學生與學生之間的互動（如小組討論）、或

是統計學生資料（如性別、年齡）等。因此要收集與整合教育資料並不是一件容

易的事，由於這些資料是未經處理的原始資料，在對原始資料進行分析與挖掘之

前，資料前處理是必須的。 

3. 資料前處理（Data preprocessing）：在教育環境中所收集的資料是尚未處

理的，而每一個教育問題都會有各自所需的特定資料格式，因此在解決教育問題
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前，必須先對原始資料進行前處理，將其轉換成合適的格式。首先，了解問題需

要用到哪些特徵，並生成所需的特徵資料，之後將這些資料進行前處理；接著，

可以轉換或縮減特徵數量（降低維度），並彙整成一個總表以利進行分析，而分

析時可以將連續值的特徵轉成離散值，以提高對資料的理解性；最後，為了落實

研究倫理，必須對資料進行匿名化，刪除所有關於學生的個人資訊，以保護學生

的隱私與權利。 

4. 方法與技術（Methods and techniques）：面對不同的教育問題，所選用的

教育資料探勘方法和技術也會有所不同，Romero, C., & Ventura, S.於 2013 年的

論文[27]中提到在教育資料探勘中有許多受歡迎的方法，其中有幾項資料探勘的

技術是被公認可以通用的，例如：預測（Prediction）、分群（Clustering）、關聯分

析（Association analysis）、流程探勘（Process mining）等，而且大部分傳統的資

料探勘技術皆已成功在教育領域中應用。而現今在教育資料探勘中也出現其他資

訊科學的方法應用於其中，Hernández-Blanco, A.等人於 2019 年的論文[18]中說

明近幾年在教育資料探勘領域上，開始出現許多應用深度學習（Deep learning）

的技術來分析大量的教育資料，例如：多層感知機（Multilayer perceptron）、循環

神經網路（Recurrent neural network）、長短期記憶模型（Long short-term memory）

等。 

5. 新知識的解釋與應用（Interpretation and application of the new knowledge）：

經由上述所有步驟後，將得到的結果進行解釋及應用是為最重要的，因為後續所

採取的行動和決策，將決定先前研究工作的成敗。因此，透過教育資料探勘方法

得到的新知識，必須由老師或學術單位來進行決策，而在解釋的過程中，可以利

用視覺化的技術來幫助理解結果。 
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圖 2-3 教育資料探勘的應用分類 

 

 Bakhshinategh, B.等人於 2018 年的論文[6]中整理出 13 種在教育資料探勘的

應用類別，如圖 2-3，其中 4 種歸類為「建立學生模型」、6 種歸類為「決策支援

系統」、剩下 3 種歸類為「其他」，以下分別對應用類別進行介紹： 

 建立學生模型（Student modelling）：「建立學生模型」是一種表達學生在學

習活動中有關認知方面的過程，例如：分析學生的學習表現或行為、排除潛在的

錯誤觀念、描述學生的目標與計劃、識別先前和後來獲得的知識、維持片段的記

憶力和描述人格特質。根據 Chrysafiadi, K., & Virvou, M.於 2013 年的論文[10]中

說明：「學生的特徵與資料通常會表現在學生模型中，包括知識水準、技能、學

習偏好與風格、錯誤與誤解、動機、情感特徵（例如：情緒和感覺）、認知方面

（例如：記憶力、注意力、解決能力、決策能力、分析能力、批判性思考、溝通

技巧），以及後設認知方面（例如：自我調節、自我解釋、自我評估、自我管理）。」 

對學生的行為進行建模可以預測學生的表現或發現存在於學生之間的結構，

因此在「建立學生模型」的類別底下有兩個子類別：「預測」和「尋找結構」。在

預測任務中，本身可能會先了解預測目標的特徵為何；但在尋找結構的任務中，
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有時會無法預先得知目標的結構特徵為何。以下為「建立學生模型」的四種應用

類別： 

1. 預測學生的學習表現：此應用類別的主要目的為估計學生的學習表現和學習

成就的值。常見的方法為迴歸（Regression）和分類（Classification），或其他

如分群（Clustering）、特徵選擇（Feature selection）。 

2. 檢測學生不如預期的行為：此應用類別的主要目的為檢測不如預期的行為特

徵，例如：缺乏動力、錯誤的行為、作弊、輟學等。常見的方法為分類

（Classification）和分群（Clustering），或其他如特徵選擇（Feature selection）、

檢測離群值（Outlier detection）。 

3. 對學生進行調查和分組：此應用類別的主要目的為根據不同的特徵（如知識

背景）對學生進行調查，或根據研究目的利用學生的資料進行分組。常見的

方法為特徵選擇（Feature selection）和分群（Clustering）。 

4. 社群網路分析：此應用類別的主要目的為將學生模型以圖形化的方式表現，

並分析圖形與圖形之間是否有著特別的關係，例如：人與人之間的關係。使

用的方法為社群網路分析（Social network analysis）。 

「決策支援系統」的主要目的為幫助學校組織的利害關係人做出決策以提升學習

過程。以下為其中的六種應用類別： 

5. 提供報告：此應用類別的主要目的為發現和強調有關課程活動的重要訊息，

並將其回饋給教育工作者或管理者。可以利用資料分析（Data analysis）和

視覺化（Visualization）的方法來幫相關人員進行決策。 

6. 建立警報系統：此應用類別的主要目的為預測學生的特徵和檢測不如預期的

行為，可作為線上工具通知學校組織的利害關係人或建立即時警報系統。 

7. 計畫與安排：此應用類別的主要目的為幫助學校組織的利害關係人進行任務

的規劃與安排。 

8. 建立教材軟體：此應用類別為提供相關的技術或方法，使教育工作者能夠使

用學生的相關資訊來自動化建立或開發課程的教材。 
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9. 開發學習概念圖：概念圖是一種圖形工具，主要用於呈現各個領域中學習知

識的流程，其可以幫助學習者了解和對照不同的知識與技能。 

10. 生成建議：此應用類別的主要目的通常為向學生提供建議（如課程建議），

但對象不限於學生，也可以是其他教育組織的利害關係人。使用的方法如關

聯規則分析（Association rules analysis）。 

以下為「其他」的三種應用類別： 

11. 自適應系統：此應用類別與基於電腦化學習的智慧系統有關，該系統會適應

學習者的行為。例如：在線上學習的系統中，學習者的學習能力和進度都不

同，為了滿足所有學習者的學習需求，需要開發自適應系統來協助學習者(如

提供適合的教材、教學速度、給予提示等)。 

12. 評估：此應用類別的目標為提供自動化的評估工具，應用的教學場域如：探

索性的學習環境和電腦化學習的課程。 

13. 科學探究：透過教育資料探勘，可以運用大量的教育資料來測試或開發教育

理論，並由研究人員將理論應用於相關的教學場域以探究教育問題。 

接著，以下為國內於教育資料探勘的相關應用研究： 

私立元智大學的王承璋在研究[1]中運用 98 學年入學的資工系學生的核心能

力資料，評估學生的核心能力之表現是否能應用於「建立學生是否能於四年準時

畢業之預警機制」。首先，此研究利用資料視覺化的方式呈現系所群體學生的核

心能力，將資料以雷達圖的形式表達出來，以協助老師了解系所學生的發展狀況；

接著，利用邏輯斯迴歸（Logistic regression）對學生的核心能力資料做學業成就

的預測，學業成就以學生的學業平均成績點數（GPA）作為標準，實驗結果顯示，

核心能力的表現確實會影響到 GPA 且具有一定的預測效力，因此適合用於「建

立學生是否能於四年準時畢業之預警機制」；之後，此研究利用 K-means 對學生

的核心能力資料做分群，實驗結果顯示，分群結果能夠幫助老師在較早的學期篩

選出四年準時畢業風險不同的學生群體，接著，分析各個群體之間學生的核心能

力差異，如此有助於「建立學生是否能於四年準時畢業之預警機制」。利用上述
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的預警機制，能夠幫助老師提前預測學生的學業成就，並了解其核心能力的表現

狀況，針對被判定為無法於四年準時畢業的高風險族群學生做出適合的輔導。本

研究也是利用預測學生的學習表現加上分群結果，篩選出學習表現較不如課程預

期，且需要協助輔導的高風險族群學生。 

國立臺北護理健康大學的陳馨順在研究[2]中運用放射科實習學生於 Moodle

教學平台上學習活動的互動資料，進行分群（Clustering）和關聯規則分析

（Association rules analysis），以了解學生的個人特質和行為模式。此研究以 9 位

實習學生在 7 個月實習期間於 Moodle 平台的活動資料進行實驗，首先在前處理

階段，此研究從原始互動資料中提取學生於各個學習活動的點擊次數；接著，將

點擊次數轉換成 Z 值，並依據在教學平台上所觀察到學生的學習行為現象，找出

Z=0.4 為可有效判斷學生於學習活動的喜好程度；之後，此研究定義若學生的點

擊次數大於平均值加上 0.4 個標準差，代表學生於這個學習活動的偏好程度為

「＋1」（熱絡），若點擊次數小於平均值減去 0.4 個標準差，代表「–1」（無興

趣），若介於中間則代表「0」（中性）。藉由此方法，將學生於各個學習活動的「點

擊次數」轉換成「偏好分數」，接著，根據皮爾森相關係數（Pearson’s correlation 

coefficient）找出學生之間在學生活動的偏好分數的相似性加以分群；首先選擇其

中兩位學生當作分群的中心點，並計算其他學生與這兩位學生的相似性，若相似

性分數為正數，代表正相關、若為負數，代表負相關，進而將學生分為兩群，之

後分析這兩群學生於各個學習活動的偏好分數差異。最後，此研究對各群進行關

聯規則分析，了解群中學生活動的關聯規則，意思即學生從事活動（X）之後會

發生活動（Y）。本研究也是運用學生於 Moodle 平台上學習活動的互動記錄作為

實驗資料，而此研究透過統計方法計算偏好分數，並透過偏好分數觀察不同群之

間差異的方法，使本研究學習到如何藉由統計方法觀察不同族群。 
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2.2 深度學習 

 Géron, A.於 2019 年的書籍[15]中說明深度學習（Deep learning）是一種人工

神經網路（Artificial neural networks，ANN）。在早期，人工神經網路被用於模擬

生物大腦內的神經元，觀察神經元之間如何互相配合與傳遞訊息；隨著研究的發

展與科技的進步，人工神經網路現在被用於各種領域處理複雜且計算量龐大的任

務，例如：電腦視覺（Computer vision）、自然語言處理（Natural language processing）、

自動語音辨識（Automatic speech recognition）等。 

神經網路是由輸入層（Input layer）、隱藏層（Hidden layer）、輸出層（Output 

layer）所構成的，而每一層由數個神經元所組成，如圖 2-4。 

 

圖 2-4 神經網路架構 

 

 當神經元接收到資料後，會將這些資料傳送給下一層的神經元，在傳送的過

程中，神經元與神經元之間的連結會有權重值（Weight），而每一個資料都會乘

上各自的權重值，再加上一個偏差神經元的偏差值（Bias）傳送給下一層的神經

元，如圖 2-5，算式：𝑦𝑦 = 𝑤𝑤1𝑥𝑥1 + 𝑤𝑤2𝑥𝑥2 + 𝑏𝑏。 
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圖 2-5 單一神經元接收資料的過程 

 

 在神經網路（Neural networks）中，隱藏層的數量可以不只為一層或兩層，

當數量達到幾十層甚至幾百層的深度時，可以將此神經網路稱作深度神經網路

（Deep neural networks）。在神經網路的隱藏層中，會使用激勵函數（Activation 

function）將上一層所傳送的輸入資料做非線性（Non-linear）的轉換，如圖 2-6，

算式：𝑎𝑎 = 𝑤𝑤1𝑥𝑥1 + 𝑤𝑤2𝑥𝑥2 + 𝑏𝑏、𝑦𝑦 = 𝑓𝑓(𝑎𝑎)，主要目的為擷取資料的特徵，常見的激

勵函數如 ReLU 函數、Sigmoid 函數、Tanh 函數等。 

 

圖 2-6 單一神經元中激勵函數的過程 
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 在神經網路的輸出層中，會依照所需處理的問題而有不同的設計，例如：若

為迴歸問題，則輸出層可以使用恆等函數，將輸入的資料直接輸出；而若為分類

問題，則需了解是哪一種類型的分類，如果是二分類，則可以使用 Sigmoid 函數；

如果是多分類，則可以使用 Softmax 函數。 

 在訓練神經網路的過程中，會使用反向傳播（Backpropagation）[32]的方法

來計算梯度（Gradient）。首先，輸入資料會經由神經網路的各層做資料轉換後輸

出，這個過程稱為正向傳播（Forward propagation）；接著，利用損失函數（Loss 

function）計算輸出結果與標註資料（Label）之間的誤差，再利用連鎖律（Chain 

rule）反方向從輸出層往前遍歷每一層的神經元，對每個神經元進行偏微分，計

算各個連結權重對誤差的貢獻，直到輸入層為止，而這些經由偏微分所計算出來

的值，又稱作梯度。之後，使用優化器（Optimizer）來調整各個神經元的連結權

重，常見的方法如梯度下降（Gradient descent），計算方法如公式（1），其中𝜃𝜃為

連結權重的向量、𝑡𝑡為第幾次更新、𝜂𝜂為學習率（Learning rate）、𝑔𝑔為梯度。 

 𝜃𝜃𝑡𝑡+1 = 𝜃𝜃𝑡𝑡 − 𝜂𝜂 ∗ 𝑔𝑔𝑡𝑡 （1） 

 最後，經由不斷的調整神經元的連結權重，使損失函數的誤差越來越小，直

到收斂為止，整個神經網路的訓練過程如圖 2-7。 

 

圖 2-7 神經網路的訓練過程 
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 Hatcher, W. G., & Yu, W.於 2018 年的論文[17]中說明近幾年深度學習於各個

領域的應用。在深度學習中，可以應用於神經網路架構的資料有很多種，包含影

像、音訊、文字、數值或其他種類的組合。深度學習的學習機制主要分為監督式

學習（Supervised learning）、非監督式學習（Unsupervised learning）、強化學習

（Reinforcement learning），需要處理的學習任務有迴歸（Regression）、分類

（Classification）、分群（Clustering）、降維（Dimensionality reduction）、自動編碼

（Auto-encoding）等。根據此研究對各個已廣泛應用深度學習的領域所做的調查，

結果證明深度學習在影像處理、音訊處理、自然語言處理、醫療診斷、金融科技、

網路安全等，皆有不錯的進展。 

 Hernández-Blanco, A.等人於 2019 年的論文[18]中說明近幾年深度學習於教

育資料探勘的應用。透過學習管理系統（Learning Management Systems）、智慧型

教學系統（Intelligent Tutoring Systems）、大規模開放式線上課程（Massive Open 

Online Courses）等學習環境，可以大量的取得學生在學習活動中的各種資料，例

如：點擊學習活動元件的次數、是否提交正確的答案、花費多少時間閱讀文章或

觀看影片等。之後，將大量的學生資料應用深度學習的技術以解決不同的教育問

題。此研究利用 Bakhshinategh, B.等人於 2018 年的論文[6]整理出的 13 種教育資

料探勘的應用類別（如圖 2-3）做分類調查，經調查結果發現，此研究所調查的

應用深度學習於教育資料探勘的研究項目，全部只有被分類到 4 種類別，分別為

預測學生的學習表現、檢測學生不如預期的行為、生成建議、評估，而其他 9 種

類別皆沒有應用深度學習的研究。在這些調查的研究中，最常被使用的深度學習

模型為 Long short-term memory，且當中有 67%的研究表示深度學習的表現優於

傳統的機器學習。但由於深度學習的模型如同黑盒子，研究人員有時也無法解釋

輸出結果的原因，因此深度學習目前還未廣泛應用於教育資料探勘。 
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2.3 循環神經網路 

 循環神經網路（Recurrent neural network, RNN）是一種引入時間序列概念的

神經網路，至今已有多種不同變化的架構，以下介紹由 Elman, J. L.於 1990 年所

提出的 Recurrent neural network（RNN）架構[13]。在 Elman 的 RNN 架構中，可

以將隱藏層的輸出暫時儲存起來，當神經網路進入下一個時間點的時候，再把上

一個時間點暫存的值取出，與輸入資料一起輸入至隱藏層。如此就能不斷地將當

下時間所得到的資訊傳送至下一個時間，讓後面的隱藏層也能記得先前的資訊，

如圖 2-8。 

 

圖 2-8 RNN 架構 

 

 但是 RNN 架構有一個缺陷，當接收長時間序列的資料時，容易發生梯度消

失的問題[19]，原因為當神經網路在反向傳播計算梯度時，當神經網路的層數越

多，會使每一層神經元計算出的梯度值呈指數下降，使較前面的層因梯度過小而

幾乎沒有調整到神經元的權重，導致無法進行學習。因此，RNN 只適合用於處

理短時間序列的任務。 

 Okubo, F.等人於 2017 年的論文[25]中應用 RNN 預測學生的學習成效，此研

究從學習管理系統、數位學習歷程系統和電子書系統中，收集學生每週的日誌資

料，並將日誌資料萃取出 9 項特徵的資料，共收集 15 週。在訓練模型的過程中，

由於 RNN 會發生梯度消失的問題，因此研究改用 Long short-term memory（LSTM）

解決此問題。研究結果顯示輸入前 6 週就已得到良好的預測效果，且 LSTM 的
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準確率較多元迴歸分析還來的高。本研究同樣也是使用學生於每週的日誌資料來

萃取特徵資料，並利用 LSTM 預測學生的學習成效。 

 Long short-term memory（LSTM）是由 Hochreiter, S., & Schmidhuber, J.於 1997

年所提出的神經網路架構[20]，此架構能夠處理長時間和短時間序列的任務，是

RNN 的一種變體，且 LSTM 與 RNN 一樣能夠將當下時間所得到的資訊傳送至

下一個時間，如圖 2-9。 

 

圖 2-9 LSTM 架構 

 

在 LSTM 單元的內部有三個不同功能的門閥（gate）和一條穿越每個單元的

單元狀態（cell state），其中三個門分別為遺忘門（forget gate）、輸入門（input gate）

和輸出門（output gate），而單元狀態為先前時間所累積的資訊。首先，遺忘門會

將上一個時間所傳送的隱藏狀態（ℎ𝑡𝑡−1）和輸入資料（𝑥𝑥𝑡𝑡）同時輸入至 Sigmoid

函數中，之後輸出數值介於 0 到 1 之間的向量（𝑓𝑓𝑡𝑡），如公式（2）。 

 𝑓𝑓𝑡𝑡 = 𝜎𝜎�𝑊𝑊𝑓𝑓 ∙ [ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏𝑓𝑓� （2） 

 接著，輸入門也一樣將前一個隱藏狀態（ℎ𝑡𝑡−1）和輸入資料（𝑥𝑥𝑡𝑡）同時輸入

至 Sigmoid 函數中，輸出數值介於 0 到 1 之間的向量（𝑖𝑖𝑡𝑡），如公式（3）。 

 𝑖𝑖𝑡𝑡 = 𝜎𝜎(𝑊𝑊𝑖𝑖 ∙ [ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏𝑖𝑖) （3） 

再來，計算候選狀態（𝐶̃𝐶𝑡𝑡），將隱藏狀態（ℎ𝑡𝑡−1）和輸入資料（𝑥𝑥𝑡𝑡）輸入至 tanh

函數中，輸出數值介於-1 到 1 之間的向量，如公式（4）。 
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 𝐶̃𝐶𝑡𝑡 = 𝑡𝑡𝑡𝑡𝑡𝑡ℎ(𝑊𝑊𝐶𝐶 ∙ [ℎ𝑡𝑡−1,𝑥𝑥𝑡𝑡] + 𝑏𝑏𝐶𝐶) （4） 

 之後，利用上述公式（2）、（3）、（4）所得到的結果來更新單元狀態。首先

將遺忘門的結果（𝑓𝑓𝑡𝑡）乘上前一個時間的單元狀態（𝐶𝐶𝑡𝑡−1），目的為決定上一個單

元狀態中有哪些資訊是要被遺忘或保留的；接著，將輸入門的結果（𝑖𝑖𝑡𝑡）乘上候

選狀態（𝐶̃𝐶𝑡𝑡），目的為決定候選狀態中有哪些資訊是要被捨棄或新增的；最後再

把兩個結果相加，形成新的單元狀態（𝐶𝐶𝑡𝑡），如公式（5）。 

 𝐶𝐶𝑡𝑡 = 𝑓𝑓𝑡𝑡 ∗ 𝐶𝐶𝑡𝑡−1 + 𝑖𝑖𝑡𝑡 ∗ 𝐶̃𝐶𝑡𝑡 （5） 

接著，輸出門會將隱藏狀態（ℎ𝑡𝑡−1）和輸入資料（𝑥𝑥𝑡𝑡）同時輸入至 Sigmoid

函數中，輸出數值介於 0 到 1 之間的向量（𝑜𝑜𝑡𝑡），如公式（6）。 

 𝑜𝑜𝑡𝑡 = 𝜎𝜎(𝑊𝑊𝑜𝑜 ∙ [ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏𝑜𝑜) （6） 

之後新的單元狀態（𝐶𝐶𝑡𝑡）會被輸入至 tanh 函數中，再乘上輸出門的結果（𝑜𝑜𝑡𝑡），

以形成新的隱藏狀態（ℎ𝑡𝑡），而新的隱藏狀態即為 LSTM 單元的輸出結果，如公

式（7）。 

 ℎ𝑡𝑡 = 𝑜𝑜𝑡𝑡 ∗ 𝑡𝑡𝑡𝑡𝑡𝑡ℎ(𝐶𝐶𝑡𝑡) （7） 

 最後將新的單元狀態（𝐶𝐶𝑡𝑡）和新的隱藏狀態（ℎ𝑡𝑡）傳送至下一個時間，並重

複上述 LSTM 單元內部的計算，直到最後一個時間為止。 

 Chen, F., & Cui, Y.於 2020 年的論文[8]中應用 LSTM 預測學生的學習成效；

首先，此研究從學習管理系統 Moodle 收集學生每天於平台上點擊學習活動元件

的頻率，共收集 70 天；接著，建立深度神經網路作為預測學習成效的模型，模

型中共有三層的神經網路，分別為 LSTM 層、Dropout 層和 Dense 層，而在 Dense

層中使用 Sigmoid 函數輸出二分類的結果，研究結果顯示輸入前 28 天就已得到

不錯的預測效果。透過了解此研究的內容，本研究學習到如何應用深度神經網路

於時間序列的教育資料上，同時也理解此研究所設計的分類模型架構，和訓練時

使用的各個參數。 
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Gated recurrent unit（GRU）是由 Cho, K.等人於 2014 年所提出的神經網路架

構[9]，此架構與 LSTM 相似，能夠處理長時間和短時間序列的任務，同時也是

RNN 的一種變體，但不同於 LSTM 的地方為，GRU 只使用兩個門閥且沒有單元

狀態，使用的參數較少，因此在訓練上普遍較 LSTM 還快，架構如圖 2-10。 

 

圖 2-10 GRU 架構 

 

在 GRU 單元的內部有兩個不同功能的門閥，分別為更新門（update gate）和

重置門（reset gate）。首先，更新門會將上一個時間所傳送的隱藏狀態（ℎ𝑡𝑡−1）和

輸入資料（𝑥𝑥𝑡𝑡）同時輸入至 Sigmoid 函數中，之後輸出數值介於 0 到 1 之間的向

量（𝑧𝑧𝑡𝑡），如公式（8）。 

 𝑧𝑧𝑡𝑡 = 𝜎𝜎(𝑊𝑊𝑧𝑧 ∙ [ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏𝑧𝑧) （8） 

 接著，重置門也一樣將前一個隱藏狀態（ℎ𝑡𝑡−1）和輸入資料（𝑥𝑥𝑡𝑡）同時輸入

至 Sigmoid 函數中，輸出數值介於 0 到 1 之間的向量（𝑟𝑟𝑡𝑡），如公式（9）。 

 𝑟𝑟𝑡𝑡 = 𝜎𝜎(𝑊𝑊𝑟𝑟 ∙ [ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏𝑟𝑟) （9） 

 再來，計算候選隱藏狀態（ℎ�𝑡𝑡），首先將重置門的結果（𝑟𝑟𝑡𝑡）乘上前一個隱藏

狀態（ℎ𝑡𝑡−1），再與輸入資料（𝑥𝑥𝑡𝑡）一起輸入至 tanh函數中，輸出數值介於-1 到

1 之間的向量，如公式（10）。 

 ℎ�𝑡𝑡 = 𝑡𝑡𝑡𝑡𝑡𝑡ℎ(𝑊𝑊ℎ ∙ [𝑟𝑟𝑡𝑡 ∗ ℎ𝑡𝑡−1, 𝑥𝑥𝑡𝑡] + 𝑏𝑏ℎ) （10） 
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 之後，利用上述公式（8）、（10）所得到的結果來更新隱藏狀態。首先將更

新門的結果（𝑧𝑧𝑡𝑡）乘上前一個時間的隱藏狀態（ℎ𝑡𝑡−1），目的為決定上一個隱藏狀

態中有哪些資訊是要被遺忘或保留的；接著，將數值 1 減去更新門的結果（𝑧𝑧𝑡𝑡），

再乘上候選隱藏狀態（ℎ�𝑡𝑡），目的為決定候選隱藏狀態中有哪些資訊是要被捨棄

或新增的；最後再把兩個結果相加，形成新的隱藏狀態（ℎ𝑡𝑡），而新的隱藏狀態

即為 GRU 單元的輸出結果，如公式（11）。 

 ℎ𝑡𝑡 = 𝑧𝑧𝑡𝑡 ∗ ℎ𝑡𝑡−1 + (1 − 𝑧𝑧𝑡𝑡) ∗ ℎ�𝑡𝑡 （11） 

最後將新的隱藏狀態（ℎ𝑡𝑡）傳送至下一個時間，並重複上述 GRU 單元內部

的計算，直到最後一個時間為止。 

 Fotso, J. E. M.等人於 2020 年的論文[14]中應用 RNN、LSTM 和 GRU 預測學

生的行為，此研究所觀察的課程為大規模開放式線上課程（MOOCs），透過學習

管理系統 Moodle 收集學生於每個課程活動的日誌資料，並從中萃取出基於活動

的特徵資料。此研究分別使用 RNN、LSTM 和 GRU 進行學生行為的預測，而研

究結果顯示 RNN 準確率為最高，但過往的相關研究傾向於 LSTM 的預測效果會

較 RNN 還來的好，這部分此研究解釋，可能的原因為長期記憶的資料並沒有預

期來的重要，因為在學習的過程中，可能會出現一個過渡期使學習者的行為發生

變化，例如：在學習的初期學習者會顯得較活躍，但之後隨著學習的進行而緩慢

下降，最後在學習結束時又會略為增加。本研究同樣也是使用 RNN、LSTM 和

GRU 來進行分類預測，透過此研究了解改良後的 RNN 效果並不一定較傳統的

RNN 還來的好，任何存在於資料中的潛在因素都有可能影響實驗的結果。 

2.4 動態時間校正應用於 K-means 

 K-means 是由 MacQueen, J.於 1967 年所提出的分群演算法[23]，此方法藉由

計算資料之間的歐氏距離（Euclidean distance），來判斷彼此是否屬於同一族群。



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

20 
 

首先，定義 K 值為分群的數量，整個資料集會被分成 K 個族群，分別為𝐶𝐶1,𝐶𝐶2,⋯ ,𝐶𝐶𝑘𝑘，

而每一群的中心點為𝑎𝑎1,𝑎𝑎2,⋯ ,𝑎𝑎𝑘𝑘，以下為分群演算法的步驟： 

1. 設定分群數量為 K，並隨機選取 K 筆資料作為初始化的中心點。 

2. 計算每筆資料到 K 個中心點的距離，並將其分配給距離最接近的群。 

3. 計算每一群資料的平均值，並將其更新為新的中心點： 

𝑎𝑎𝑗𝑗 =
1
�𝐶𝐶𝑗𝑗�

� 𝑥𝑥
𝑥𝑥∈𝐶𝐶𝑗𝑗

 

 之後不斷重複上述的第二步和第三步，直到所設定的中止條件（如最大重複

次數、各群內的資料不再變化等）。 

由於 K-means 計算資料之間的歐氏距離不適合用於處理時間序列的資料，

因此需要改用特定的方法來計算時間序列之間的距離。 

動態時間校正（Dynamic time warping, DTW）是由 Sakoe, H., & Chiba, S.於

1978 年所提出的演算法[33]，此方法可以計算兩個時間序列之間的距離。常見的

歐氏距離需要序列中的元素互相對應才能計算，但在時間序列中可能會發生兩個

序列的長度不同、或是存在著時間軸的偏差（如延遲、壓縮），因此無法確定兩

個序列中元素與元素之間的對應關係。DTW 演算法可以透過比較兩個時間序列

中的所有元素，找出元素之間的最佳對應關係，並計算出兩個序列的最短距離。

假設有兩個時間序列𝑋𝑋 = [𝑥𝑥1, 𝑥𝑥2,⋯ , 𝑥𝑥𝑚𝑚]和𝑌𝑌 = [𝑦𝑦1,𝑦𝑦2,⋯ ,𝑦𝑦𝑛𝑛]，維度分別為m跟n，

可以經由以下步驟求得序列之間的距離： 

1. 建立維度𝑚𝑚 × 𝑛𝑛的矩陣 D，其中𝐷𝐷1,1為𝑥𝑥1與𝑦𝑦1的距離。 

2. 定義𝐷𝐷𝑖𝑖,𝑗𝑗為𝑋𝑋 = [𝑥𝑥1,⋯ , 𝑥𝑥𝑖𝑖]與𝑌𝑌 = �𝑦𝑦1,⋯ , 𝑦𝑦𝑗𝑗�之間的距離。 

3. 遞迴公式（累積距離＝當下元素的距離＋上一步的最小累積距離）： 

𝐷𝐷𝑖𝑖,𝑗𝑗 = ��𝑥𝑥𝑖𝑖 − 𝑦𝑦𝑗𝑗�
2

+ 𝑚𝑚𝑚𝑚𝑚𝑚�𝐷𝐷𝑖𝑖−1,𝑗𝑗,𝐷𝐷𝑖𝑖,𝑗𝑗−1,𝐷𝐷𝑖𝑖−1,𝑗𝑗−1� 

4. 最後𝐷𝐷𝑚𝑚,𝑛𝑛即為向量𝑋𝑋和向量𝑌𝑌之間的最短距離。 
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接著，在分群的過程中需要不斷地更新每一群的中心點，K-means 所使用的

方法為計算群內資料的平均值作為新的中心點，但此方法不適合用於處理時間序

列資料，因為平均值方法會對所有序列中對應時間序列位置的元素做平均，但是

在一群時間序列資料中，並不能確定所有序列的元素彼此之間的對應關係，因此

計算中心點的方法需要使用 DTW Barycenter averaging（DBA）[26]，此方法在計

算的過程中會不斷反覆更新平均序列。首先，在一群時間序列中設置初始平均序

列，接著使用 DTW 計算每一個時間序列與平均序列之間的最短距離，而在求最

短距離的過程中，會找到每一個時間序列與平均序列之間元素的最佳對應關係；

接著，以平均序列的元素位置和序列長度作為標準，建立一個表格，表格中的每

一格位置將會存放其他時間序列的元素，之後依序對每一個時間序列做以下兩件

事： 

1. 將時間序列中與平均序列中每一個元素的最佳對應關係的元素取出。 

2. 將取出的元素放入所對應的表格位置裡。 

完成後，表格中每一格位置都已存放其他時間序列的元素，之後對每一格中

的所有元素進行平均，得到所有表格位置各自的平均值。最後，整個表格會形成

一個平均值的序列，而這個平均值序列就是新的平均序列，將其放到所屬的時間

序列群當中，以更新群中的平均序列。 

 Oeda, S., & Hashimoto, G.於 2017 年的論文[24]中應用分群方法檢測異常群

集的學生以預防輟學，此研究開發了一套工具能夠取得學生於 UNIX 系統中輸入

指令的歷史紀錄。在課程中有多個不同的學習活動，每次活動的時間為 90 分鐘，

此研究紀錄學生於活動中每 5 分鐘所使用的指令數量，形成時間序列資料；接

著，利用 DTW 應用於 K-means 的方法對學生的資料進行時間序列分群，觀察分

群結果中有哪些群集是異常的，之後分析各個活動中的異常群集找出可能會輟學

的高風險群。本研究同樣也是使用 DTW 應用於 K-means 的方法，將學生的資料

進行時間序列分群，以利後續的分析觀察。 
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2.5 序列分析 

 Bakeman, R., & Gottman, J. M.於1997年的書籍[4]中說明序列分析（Sequential 

Analysis）可以闡明社會互動的過程，在過程中，互動的行為會因時間產生先後

順序，因此需要以時間為基礎來分析行為。在此類型的觀察研究中，開發編碼表

是最為重要的工作之一，因為觀察的對象可能會有無限多種行為可以被編碼，因

此需要定義明確的研究問題，使編碼的內容契合研究本身，如此才能讓編碼結果

清楚地呈現所需觀察的行為。 

 在開發編碼表的過程中，研究人員經常會想增加更多的編碼來細分行為，但

這樣的方法往往僅是為了讓觀察者能夠方便地記錄觀察的資料，而當記錄了大量

的觀察資料後，可能會導致無法確認哪些行為是重要的特徵。引發這種問題的主

要原因為「缺少明確的研究問題」，若編碼的內容能夠簡單明確且與研究問題契

合，就能使研究在觀察與分析資料的過程中更為順利。以下三點為幫助編碼表保

持簡單的方法： 

1. 制定清楚的概念類別，不應將兩種不同概念，同時組合在一種編碼中。例如：

當要定義一個人說話的內容時，不能同時定義他所說的話「是否為一種問題」

且「是否對前一個說話者有反應」，因為這兩者在概念上的判斷是不同行為。 

2. 合理的區分編碼。雖然觀察的行為看起來有點相似，但如果有充分的理由可

以區分它們的不同，則不應將它們歸類在同一編碼中。 

3. 拆分編碼比組合編碼還來的好。在資料分析的期間，行為類別可能會混合在

一起觀察，但如果後續決定將這些行為組合成同一編碼後，則無法再將這些

類別分開。 

將所有觀察的行為經編碼形成行為序列後；接著，分析行為序列中各個行為

之間的轉換關係。首先，計算序列資料中所有「行為轉換序列」的調整後殘差 z-

score[3]，這裡的行為轉換序列長度僅為 2，表示起點行為和終點行為。在公式（12）

中，𝑓𝑓(𝑔𝑔, 𝑡𝑡)為行為 g 轉換到行為 t 的次數、𝑓𝑓(𝑔𝑔)為起點是行為 g 的次數、p(𝑡𝑡)為
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終點是行為 t 的發生機率、p(𝑔𝑔)為終點是行為 g 的發生機率。若計算出的 z-score

大於 1.96，則代表此行為轉換達到𝑝𝑝 < 0.05之顯著水準。之後，可以將所有行為轉

換達顯著的部份繪製成行為轉換圖，以分析行為模式。 

 𝑧𝑧 =
𝑓𝑓(𝑔𝑔, 𝑡𝑡) − 𝑓𝑓(𝑔𝑔)𝑝𝑝(𝑡𝑡)

�𝑓𝑓(𝑔𝑔)𝑝𝑝(𝑡𝑡)[1 − 𝑝𝑝(𝑡𝑡)][1 − 𝑝𝑝(𝑔𝑔)]
 （12） 

 Hou, H. T.於 2012 年的論文[21]中對線上遊戲玩家的行為進行序列分析和分

群化分析，參與研究的遊戲是一款教育類型的大型多人線上角色扮演遊戲

（MMORPG）。在遊戲中，玩家可以透過挑戰任務、戰鬥和其他遊戲內容進行學

習，其中團隊任務可以讓玩家進行討論和交換物品，互相合作以解決問題。此研

究先透過序列分析探究男性玩家和女性玩家在遊戲學習中的行為差異，研究結果

顯示，女性玩家的行為序列比男性玩家還要多，且比較關注於遊戲角色的視覺外

觀；接著，此研究利用 K-means 將參與研究的玩家分成三個族群，分別為核心玩

家、高參與玩家和普通參與玩家，再利用序列分析探究三個族群在遊戲學習的行

為差異，研究結果顯示，核心玩家較其他族群的玩家更關注於社交活動，且由於

核心玩家的遊戲參與度最高，因此在遊戲學習中的掌握度也比其他玩家還來的好。 

 Chang, S. C.等人於 2020 年的論文[7]中對學生於 VR 學習環境中的行為進行

序列分析。此研究提出了一個非沉浸式 VR 導引系統結合雙層次測試的學習環境，

用於幫助學生學習自然科學的地質知識。在此學習環境中，學生可以閱讀系統所

提供的學習資料，並從 VR 學習場景中找到知識。每個學習場景皆有一個雙層次

測試的問題，第一層問題為基本知識、第二層問題為第一層的延伸，如果學生回

答錯誤，系統會提供補充知識來幫助學生釐清觀念，之後再要求學生回答問題，

當學生理解並回答正確的答案後，才會進到下一個 VR 學習場景。此研究透過序

列分析，在行為轉換圖中發現了一個穩定的學習模式，當學生回答錯誤時，他們

會先在 VR 學習場景中尋找資源，接著查看 VR 系統提供的學習資料，將他們所

發現的資源和學習資料進行比較，再回答剛剛答錯的問題。之後進行下一個場景

或回答問題前，部分的學生會先觀看學習資料。 
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 經由上述的研究得知，序列分析可以觀察學習者的行為過程，並從中發現特

定的行為模式或建構知識的方法，以探討其行為序列所要表達的意思。本研究也

是利用序列分析來探討學生於課程活動的行為模式。 
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第3章 研究方法 

本章節主要說明資料來源、實驗架構、實驗資料、資料前處理、建立模型

和評估指標等等。 

3.1 資料來源 

本研究的資料收集於臺灣北部某一所大學所開設的程式設計入門通識課程，

其中包含 1082、1091 和 1092 三個學期，每一學期共有五個班級，且每一班大約

有 60 位學生，全部學生人數共有 866 位。 

課程所使用的教學環境為數位教學平台（Moodle），Moodle 平台是一個開源

的學習管理系統（Learning management system）。在教學平台上，老師能夠依照

課程的規劃使用系統提供的多樣化模組來設計教學活動，例如：建立活動單元、

課堂講義、小組討論、學習單、問與答等，而這些教學活動可以增加學生與老師、

學生與學生之間的互動，使彼此有更多學習上的分享與交流。而在教學平台的背

後，系統會記錄著學生在課程中曾經做過的事情，記錄的項目包括：時間、課程

元件、事件名稱、事件說明等，而這些記錄又被稱為日誌（Logs）。本研究透過

Moodle 平台收集三個學期共 15 個班級，所有學生在學習過程中的日誌資料，所

有資料皆會經過匿名處理，任何可識別學生個人身分的資訊皆不會出現在此研究

中。 

3.2 實驗架構 

 本研究是由三個不同的實驗所組成，第一個實驗為「預測學生的學習成效」、

第二個實驗為「繳交個人平時作業的特徵分群」、第三個實驗為「小組作業的行

為模式」，而三個實驗的流程如圖 3-1。 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

26 
 

 

圖 3-1 實驗架構之流程圖 

 

3.3 實驗（一）預測學生的學習成效 

 本實驗的任務為預測學生的學習成效。實驗一開始會從原始資料中萃取學生

於課程前 10 週的特徵資料，並進行前處理，之後再利用特徵資料來訓練深度神

經網路模型，藉由深度學習的技術以預測學生的學習成效。 

3.3.1 實驗資料 

 本實驗使用 1082、1091 和 1092 學期，所有學生於 Moodle 平台上學習過程

的日誌資料（Logs）作為原始資料，之後將原始資料轉換成所需的特徵資料，其
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中 1082 和 1091 學期學生的特徵資料為訓練資料（training data），共 597 位；而

1092 學期學生的特徵資料為測試資料（test data），共 269 位。 

訓練資料的資料標籤（Label）為學生的學習成效。學習成效是以學生於課程

最終的程式基礎能力、程式實作能力和學習歷程做綜合性的評估。由於此課程為

通識課程，學生的學期成績大多數皆有 80 分以上，被當掉的學生非常之少，因

此學習成效不以學期成績是否及格作為標準，而是依教學現場的狀態去做分數區

間的調整，將學生分成三個類別：成效良好、成效普通和成效不佳，各類別的學

生人數分別為 179 位、244 位和 174 位，如表 3-1。 

表 3-1 學習成效的類別資訊 

 分數區間 學生人數 

成效良好 87~100 179 位 

成效普通 80~87（不含 87） 244 位 

成效不佳 80 以下 174 位 

 

3.3.2 資料前處理 

 資料前處理在教育資料探勘中是非常重要的步驟之一，在教育環境中收集的

原始資料是尚未處理的，因此必須先對資料進行前處理，將其轉換成合適的格式。

本研究希望透過學生在「繳交平時作業的特徵」、「每週於 Moodle 課程的點擊次

數」與「參與小組討論的角色」來預測學生的學習成效。首先，從大量的日誌資

料中萃取實驗所需的特徵資料，共有 9 項特徵，如表 3-2，而實驗所要觀察的時

間為課程的前 10 週，每位學生會有 10 個不同時間點的特徵資料。因此整個訓練

資料的格式為「597 位學生、長度為 10 的時間序列、9 項特徵」，測試資料的格

式為「269 位學生、長度為 10 的時間序列、9 項特徵」。 
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表 3-2 實驗（一）資料特徵 

編號 特徵 

1 作業數量 

2 首次繳交花費的時間（分鐘） 

3 最後繳交花費的時間（分鐘） 

4 作業繳交次數 

5 當週上課所有課程元件的點擊次數 

6 當週課後所有課程元件的點擊次數 

7 參與小組討論（發文者） 

8 參與小組討論（觀看者） 

9 未參與小組討論（沒有動作） 

 

不同學期、不同班級、不同週次的課程活動，會因老師的課程規劃、教學現

場的狀態和國定假日而有所不同，例如：沒有小組討論，在表 3-2 中編號 7、8、

9 的特徵會沒有資料，因此若當週因為沒有某些課程活動而造成缺少特徵資料時，

會將這些不存在的資料補上數值「-1」，以維持資料的特徵維度。後續在講解深度

神經網路模型時，會說明為什麼需要維持資料的特徵維度、以及如何處理這些補

上的值。 

 接著，在特徵資料中發現有少部分的遺漏值（Missing value），例如：學生沒

有繳交作業，在表 3-2 中編號 2、3、4 的特徵會沒有資料，因此需要使用其他方

法來填補這些資料。本實驗利用 k-nearest neighbors imputation（kNN）[11]演算法

處理遺漏值問題，kNN 演算法會尋找所有資料中與遺漏值距離最近的 k 筆資料，

並計算這 k 筆資料的平均值，把值填補進其中。 

 表 3-2 的編號 2、3、4、5、6 的特徵資料中，存在著少部分的極端值或離群

值，因此需要對這五項特徵進行標準化（Standardization），將資料轉換成平均值
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為 0、標準差為 1 的範圍內；標準化可以降低極端值或離群值在訓練模型時所造

成的影響，並且使模型有較快的收斂。圖 3-2 為這五項特徵在標準化前後的常態

分佈圖，左邊為標準化之前、右邊為標準化之後，圖中舉例的週次為課程第七週。 

 

圖 3-2 標準化前後的常態分佈圖 
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3.3.3 建立深度神經網路模型 

 本實驗利用 Python 程式語言的深度學習框架 Keras[22]來建立深度神經網路

模型，在此框架下能夠設計多個所需用到的神經網路層，並將每一層連接起來，

之後把學生於課程前 10 週的資料輸入至模型中，並輸出預測的學習成效。在此

模型中共有四層的神經網路，分別為 Masking 層、LSTM 層、Dropout 層和 Dense

層，如圖 3-3，而在訓練模型的過程中，損失函數使用 Cross-entropy[31]來計算

訓練時產生的誤差，而優化器使用 Nadam[12]調整神經網路中各個神經元的權重。 

 

圖 3-3 深度神經網路模型 

 

 首先，在訓練模型前需要確認輸入資料的格式是否正確，由於此模型主要的

神經網路為 LSTM，規定每一筆輸入資料的維度皆需固定（包含時間序列的長度、

特徵數量），因此在學生於課程前 10 週的資料中，若因當週沒有某些課程活動而

造成缺少特徵資料，需要將這些不存在的資料補上數值「-1」，以維持資料的維

度。 
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之後，將所有學生的資料輸入至 Masking 層，這一層神經網路的功用為可以

指定所要過濾的數值，並將輸入資料中符合此數值的資料忽略，且會將過濾後的

結果持續傳送至最後一層。因此可以利用 Masking 層來解決因不同學期、不同班

級、每週不同的課程活動，所造成缺少部分特徵資料的問題，將這些不存在的特

徵資料補上數值「-1」，再指定「-1」為過濾的數值來將其忽略。 

接著，把過濾後的學生資料輸入至 LSTM 層，在 LSTM 單元中，會輸入 10

個不同時間點的資料，而每個時間都會接收上一個時間所傳送的單元狀態和隱藏

狀態。在 LSTM 單元的內部，會將上一個時間的單元狀態、隱藏狀態和輸入資料

進行處理，透過遺忘門、輸入門和輸出門來決定，先前的資訊有哪些是要被遺忘

或保留的，而新的輸入資料有哪些資訊是要被捨棄或新增的，最後再將新的單元

狀態和隱藏狀態傳送至下一個時間，如此重複 10 個時間。而在最後一個時間中，

輸出的隱藏狀態即為整個 LSTM 層的輸出結果。 

 接著，將 LSTM 層的輸出結果傳送至 Dropout 層，使用 Dropout[35]的目的

為預防過度擬合（Overfitting），其功能可以隨機將一定比例的神經元停止工作，

以防止神經元之間過度依賴學習的資料。而 dropout 比例可以自行設定，常見的

數值有 0.3 和 0.5。 

 最後，將 Dropout 後的結果輸入至 Dense 層，而 Dense 層也可以稱作全連接

層（Fully-Connected Layer），意思為每一個神經元都與上一層的所有神經元相連，

在許多任務中經常作為神經網路模型的最後一層。在 Dense 層中，本實驗使用激

勵函數 Softmax 輸出最終的分類結果，此函數會計算三個類別的機率，機率值最

高的類別即為分類結果。 

 

 

  



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

32 
 

3.3.4 評估指標 

 本實驗以 Accuracy（準確率）、Precision（精確率）和 Recall（召回率）作為

模型訓練結果的評估標準[34]，指標定義如表 3-3。 

表 3-3 評估指標定義 

 預測 Positive 預測 Negative 

實際 Positive TP（True Positive） FN（False Negative） 

實際 Negative FP（False Positive） TN（True Negative） 

 

𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴 =
𝑇𝑇𝑇𝑇 + 𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 + 𝐹𝐹𝐹𝐹
 

𝑃𝑃𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟 =
𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹
 

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 =
𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹
 

 

3.4 實驗（二）繳交個人平時作業的特徵分群 

本實驗的任務為將學生繳交個人平時作業的特徵進行分群，以利後續實驗

（三）進行分群化的分析。實驗一開始會從原始資料中萃取學生在前四次個人平

時作業中繳交作業時的特徵資料，接著進行前處理，之後利用分群模型將特徵資

料進行分群。 
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3.4.1 實驗資料 

 本實驗使用 1092 學期所有學生的日誌資料作為原始資料，共 269 位。 

3.4.2 資料前處理 

 首先，本實驗從大量的日誌資料中萃取實驗所需的特徵資料，共有 5項特徵，

如表 3-4，而實驗所要觀察的項目為課程前四次的作業，因此每位學生會有 4 個

不同時間點的特徵資料。整個資料的格式為「269 位學生、長度為 4 的時間序列、

5 項特徵」。 

表 3-4 實驗（二）資料特徵 

編號 特徵 

1 作業數量 

2 首次繳交花費的時間（分鐘） 

3 最後繳交花費的時間（分鐘） 

4 作業繳交次數 

5 作業成績 

 

接著，在特徵資料中發現有少部分的遺漏值，例如：學生沒有繳交作業，在

表 3-4 中編號 2、3、4 的特徵會沒有資料，這部分與實驗（一）相同使用 kNN

演算法來處理此問題。之後，針對表 3-2 中編號 2、3、4、5 的特徵進行標準化，

將資料轉換成平均值為 0、標準差為 1 的範圍內，由於資料中存在著少部分的極

端值或離群值，因此需要進行標準化來降低這些值在訓練模型時所造成的影響。 
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3.4.3 建立分群模型 

 本實驗利用Python程式語言中用於分析時間序列的機器學習框架 tslearn[36]

來建立分群模型，實驗所使用的模型為 TimeSeriesKMeans，其中參數 metric 為

dtw。此模型的分群方法為將 Dynamic time warping（DTW）應用於 K-means，過

程中利用 DTW barycenter averaging（DBA）更新每一群的中心點。以下為分群過

程的步驟： 

1. 設定分群數量為 K，並隨機選取 K 筆資料作為初始化中心點。 

2. 使用 DTW 計算每筆時間序列資料到 K 個中心點的距離，並將其分配給距離

最接近的群。 

3. 使用 DBA 計算每一群時間序列資料的平均序列，並將其更新為新的中心點。 

之後不斷重複上述的第二步和第三步，直到所設定的中止條件（如最大重複

次數、各群內的資料不再變化等）。 

3.4.4 決定分群數 

 本研究以 Silhouette Coefficient[30]（輪廓係數）方法決定分群的數量，概念

為同一群內的資料距離越近，不同群之間的資料距離越遠，則分群效果越好。公

式（13）中的𝑎𝑎𝑖𝑖為某一資料到同一群內其他資料的平均距離，當𝑎𝑎𝑖𝑖值越小則代表

同一群內的資料距離越近；𝑏𝑏𝑖𝑖為某一資料到其他不同群所有資料的平均距離，當

𝑏𝑏𝑖𝑖值越大則代表不同群之間的資料距離越遠。 

 𝑆𝑆𝑖𝑖 =
𝑏𝑏𝑖𝑖 − 𝑎𝑎𝑖𝑖

𝑚𝑚𝑚𝑚𝑚𝑚(𝑎𝑎𝑖𝑖, 𝑏𝑏𝑖𝑖)
 （13） 

 

𝑆𝑆𝑖𝑖 =

⎩
⎪
⎨

⎪
⎧1 −

𝑎𝑎𝑖𝑖
𝑏𝑏𝑖𝑖

,  𝑎𝑎𝑖𝑖 < 𝑏𝑏𝑖𝑖

0,    𝑎𝑎𝑖𝑖 = 𝑏𝑏𝑖𝑖
𝑏𝑏𝑖𝑖
𝑎𝑎𝑖𝑖
− 1,  𝑎𝑎𝑖𝑖 > 𝑏𝑏𝑖𝑖

 

 

（14） 

之後利用延伸出的公式（14）來做判斷，當𝑎𝑎𝑖𝑖值越小、𝑏𝑏𝑖𝑖值越大，則公式𝑆𝑆𝑖𝑖

的值越接近 1，代表分群的結果明顯，資料皆有自己的群；而當𝑎𝑎𝑖𝑖值跟𝑏𝑏𝑖𝑖值差不
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多，則公式𝑆𝑆𝑖𝑖的值接近 0，代表分群的結果不明顯，資料處於分群的邊界上；當

𝑎𝑎𝑖𝑖值大於𝑏𝑏𝑖𝑖值，則公式𝑆𝑆𝑖𝑖的值為負數，代表分群的結果有誤，應將資料分配給其

他群。 

3.5 實驗（三）小組作業的行為模式 

 本實驗的任務為將實驗（二）的分群結果進行分群化的分析，找出各個族群

於課程活動的行為模式。首先，定義學生於活動中的行為並進行編碼，利用這些

行為編碼將學生的日誌資料轉換成行為序列；之後，利用序列分析計算各個族群

中有哪些行為轉換達顯著，接著畫出各個族群的行為轉換圖以分析群內的行為模

式。 

3.5.1 實驗資料 

本實驗使用 1092 學期所有學生的日誌資料作為原始資料，共 269 位。 

3.5.2 課程活動 

本實驗的「小組作業」為橫跨三週的課程活動，共分成五個階段： 

1. 題目發想（課後）：此階段的時間為第五週的課後，在 Moodle 課程上會建立

Wiki 共同編輯「個別筆記整理&題目發想區」，每位學生皆有自己的編輯區，

能夠整理筆記和記錄有關題目的想法。 

2. 出題任務（課堂）：此階段的時間為第六週的課堂，所有小組皆需在上課時

間內完成出題任務，任務分為四個部分： 

一、小組討論與分工：每位組員須輪流說明自己所發想的題目，接著討論與

決定小組的題目跟程式功能，並互相分工合作以完成任務。 

二、題目撰寫：小組中負責撰寫題目的組員需在時間內完成工作，並由負責

的組員至 Moodle 課程上的討論區「小組出題與解題區」中建立「自己

組別的題目討論區」，並將題目內容上傳至其中。 
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三、繳交小組成品：小組中負責編寫程式碼和繪製流程圖的組員，需在時間

內完成工作，並由負責的組員將程式碼、流程圖和題目上傳至 Moodle

課程上的作業「小組成品繳交區」。 

四、解題任務分配：當所有小組皆完成題目撰寫後，小組內的所有組員需至

「小組出題與解題區」挑選一題其他小組的題目作為解題任務，並至

Moodle 課程上的網址「解題任務分配表」登記所解題的小組。 

3. 解題任務（課後）：此階段的時間為第六週的課後，需在下次上課前完成解

題任務，當完成所解之題目後，須將程式碼與流程圖上傳至「小組出題與解

題區」中「該組別的題目討論區」、給予該題目一些回饋，並瀏覽其他同樣

解此題目同學的解答，說明該同學的解答中有哪些部分是特別的。 

4. 小組報告（課堂）：此階段的時間為第七週的課堂，所有小組皆需在時間內

完成報告簡報，並由負責的組員將簡報和報告的相關資料上傳至 Moodle 課

程上的討論區「小組報告檔上傳區」。報告結束後，每位同學需至 Moodle 課

程上的網址「同儕互評」和回饋單「自評」填寫表單。 

5. 個別學習歷程記錄（課後）：此階段的時間為第七週的課後，需在下次上課

前完成此作業，作業的項目包括：解題任務的程式碼與流程圖、學習歷程檔

案，完成後須將檔案上傳至 Moodle 課程上的作業「個別學習歷程記錄繳交

區」。 
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下表 3-5 為各個階段主要使用的 Moodle 課程元件： 

表 3-5 小組作業各階段主要 Moodle 元件 

階段 Moodle 元件 

第五週：題目發想 

（課後） 
Wiki 共筆：個別筆記整理&題目發想區 

第六週：出題任務 

（課堂） 

討論區：小組出題與解題區 

作業：小組成品繳交區 

網址：解題任務分配表 

第六週：解題任務 

（課後） 
討論區：小組出題與解題區 

第七週：小組報告 

（課堂） 

討論區：小組報告檔上傳區 

網址：同儕互評 

回饋單：自評 

第七週：個別學習歷程紀錄 

（課後） 

作業：個別學習歷程紀錄繳交區 
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3.5.3 行為編碼 

 首先，將課程第五週至第七週的所有 Moodle 元件進行編碼，如表 3-6。 

表 3-6 Moodle 元件編碼表 

週次 Moodle 元件 代碼 

第五週 Wiki 共筆：個別筆記整理&題目發想區 w5_wiki 

第六週 檔案：【課堂講義】week06 w6_resour1 

檔案：評量面向與標準 w6_resour2 

作業：小組成品繳交區 w6_assign 

網址：解題任務分配表 w6_url 

討論區：小組出題與解題區 w6_forum 

第七週 檔案：【課堂講義】week07 w7_resour 

討論區：小組報告檔上傳區 w7_forum 

網址：同儕互評 w7_url 

回饋單：自評 w7_feedba 

作業：個別學習歷程紀錄繳交區 w7_assign 

 

 接著，在課程活動的過程中，學生會對各個 Moodle 元件進行動作，例如：

觀看、建立、更新等，而透過動作所達成的事情又稱作行為，例如：查看第七週

的檔案。之後再將這些行為進行編碼，以利後續進行分析，全部共有 38 個行為

編碼，如表 3-7。 
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表 3-7 行為編碼表 

代碼 行為 動作 說明 

w5wv w5_wiki_viw view 查看第五週的 Wiki 共筆 

w5wc w5_wiki_cre create 建立第五週的 Wiki 共筆 

w5wu w5_wiki_upd update 更新第五週的 Wiki 共筆 

w6r1v w6_resour1_viw view 查看第六週的檔案 1 

w6r2v w6_resour2_viw view 查看第六週的檔案 2 

w6uv w6_url_viw view 查看第六週的網址 

w6av w6_assign_viw view 查看第六週的作業 

w6ac w6_assign_cre create 建立第六週的作業 

w6au w6_assign_upd update 更新第六週的作業 

w6fcD w6_forum_creDisc 
create the 

discussion 

在第六週的討論區中 

建立討論 

w6fcP w6_forum_crePost create the post 
在第六週的討論區中 

建立貼文 

w6fuP w6_forum_updPost update the post 
在第六週的討論區中 

更新貼文 

w6fdP w6_forum_delPost delete the post 
在第六週的討論區中 

刪除貼文 

w6fvD1 w6_forum_viwDisc(1) 
view the 

discussion(1) 

在第六週的討論區中 

查看第 1 組的討論 

w6fvD2 w6_forum_viwDisc(2) 
view the 

discussion(2) 

在第六週的討論區中 

查看第 2 組的討論 
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代碼 行為 動作 說明 

w6fvD3 w6_forum_viwDisc(3) 
view the 

discussion(3) 

在第六週的討論區中 

查看第 3 組的討論 

w6fvD4 w6_forum_viwDisc(4) 
view the 

discussion(4) 

在第六週的討論區中 

查看第 4 組的討論 

w6fvD5 w6_forum_viwDisc(5) 
view the 

discussion(5) 

在第六週的討論區中 

查看第 5 組的討論 

w6fvD6 w6_forum_viwDisc(6) 
view the 

discussion(6) 

在第六週的討論區中 

查看第 6 組的討論 

w6fvD7 w6_forum_viwDisc(7) 
view the 

discussion(7) 

在第六週的討論區中 

查看第 7 組的討論 

w6fvD8 w6_forum_viwDisc(8) 
view the 

discussion(8) 

在第六週的討論區中 

查看第 8 組的討論 

w6fvD9 w6_forum_viwDisc(9) 
view the 

discussion(9) 

在第六週的討論區中 

查看第 9 組的討論 

w7fv w7_forum_viw view 查看第七週的討論區 

w7fcD w7_forum_creDisc 
create the 

discussion 

在第七週的討論區中 

建立討論 

w7fcP w7_forum_crePost create the post 
在第七週的討論區中 

建立貼文 

w7fuP w7_forum_updPost update the post 
在第七週的討論區中 

更新貼文 

w7fdP w7_forum_delPost delete the post 
在第七週的討論區中 

刪除貼文 

w7rv w7_resour_viw view 查看第七週的檔案 
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代碼 行為 動作 說明 

w7uv w7_url_viw view 查看第七週的網址 

w7fs w7_feedba_sbm submit 提交第七週的回饋 

w7av w7_assign_viw view 查看第七週的作業 

w7ac w7_assign_cre create 建立第七週的作業 

w7au w7_assign_upd update 更新第七週的作業 

w1v w1_viw view 查看第一週的課程 

w2v w2_viw view 查看第二週的課程 

w3v w3_viw view 查看第三週的課程 

w4v w4_viw view 查看第四週的課程 

w5v w5_viw view 查看第五週的課程 

 

3.5.4 序列分析 

 在進行序列分析前，需先將資料整理成特定的格式。首先，透過表 3-7 的行

為編碼表，對學生的日誌資料進行處理，將日誌資料轉換成一連串的「行為序列」

資料，如表 3-8。 

表 3-8 行為序列 

學生 行為序列 

王小明 w5v w5v w5wc w5v w5v w6r1v w6r1v w6r1v 

w6r2v w6uv w6fvD5 w6fvD5 w6fvD1 w6fvD3 

w6fvD3 w6fvD3 w6fvD3 w6fvD3 w6fvD3 w6fcP 

w6fvD3 w7rv w7rv w6fvD1 w6fvD3 w6fvD1 

w6fvD1 w6fvD3 w7fv w6fvD3 w7uv w7fs w7fv 

w6fvD3 w7av w7av w7ac w7au w7av 
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 當完成所有學生的行為序列後，依照實驗（二）所得到的分群結果，對每一

群學生進行序列分析，而本實驗使用 GSEQ[16]軟體作為序列分析的工具。首先，

透過 GSEQ 計算行為序列中所有「行為轉換序列」的調整後殘差 z 分數，計算完

成後會得到「調整後殘差表」，如圖 3-4（各個族群的調整後殘差表請見附錄 A），

表中的左方縱軸為「起點行為」、上方橫軸為「終點行為」，其中被標註有顏色的

欄位為行為轉換的 z 分數大於 1.96 達顯著的部分，之後再將顯著的部分繪製成

「行為轉換圖」以分析群內學生的行為模式，如圖 3-5。而圖中有三種線條，最

粗的線代表 z 分數大於 10，行為的轉換非常顯著；普通的線代表 z 分數大於 5，

行為的轉換很顯著；最細的線代表 z 分數大於 1.96，行為的轉換達顯著。 

 

圖 3-4 調整後殘差表 
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圖 3-5 行為轉換圖 
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第4章 研究結果與討論 

 本章節分成四個小節。4.1 小節為討論實驗（一）的研究結果，以及回答第

一個研究問題「深度學習模型用於預測學習成效的效果如何？其中，預測結果為

成效不佳的學生中，實際真的為成效不佳的機率為何？而實際為成效不佳的學生

中，被預測為成效不佳的機率為何？」。4.2 小節為討論實驗（二）與實驗（三）

的研究結果。4.3 小節為討論個案學生。4.4 小節為統整 4.2 小節和 4.3 小節的討

論內容，並回答第二個研究問題「繳交個人平時作業的特性、小組作業（課程活

動）的行為模式和預測學習成效之間的關係為何？」。 

4.1 預測學習成效之效果與成效不佳之學生 

 經實驗（一）的深度學習模型訓練後，為了找尋更佳的預測效果，本研究比

較三種不同的循環神經網路架構，將 LSTM 模型與 RNN 和 GRU 模型進行比較，

其中以 RNN 作為比較的基準，觀察 GRU 的效果是否有比原本的 LSTM 好。下

表 4-1 為模型共同使用的參數 

表 4-1 深度學習模型之實驗參數設定 

參數 設定值 

batch size 64 

validation split 0.2 

learning rate 0.0006 

optimizer Nadam 

loss function sparse categorical crossentropy 

output node size (RNN/LSTM/GRU) 24 

dropout 0.3 
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比較結果如表 4-2，從表中可以觀察到 LSTM 和 GRU 的各項評估指標皆比

RNN 還來的好，而其中 LSTM 的實驗結果是三者中分數皆為最高的。在各項指

標中，Accuracy（準確率）為所有樣本中，預測正確的樣本；Precision（精確率）

為預測為正的樣本中，實際真的為正的樣本；Recall（召回率）為實際為正的樣

本中，被預測為正的樣本。從表 4-2 中可以觀察到，LSTM 的 Accuracy 達 0.580，

代表預測正確的樣本比一半還多一些；接著，Precision達 0.607和Recall達 0.570，

代表預測為正和召回為正的樣本皆超過一半。整體來說，LSTM 預測學習成效的

效果接近六成。 

表 4-2 比較不同循環神經網路之實驗結果 

 Accuracy Precision Recall 

RNN 0.534 0.546 0.521 

LSTM 0.580 0.607 0.570 

GRU 0.571 0.585 0.566 

 

接著，在不同的循環神經網路架構中，成效不佳之樣本的精確率和召回率如

下表 4-3，其中 Precision 最高的為 LSTM，分數達 0.710，代表預測為成效不佳

的樣本中，實際真的為成效不佳的樣本有 71%；而 Recall 最高的為 GRU，分數

達 0.580，代表實際為成效不佳的樣本中，被預測為成效不佳的樣本有 58%。因

此透過 GRU 模型的預測，可以找出 58%實際為成效不佳且預測結果也為成效不

佳的學生，這些學生的學習成效較不佳，為課程中需要關心和幫助的學生；而相

反的，有 42%實際為成效不佳但預測結果不是成效不佳的學生，這些學生原本也

應受到關心和幫助，但在預測結果中被預測為其他較好的學習成效。 
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表 4-3 成效不佳之學生的精確率和召回率 

 Precision Recall 

RNN 0.593 0.420 

LSTM 0.710 0.506 

GRU 0.647 0.580 

 

4.2 分群結果與小組作業之行為模式 

 經實驗（二）的模型分群後，269 位學生共被分成兩群，如下表 4-4，其中

第 1 群的人數為 33 位、第 2 群的人數為 236 位。而實驗中，決定最佳分群數的

結果如表 4-5，根據 Silhouette Coefficient（輪廓係數）的公式定義，當計算結果

的分數接近接近 1，代表分群的結果明顯，資料皆有自己的群；而當分數接近 0，

代表分群的結果不明顯，資料處於分群的邊界上；當分數為負數時，代表分群的

結果有誤，應將資料分配給其他群；從表 4-5 中可以觀察到，當分群數為 2 的時

候，Silhouette 分數達 0.425，代表分群結果還算明顯。 

表 4-4 分群結果之人數 

族群 人數 

第 1 群 33 

第 2 群 236 
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表 4-5 決定分群數之實驗結果 

分群數 Silhouette 分數 

2 0.425 

6 0.202 

5 0.189 

4 0.182 

3 0.163 

 

本研究將族群內所有學生的「首次繳交花費時間」的中位數、「最後繳交花

費時間」的中位數、「繳交次數」的眾數和「作業成績」的平均數，來代表整個

族群在「繳交個人平時作業」的特徵。下表 4-6 為全部學生、第 1 群和第 2 群在

「繳交個人平時作業」的特徵統計表，藉由將第 1 群、第 2 群與全部的學生進行

比較，探討各個族群於「繳交個人平時作業」的特性。接著，從圖 4-1 和圖 4-2

中觀察各個族群於「小組作業」的行為模式。 

表 4-6 個人平時作業之特徵統計表 

 首次繳交花費

的時間(分鐘) 
（中位數） 

最後繳交花費

的時間(分鐘) 
（中位數） 

 
繳交次數 
（眾數） 

 
作業成績 
（平均數） 

第一次 

個人 

平時作業 

全部 15 57 2 95.41 

第 1 群 18 72.5 2 85.54 

第 2 群 14 57 2 96.94 

第二次 

個人 

平時作業 

全部 21 126 3 95.78 

第 1 群 54.5 4581.5 3 84.12 

第 2 群 19 125 3 97.41 

第三次 

個人 

全部 34 211 4 93.76 

第 1 群 34 134 2 74.27 
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平時作業 第 2 群 34 234.5 4 96.48 

第四次 

個人 

平時作業 

全部 8528.5 8665.5 1 74.43 

第 1 群 9502.5 9669.5 1 35.30 

第 2 群 8193.5 8527 1 79.90 

 

一、繳交個人平時作業的特性 

1. 第 1 群： 

從表 4-6 中可以觀察到，第 1 群與全部學生的特徵統計數值相比，在「第一

次個人平時作業所花費的時間較多（上課中完成）、繳交次數普通、作業成

績較低」、「第二次個人平時作業所花費的時間較多（課後完成）、繳交次數

普通、作業成績較低」、「第三次個人平時作業所花費的時間較少（上課中完

成）、繳交次數較少、作業成績較低」、「第四次個人平時作業所花費的時間

較多（課後完成）、繳交次數普通、作業成績較低」。 

2. 第 2 群： 

從表 4-6 中可以觀察到，第 2 群與全部學生的特徵統計數值相比，在「第一

次個人平時作業所花費的時間較少（上課中完成）、繳交次數普通、作業成

績較高」、「第二次個人平時作業所花費的時間較少（上課中完成）、繳交次

數普通、作業成績較高」、「第三次個人平時作業所花費的時間較多（課後完

成）、繳交次數普通、作業成績較高」、「第四次個人平時作業所花費的時間

較少（課後完成）、繳交次數普通、作業成績較高」。 
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圖 4-1 小組作業之行為轉換圖（第 1 群） 
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圖 4-2 小組作業之行為轉換圖（第 2 群） 

 

二、小組作業的行為模式 

 在「第五週：題目發想」階段的「個別筆記整理&題目發想區」（行為稱：Wiki

共筆），設立此區的目的為希望促進學生複習和統整前幾週所學的內容，並思考

生活中有哪些問題可以運用程式來幫忙解決。從圖 4-1 和圖 4-2 中可以看到右

下角的編號 A 區塊，此區塊內有四個行為：查看第一週的課程（w1v）、查看第

二週的課程（w2v）、查看第三週的課程（w3v）和查看第四週的課程（w4v）；接

著，可以看到旁邊的編號 B 區塊，此區塊內有四個行為：查看第五週的課程（w5v）、

建立 Wiki 共筆（w5wc）、查看 Wiki 共筆（w5wv）和更新 Wiki 共筆（w5wu）。
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從這兩張圖中可以觀察到 A 區塊內有三個顯著轉換的行為：「查看第一週的課程」

轉換至「查看第二週的課程」（w1v→w2v）、「查看第二週的課程」轉換至「查看

第三週的課程」（w2v→w3v）和「查看第三週的課程」轉換至「查看第四週的課

程」（w3v→w4v）；而 B 區塊內有三個顯著轉換的行為：「查看第五週」轉換至

「建立 Wiki 共筆」（w5v→w5wc）、「建立 Wiki 共筆」轉換至「查看 Wiki 共筆」

（w5wc→w5wv）和「查看 Wiki 共筆」轉換至「更新 Wiki 共筆」（w5wv→w5wu）；

接著，有一個顯著轉換的行為從 A 區塊橫跨至 B 區塊：「查看第四週的課程」轉

換至「查看第五週的課程」（w4v→w5v）。這些行為的轉換說明，這兩群的學生

在寫 Wiki 共筆的內容（w5v→w5wc）（w5wc→w5wv）（w5wv→w5wu）之前，皆

有複習前幾週的課程（w1v→w2v）（w2v→w3v）（w3v→w4v）（w4v→w5v）。 

 在「第六週：出題任務」階段的「小組成品繳交區」（行為稱：作業），從圖 

4-1 和圖 4-2 中可以看到左下角的編號 C 區塊，此區塊內有 3 個行為：查看作業

（w6av）、建立作業（w6ac）和更新作業（w6au）。從這兩張圖中可以觀察到 C

區塊內有兩個顯著轉換的行為：「查看作業」轉換至「建立作業」（w6av→w6ac）

和「查看作業」轉換至「更新作業」（w6av→w6au）。這兩個行為的轉換說明，在

繳交小組成品的作業時，這兩群皆有學生負責上傳檔案，並建立和更新作業

（w6av→w6ac）（w6av→w6au）。 

 在「第六週：出題任務」階段的「解題任務分配表」（行為稱：網址）與「小

組出題與解題區」（行為稱：討論區）。每一組在討論區中建立的「小組討論」皆

是公開的，目的為希望能促進學生互相討論，以及到其他組別的討論區了解題目

與互相學習。從圖 4-1 和圖 4-2 中可以看到左下角的編號 D 區塊，此區塊內有

一個行為：查看網址（w6uv）；接著，可以看到中間的編號 E 區塊，此區塊內有

九個行為：在討論區中查看第 1 組的討論（w6fvD1）、在討論區中查看第 2 組的

討論（w6fvD2）、在討論區中查看第 3 組的討論（w6fvD3）、在討論區中查看第

4 組的討論（w6fvD4）、在討論區中查看第 5 組的討論（w6fvD5）、在討論區中

查看第 6 組的討論（w6fvD6）、在討論區中查看第 7 組的討論（w6fvD7）、在討
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論區中查看第 8 組的討論（w6fvD8），以及在討論區中查看第 9 組的討論（w6fvD9）。

從這兩張圖中可以觀察到 D 區塊與 E 區塊之間，有多個顯著轉換的行為。例如：

圖 4-1 的「查看網址」轉換至「在討論區中查看第 2 組的討論」（w6uv→w6fvD2）

和「查看網址」轉換至「在討論區中查看第 5 組的討論」（w6uv→w6fvD5）等等；

圖 4-2 的「查看網址」轉換至「在討論區中查看第 1 組的討論」（w6uv→w6fvD1）

和「查看網址」轉換至「在討論區中查看第 2 組的討論」（w6uv→w6fvD2）等等。

接著，這兩張圖還可以觀察到，E 區塊內的九個行為彼此之間有顯著密集的轉換。

例如：圖 4-1 的「在討論區中查看第 3 組的討論」轉換至「在討論區中查看第 1

組的討論」（w6fvD3→w6fvD1）、「在討論區中查看第 2 組的討論」轉換至「在討

論區中查看第 4 組的討論」（w6fvD2→w6fvD4）等等；圖 4-2 的「在討論區中查

看第 1 組的討論」轉換至「在討論區中查看第 3 組的討論」（w6fvD1→w6fvD3）、

「在討論區中查看第 4 組的討論」轉換至「在討論區中查看第 1 組的討論」

（w6fvD4→w6fvD1）等等。這些行為的轉換說明，這兩群的學生在登記解題任

務分配表時，有到其他組別的「小組討論」瀏覽題目並了解出題的內容。例如：

第 1 群（w6uv→w6fvD5）（w6fvD5→w6fvD2）（w6fvD2→w6fvD4）、第 2 群（w6uv

→w6fvD1）（w6fvD1→w6fvD4）（w6fvD4→w6fvD2）。 

 在「第七週：小組報告」階段的「小組報告檔上傳區」（行為稱：討論區），

從圖 4-1 和圖 4-2 中可以看到左上角的編號 F 區塊，在圖 4-1 中此區塊內有 2

個行為：查看討論區（w7fv）和在討論區中建立討論（w7fcD）；在圖 4-2 中此區

塊內有 5 個行為：查看討論區（w7fv）、在討論區中建立討論（w7fcD）、在討論

區中建立貼文（w7fcP）、在討論區中更新貼文（w7fuP）和在討論區中刪除貼文

（w7fdP）。從圖 4-1 可以觀察到 F 區塊內有一個顯著轉換的行為：「查看討論區」

轉換至「在討論區中建立討論」（w7fv→w7fcD）；從圖 4-2 可以觀察到 F 區塊內

有三個顯著轉換的行為：「查看討論區」轉換至「在討論區中建立討論」（w7fv→

w7fcD）、「查看討論區」轉換至「在討論區中建立貼文」（w7fv→w7fcP）和「查

看討論區」轉換至「在討論區中更新貼文」（w7fv→w7fuP）。這些行為的轉換說
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明，在小組報告的時候，這兩群皆有學生負責上傳報告的相關資料（w7fv→w7fcD）

（w7fv→w7fcP）（w7fv→w7fuP）。 

 綜合上述的討論，這兩群的學生表現不錯，皆有認真投入於小組作業（課程

活動）。在寫「Wiki 共筆」之前有複習前幾週的課程；在登記「解題任務分配表」

時，有瀏覽其他組別的小組討論；在「出題任務」的階段有負責上傳小組成品的

作業檔案（如題目、程式碼或流程圖），代表在小組內有負責特定的任務；在「小

組報告」的階段中，是負責上傳簡報檔或相關資料的人。而這兩群的差別為，在

圖 4-1 和圖 4-2 中的 E 區塊內，圖 4-1 的九個行為（w6fvD1 至 w6fvD9）之間

的顯著轉換較不密集，這說明了在登記「解題任務分配表」時，第 1 群的學生雖

然有瀏覽其他組別的小組討論，但瀏覽的數量比較沒那麼多。 
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4.3 個案討論 

本小節所討論的個案為，將實驗（二）的 269 位學生依照各自的班級進行分

群，從分群的結果中發現，個案 1（第一個班的 1 位學生）和個案 2（第四個班

的 1 位學生），在「繳交個人平時作業的特性」和「小組作業的行為模式」較其

他族群不一樣，因此將 2 位學生個案於此討論。 

一、個案 1（第一個班） 

從表 4-7 可以觀察到，與「全班各項特徵」的統計數值相比，個案 1 在繳交

個人平時作業的特性為：「第一次個人平時作業所花費的時間將近一週（課後完

成）、繳交次數 1 次、作業成績較高」、「第二次個人平時作業所花費的時間普通

（上課中完成）、繳交次數 1 次、作業成績較高」、「第三次個人平時作業所花費

的時間普通（課後完成）、繳交次數 2 次、作業成績較高」。 

表 4-7 個人平時作業之特徵統計表（個案 1） 

 首次繳交花費

的時間(分鐘) 
（中位數） 

最後繳交花費

的時間(分鐘) 
（中位數） 

 
繳交次數 
（眾數） 

 
作業成績 
（平均數） 

第一次 
個人 

平時作業 

全班 20 108 3 96.02 

個案 1 10010 10010 1 98 

第二次 
個人 

平時作業 

全班 34 137 4 92.87 

個案 1 134 134 1 97 

第三次 
個人 

平時作業 

全班 8556 8669 1 75.51 

個案 1 8580 8669 2 85 
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圖 4-3 小組作業之行為轉換圖（個案 1） 

 

 在第五週「題目發想」階段的「個別筆記整理&題目發想區」（行為稱：Wiki

共筆），設立此區的目的為希望促進學生複習和統整前幾週所學的內容，並思考

生活中有哪些問題可以運用程式來幫忙解決。從圖 4-3 中可以看到右下角的編

號 A 區塊，此區塊內有三個行為：查看第一週的課程（w1v）、查看第三週的課

程（w3v）和查看第四週的課程（w4v）；接著，可以看到旁邊的編號 B 區塊，此

區塊內有四個行為：查看第五週的課程（w5v）、建立 Wiki 共筆（w5wc）、查看

Wiki 共筆（w5wv）和更新 Wiki 共筆（w5wu）。從圖中可以觀察到 A 區塊內有

三個顯著轉換的行為：「查看第三週的課程」轉換至「查看第一週的課程」（w3v
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→w1v）、「查看第三週的課程」轉換至「查看第四週的課程」（w3v→w4v）和「查

看第四週的課程」轉換至「查看第三週的課程」（w4v→w3v）；而 B 區塊內也有

三個顯著轉換的行為：「查看第五週」轉換至「建立 Wiki 共筆」（w5v→w5wc）、

「建立 Wiki 共筆」轉換至「查看 Wiki 共筆」（w5wc→w5wv）和「查看 Wiki 共

筆」轉換至「更新 Wiki 共筆」（w5wv→w5wu）。這些行為的轉換說明，雖然這位

學生有查看前幾週的課程，但 A 區塊和 B 區塊之間並沒有顯著轉換的行為，因

此這位學生在寫Wiki共筆的內容（w5v→w5wc）（w5wc→w5wv）（w5wv→w5wu）

之前，並沒有複習前幾週的課程。 

 在第六週「出題任務」階段的「小組成品繳交區」（行為稱：作業），從圖 4-3

中可以看到左下角的編號 C 區塊，此區塊內僅有 1 個行為：查看作業（w6av），

且可以觀察到此區塊內有一個顯著轉換的行為：「查看作業」轉換至「查看作業」

（w6av→w6av）。這個行為的轉換說明，在繳交小組成品的作業時，這位學生僅

有查看作業（w6av→w6av），沒有負責上傳檔案。 

 在第六週「出題任務」階段的「解題任務分配表」（行為稱：網址）與「小

組出題與解題區」（行為稱：討論區）。每一組在討論區中建立的「小組討論」皆

是公開的，目的為希望能促進學生互相討論，以及到其他組別的討論區了解題目

與互相學習。從圖 4-3 中可以看到左下角的編號 D 區塊，此區塊內有一個行為：

查看網址（w6uv）；接著，可以看到中間的編號 E 區塊，此區塊內有四個行為：

在討論區中查看第 2 組的討論（w6fvD2）、在討論區中查看第 4 組的討論（w6fvD4）、

在討論區中查看第 6 組的討論（w6fvD6），以及在討論區中查看第 7 組的討論

（w6fvD7）。從圖中可以觀察到 D 區塊與 E 區塊之間，有一個顯著轉換的行為：

「查看網址」轉換至「在討論區中查看第 2 組的討論」（w6uv→w6fvD2）；而 E

區塊內有兩個顯著轉換的行為：「在討論區中查看第 2 組的討論」轉換至「在討

論區中查看第 4 組的討論」（w6fvD2→w6fvD4）和「在討論區中查看第 4 組的討

論」轉換至「在討論區中查看第 7 組的討論」（w6fvD4→w6fvD7）。這些行為的

轉換說明，這位學生在登記解題任務分配表時，有到其他組別的「小組討論」瀏
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覽題目並了解出題的內容（w6uv→w6fvD2）（w6fvD2→w6fvD4）（w6fvD4→

w6fvD7）。 

 在第七週「小組報告」階段的「小組報告檔上傳區」（行為稱：討論區），從

圖 4-3 中可以看到左上角的編號 F 區塊，此區塊內僅有 1 個行為：查看討論區

（w7fv），且可以觀察到此區塊內並沒有顯著轉換的行為，因此說明在小組報告

的時候，這位學生沒有負責上傳報告的相關資料。 

 綜合上述的討論，這位學生的表現比較不積極，沒有投入於小組作業（課程

活動）。在寫「Wiki 共筆」之前沒有複習前幾週的課程；在登記「解題任務分配

表」時，雖然有瀏覽其他組別的小組討論，但僅瀏覽 4 組；在「出題任務」的階

段沒有負責上傳小組成品的作業檔案；而在「小組報告」的階段中，也不是負責

上傳簡報檔或相關資料的人；因此，這位學生在小組內可能是屬於比較被動的。

不過這位學生在組內的同儕互評的分數還不錯，代表他在小組中貢獻的行為並不

在 Moodle 平台上，或是他在參與小組作業（課程活動）時很少使用 Moodle。 

二、個案 2（第四個班） 

從表 4-8 可以觀察到，與「全班各項特徵」的統計數值相比，個案 2 在繳交

個人平時作業的特性為：「第一次個人平時作業所花費的時間很多（課後完成）、

繳交次數 1 次、作業成績較低」、「第二次個人平時作業所花費的時間將近一週

（課後完成）、繳交次數較多、作業成績較低」、「第三次個人平時作業所花費的

時間將近一週（課後完成）、繳交次數 2 次、作業成績較低」、「第四次個人平時

作業所花費的時間將近一週（課後完成）、繳交次數較多、作業成績很低」。 

表 4-8 個人平時作業之特徵統計表（個案 2） 

 首次繳交花費

的時間(分鐘) 
（中位數） 

最後繳交花費

的時間(分鐘) 
（中位數） 

 
繳交次數 
（眾數） 

 
作業成績 
（平均數） 

第一次 
個人 

平時作業 

全班 15 56 2 95.94 

個案 2 8816 8816 N/A(1) 90 
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第二次 
個人 

平時作業 

全班 26 2767 3 96.36 

個案 2 50 9814 N/A(4) 94 

第三次 
個人 

平時作業 

全班 33 3124 5 96.57 

個案 2 9359 9417 N/A(2) 94 

第四次 
個人 

平時作業 

全班 8054 8059 1 74.53 

個案 2 8999 9863 N/A(4) 44 

 

 

圖 4-4 小組作業之行為轉換圖（個案 2） 
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 在第五週「題目發想」階段的「個別筆記整理&題目發想區」（行為稱：Wiki

共筆），設立此區的目的為希望促進學生複習和統整前幾週所學的內容，並思考

生活中有哪些問題可以運用程式來幫忙解決。從圖 4-4 中可以看到右下角的編

號 A 區塊，此區塊內有三個行為：查看第一週的課程（w1v）、查看第三週的課

程（w3v）和查看第四週的課程（w4v）；接著，可以看到旁邊的編號 B 區塊，此

區塊內只有一個行為：查看第五週的課程（w5v）。從這圖中可以觀察到 A 區塊

內有一個顯著轉換的行為：「查看第三週的課程」轉換至「查看第四週的課程」

（w3v→w4v）；而 B 區塊內有一個顯著轉換的行為：「查看第五週」轉換至「查

看第五週」（w5v→w5v）；接著，有一個顯著轉換的行為從 A 區塊橫跨至 B 區塊：

「查看第四週的課程」轉換至「查看第五週的課程」（w4v→w5v）。這些行為的

轉換說明，這位學生沒有寫 Wiki 共筆。雖然學生有查看先前的課程（w3v→w4v）

（w4v→w5v），但 B 區塊內沒有出現任何有關「Wiki 共筆」的行為（w5wv、w5wc

和 w5wu）。 

 在第六週「出題任務」階段的「小組成品繳交區」（行為稱：作業），從圖 4-4

中可以看到左下角的編號 C 區塊，此區塊內僅有 1 個行為：查看作業（w6av），

且可以觀察到此區塊內有一個顯著轉換的行為：「查看作業」轉換至「查看作業」

（w6av→w6av）。這個行為的轉換說明，在繳交小組成品的作業時，這位學生僅

有查看作業（w6av→w6av），沒有負責上傳作業檔案。 

 在第六週「出題任務」階段的「解題任務分配表」（行為稱：網址）與「小

組出題與解題區」（行為稱：討論區）。每一組在討論區中建立的「小組討論」皆

是公開的，目的為希望能促進學生互相討論，以及到其他組別的討論區了解題目

與互相學習。從圖 4-4 中可以看到左下角的編號 D 區塊，此區塊內有一個行為：

查看網址（w6uv）；接著，可以看到中間的編號 E 區塊，此區塊內有一個行為：

在討論區中查看第 6 組的討論（w6fvD6）。從圖中可以觀察到 D 區塊沒有顯著的

行為轉換至 E 區塊，而 E 區塊內也沒有其他行為的轉換。這說明了，這位學生

在登記解題任務分配表時，沒有到其他組別的「小組討論」瀏覽題目。 
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 在第七週「小組報告」階段的「小組報告檔上傳區」，圖 4-4 中沒有出現任

何有關「小組報告檔上傳區」的行為（w7fv、w7fcD、w7fcP 和 w7fuP），這說明

在小組報告的時候，這位學生沒有負責上傳報告的相關資料，也沒有查看「小組

報告檔上傳區」。 

 綜合上述的討論，這位學生的表現非常不積極，沒有投入於小組作業（課程

活動）。在「題目發想」階段沒有寫 Wiki 共筆；在登記「解題任務分配表」時，

沒有到其他組別的「小組討論」瀏覽題目；在「出題任務」的階段沒有負責上傳

小組成品的作業檔案；而在「小組報告」的階段中，也不是負責上傳簡報檔或相

關資料的人。因此這位學生在小組內可能是屬於比較被動的，而她在組內的同儕

互評中，確實也得到滿低的分數。 
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4.4 小結 

 本小節將 5.2 小節和 5.3 小節所討論的內容進行統整，如表 4-9 和表 4-10，

並分析「繳交個人平時作業的特性」、「小組作業的行為模式」和「預測學習成效」

之間的關聯性，以探討學生的學習表現，各個族群的討論如下： 

一、在繳交個人平時作業的特性為「成績高分、花費時間較少」（第 2 群），在小

組作業（課程活動）的行為模式皆傾向「有認真投入且積極，有達到活動中

應有的表現」；而這一群的學生在預測學習成效中，大多數被 LSTM 模型預

測為成效良好和成效普通。綜合上述的分析，該族群在學習上的表現不錯。 

二、在繳交個人平時作業的特性為「成績低分、花費時間較多」（第 1 群），在小

組作業（課程活動）的行為模式皆傾向「認真投入且積極，有達到活動中應

有的表現。但是在瀏覽其他組別的小組討論時，瀏覽的數量比較沒那麼多」；

而這一群在預測學習成效中，有 23 位學生被 LSTM 模型預測為成效不佳、

8 位被預測為成效普通、2 位被預測為成效良好。綜合上述的分析，該族群

的學生在學習上可能需要幫助和關心。 

三、在繳交個人平時作業的特性為「成績高分、課後完成、繳交次數多為 1 次」

（個案 1）和「成績低分、花費將近一週、繳交次數較多」（個案 2），在小

組作業（課程活動）的行為模式傾向「未投入且不積極，沒有達到活動中應

有的表現」；而個案 1 的學生在預測學習成效當中，被 LSTM 模型預測為成

效良好、個案 2 的學生被 LSTM 模型預測為成效普通。以下分別討論這兩

位學生個案： 

1. 個案 1 的學生雖然在小組作業的行為模式屬於「未投入且不積極，沒有達到

活動中應有的表現」，但這位學生在小組內「同儕互評」的分數還不錯，且

在繳交個人平時作業的特性為「成績高分、課後完成、繳交次數多為 1 次」

和被 LSTM 模型預測為「成效良好」，因此判斷這位學生在課程中的學習程
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度不錯，未投入於小組作業的可能原因為，在小組中貢獻的行為不在 Moodle

平台上、或是參與小組作業時很少使用 Moodle。 

2. 個案 2 的學生雖然在 LSTM 模型中被預測為「成效普通」，但這位學生在「繳

交個人平時作業的特性」、「小組作業的行為模式」和「小組內同儕互評的分

數」皆表現較差，因此這位學生在學習上可能需要老師和課程助教的支援。 

 

表 4-9 繳交個人平時作業的特性（統整表） 

特性 族群 人數 作業 花費時間 繳交 

次數 

成績 

成績低分、

花 費 時 間

較多。 

第 1 群 33 第一次 較多(上課中完成) 普通 低分 

第二次 較多(課後完成) 普通 低分 

第三次 較少(上課中完成) 較少 低分 

第四次 較多(課後完成) 普通 低分 

成績高分、

花 費 時 間

較少。 

第 2 群 236 第一次 較少(上課中完成) 普通 高分 

第二次 較少(上課中完成) 普通 高分 

第三次 較多(課後完成) 普通 高分 

第四次 較少(課後完成) 普通 高分 

成績高分、

課後完成、

繳 交 次 數

多為 1 次。 

個案 1 1 第一次 較多(課後完成) 1 次 高分 

第二次 較少(上課中完成) 1 次 高分 

第三次 普通(課後完成) 2 次 高分 

成績低分、

花 費 將 近

一週、繳交

次數較多。 

個案 2 1 第一次 較多(課後完成) 1 次 低分 

第二次 較多(將近一週) 4 次 低分 

第三次 較多(將近一週) 2 次 低分 

第四次 較多(將近一週) 4 次 低分 
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表 4-10 小組作業的行為模式（統整表） 

類別 族群 人數 學習行為模式 

認真投入且積

極，有達到活動

中應有的表現。

但是在瀏覽其

他組別的小組

討論時，瀏覽的

數量比較沒那

麼多。 

第 1 群 33 1. 在寫「Wiki 共筆」之前有複習前

幾週的課程。 

2. 在登記「解題任務分配表」時，

有瀏覽其他組別的小組討論，但

瀏覽的數量比較沒那麼多。 

3. 在「出題任務」的階段有負責上

傳小組成品的作業檔案（如題

目、程式碼或流程圖），代表在小

組內有負責特定的任務。 

4. 在「小組報告」的階段中，是負

責上傳簡報檔或相關資料的人。  

認真投入且積

極，有達到活動

中應有的表現。 

第 2 群 236 1. 在寫「Wiki 共筆」之前有複習前

幾週的課程。 

2. 在登記「解題任務分配表」時，

有瀏覽其他組別的小組討論。 

3. 在「出題任務」的階段有負責上

傳小組成品的作業檔案（如題

目、程式碼或流程圖），代表在小

組內有負責特定的任務。 

4. 在「小組報告」的階段中，是負

責上傳簡報檔或相關資料的人。 

未投入且不積

極，沒有達到活

動中應有的表

現。 

個案 1 

(第一個班) 

1 1. 在寫「Wiki 共筆」之前沒有複習

前幾週的課程。 

2. 在登記「解題任務分配表」時，

雖然有瀏覽其他組別的小組討

論，但僅瀏覽 4 組。 
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類別 族群 人數 學習行為模式 

3. 在「出題任務」的階段沒有負責

上傳小組成品的作業檔案。 

4. 在「小組報告」的階段中，也不

是負責上傳簡報檔或相關資料

的人。 

這位學生在小組內可能是屬於比較

被動的。不過這位學生在組內的同儕

互評的分數還不錯，代表他在小組中

貢獻的行為並不在 Moodle 平台上，

或是他在參與小組作業時很少使用

Moodle。 

個案 2 

(第四個班) 

1 1. 在「題目發想」階段沒有寫 Wiki

共筆。 

2. 在登記「解題任務分配表」時，

沒有到其他組別的「小組討論」

瀏覽題目。 

3. 在「出題任務」的階段沒有負責

上傳小組成品的作業檔案。 

4. 在「小組報告」的階段中，也不

是負責上傳簡報檔或相關資料

的人。 

這位學生在小組內可能是屬於比較

被動的，而她在組內的同儕互評，確

實也得到較低的分數。 
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第5章 結論與未來展望 

 本研究透過深度學習的技術、時間序列分群的方法和序列分析，能夠了解學

生於課程中的學習表現。在實驗（一）預測學生的學習成效中，LSTM 為預測效

果最佳的模型，其中 Accuracy（準確率）為 0.580、Precision（精確率）為 0.607

和 Recall（召回率）為 0.570，整體預測學習成效的效果接近六成；而在預測成效

不佳的結果中，最佳的 Precision 為 LSTM，分數達 0.710；最佳的 Recall 為 GRU，

分數達 0.580。其中需要注意的是，使用 GRU 模型可以找出 58%實際為成效不

佳且預測結果也為成效不佳的學生，初步協助教學者鎖定潛在成效不佳的學生以

提供學習上的支援；但相反的，有 42%實際為成效不佳但預測結果不是成效不佳

的學生，是在需要幫助和關心的學生中被遺漏的。因此，從實驗結果可以發現，

模型的預測效果並沒有到很好，未來若需要改善或提升預測的效果，可以嘗試其

他不同變體的循環神經網路（如 Bidirectional LSTM 和 Bidirectional GRU）。然

而，本研究雖然是使用深度學習的技術來做預測，但預測的結果可能多少會受教

學場域相關的情境因素影響，如課程的難易度、小組成員的組成，因此在未來希

望能加入更多具有教育意涵的特徵於資料中。 

 接著，本研究所使用的學生 logs 資料中，沒有任何關於編寫程式碼的過程紀

錄，由於現階段的程式作業皆是讓學生自行選用整合開發環境撰寫，因此非於

Moodle 平台上所做的事情，並不會有任何紀錄。例如：個案 1（第一個班）的學

生，在小組中貢獻的行為可能不在 Moodle 平台上，或是他在參與小組作業時很

少使用 Moodle。本研究的限制為只能取得 Moodle 平台上的紀錄，未來若能使用

開源平台讓學生能夠於上面編寫程式，就可以從系統中取得學生編寫程式的過程

細節，並將相關的特徵資料或行為加入至研究中。 

 

  



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

66 
 

參考文獻 

[1] 王承璋。2014。輔助老師之學生核心能力雷達圖群體學生模型之研發。碩士論文。私立元

智大學，桃園縣，臺灣。 

[2] 陳馨順。2015。運用關聯規則與分群技術探討放射科實習學生網路學習行為。碩士論文。

國立臺北護理健康大學，臺北市，臺灣。 

[3] Allison, P. D., & Liker, J. K. (1982). Analyzing sequential categorical data on dyadic 

interaction: A comment on Gottman. 

[4] Bakeman, R., & Gottman, J. M. (1997). Observing interaction: An introduction to 

sequential analysis. Cambridge university press. 

[5] Baker, R. S., & Yacef, K. (2009). The state of educational data mining in 2009: A review 

and future visions. Journal of educational data mining, 1(1), 3-17. 

[6] Bakhshinategh, B., Zaiane, O. R., ElAtia, S., & Ipperciel, D. (2018). Educational data 

mining applications and tasks: A survey of the last 10 years. Education and Information 

Technologies, 23(1), 537-553. 

[7] Chang, S. C., Hsu, T. C., Kuo, W. C., & Jong, M. S. Y. (2020). Effects of applying a VR‐

based two‐tier test strategy to promote elementary students’ learning performance in a 

Geology class. British Journal of Educational Technology, 51(1), 148-165. 

[8] Chen, F., & Cui, Y. (2020). Utilizing Student Time Series Behaviour in Learning 

Management Systems for Early Prediction of Course Performance. Journal of Learning 

Analytics, 7(2), 1-17. 

[9] Cho, K., Van Merriënboer, B., Gulcehre, C., Bahdanau, D., Bougares, F., Schwenk, H., & 

Bengio, Y. (2014). Learning phrase representations using RNN encoder-decoder for 

statistical machine translation. arXiv preprint arXiv:1406.1078. 

[10] Chrysafiadi, K., & Virvou, M. (2013). Student modeling approaches: A literature review for 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

67 
 

the last decade. Expert Systems with Applications, 40(11), 4715-4729. 

[11] Cover, T., & Hart, P. (1967). Nearest neighbor pattern classification. IEEE transactions on 

information theory, 13(1), 21-27. 

[12] Dozat, T. (2016). Incorporating nesterov momentum into adam. 

[13] Elman, J. L. (1990). Finding structure in time. Cognitive science, 14(2), 179-211. 

[14] Fotso, J. E. M., Batchakui, B., Nkambou, R., & Okereke, G. Algorithms for the 

Development of Deep Learning Models for Classification and Prediction of Behaviour in 

MOOCS. In 2020 IEEE Learning With MOOCS (LWMOOCS) (pp. 180-184). IEEE. 

[15] Géron, A. (2019). Hands-on machine learning with Scikit-Learn, Keras, and TensorFlow: 

Concepts, tools, and techniques to build intelligent systems. O'Reilly Media. 

[16] GSEQ, from: https://www.mangold-international.com/en/products/software/gseq 

[17] Hatcher, W. G., & Yu, W. (2018). A survey of deep learning: Platforms, applications and 

emerging research trends. IEEE Access, 6, 24411-24432. 

[18] Hernández-Blanco, A., Herrera-Flores, B., Tomás, D., & Navarro-Colorado, B. (2019). A 

systematic review of deep learning approaches to educational data 

mining. Complexity, 2019. 

[19] Hochreiter, S. (1998). The vanishing gradient problem during learning recurrent neural 

nets and problem solutions. International Journal of Uncertainty, Fuzziness and 

Knowledge-Based Systems, 6(02), 107-116. 

[20] Hochreiter, S., & Schmidhuber, J. (1997). Long short-term memory. Neural 

computation, 9(8), 1735-1780. 

[21] Hou, H. T. (2012). Exploring the behavioral patterns of learners in an educational 

massively multiple online role-playing game (MMORPG). Computers & Education, 58(4), 

1225-1233. 

[22] Keras, from: https://github.com/keras-team/keras 

[23] MacQueen, J. (1967, June). Some methods for classification and analysis of multivariate 

https://www.mangold-international.com/en/products/software/gseq
https://github.com/keras-team/keras


‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

68 
 

observations. In Proceedings of the fifth Berkeley symposium on mathematical statistics 

and probability (Vol. 1, No. 14, pp. 281-297). 

[24] Oeda, S., & Hashimoto, G. (2017). Log-data clustering analysis for dropout prediction in 

beginner programming classes. Procedia computer science, 112, 614-621. 

[25] Okubo, F., Yamashita, T., Shimada, A., & Ogata, H. (2017, March). A neural network 

approach for students' performance prediction. In Proceedings of the seventh 

international learning analytics & knowledge conference (pp. 598-599). 

[26] Petitjean, F., Ketterlin, A., & Gançarski, P. (2011). A global averaging method for dynamic 

time warping, with applications to clustering. Pattern recognition, 44(3), 678-693. 

[27] Romero, C., & Ventura, S. (2013). Data mining in education. Wiley Interdisciplinary 

Reviews: Data Mining and Knowledge Discovery, 3(1), 12-27. 

[28] Romero, C., & Ventura, S. (2020). Educational data mining and learning analytics: An 

updated survey. Wiley Interdisciplinary Reviews: Data Mining and Knowledge 

Discovery, 10(3), e1355. 

[29] Romero, C., Ventura, S., & García, E. (2008). Data mining in course management 

systems: Moodle case study and tutorial. Computers & Education, 51(1), 368-384. 

[30] Rousseeuw, P. J. (1987). Silhouettes: a graphical aid to the interpretation and validation 

of cluster analysis. Journal of computational and applied mathematics, 20, 53-65. 

[31] Rubinstein, R. (1999). The cross-entropy method for combinatorial and continuous 

optimization. Methodology and computing in applied probability, 1(2), 127-190. 

[32] Rumelhart, D. E., Hinton, G. E., & Williams, R. J. (1985). Learning internal 

representations by error propagation. California Univ San Diego La Jolla Inst for 

Cognitive Science. 

[33] Sakoe, H., & Chiba, S. (1978). Dynamic programming algorithm optimization for spoken 

word recognition. IEEE transactions on acoustics, speech, and signal processing, 26(1), 

43-49. 



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

69 
 

[34] Sokolova, M., & Lapalme, G. (2009). A systematic analysis of performance measures for 

classification tasks. Information processing & management, 45(4), 427-437. 

[35] Srivastava, N., Hinton, G., Krizhevsky, A., Sutskever, I., & Salakhutdinov, R. (2014). 

Dropout: a simple way to prevent neural networks from overfitting. The journal of 

machine learning research, 15(1), 1929-1958. 

[36] Tslearn, from: https://github.com/tslearn-team/tslearn/ 

 
 
  

https://github.com/tslearn-team/tslearn/


‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202101631

70 
 

附錄 A 

 

附錄圖 1 調整後殘差表（第 1 群） 

 

 

附錄圖 2 調整後殘差表（第 2 群） 
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附錄圖 3 調整後殘差表（個案 1） 

 

 

附錄圖 4 調整後殘差表（個案 2） 

 

 


	摘要
	Abstract
	致謝
	目錄
	表目錄
	圖目錄
	第1章 緒論
	1.1 研究背景
	1.2 研究動機與目的
	1.3 研究問題
	1.4 論文架構
	第2章 文獻探討
	2.1 教育資料探勘
	2.2 深度學習
	2.3 循環神經網路
	2.4 動態時間校正應用於K-means
	2.5 序列分析
	第3章 研究方法
	3.1 資料來源
	3.2 實驗架構
	3.3 實驗（一）預測學生的學習成效
	3.3.1 實驗資料
	3.3.2 資料前處理
	3.3.3 建立深度神經網路模型
	3.3.4 評估指標

	3.4 實驗（二）繳交個人平時作業的特徵分群
	3.4.1 實驗資料
	3.4.2 資料前處理
	3.4.3 建立分群模型
	3.4.4 決定分群數

	3.5 實驗（三）小組作業的行為模式
	3.5.1 實驗資料
	3.5.2 課程活動
	3.5.3 行為編碼
	3.5.4 序列分析

	第4章 研究結果與討論
	4.1 預測學習成效之效果與成效不佳之學生
	4.2 分群結果與小組作業之行為模式
	4.3 個案討論
	4.4 小結
	第5章 結論與未來展望
	參考文獻
	附錄A

