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摘 要

量化投資和機器學習在大數據時代充分展現了其獨特的優勢和魅力，兩者結

合更是如虎添翼。機器學習不僅可以彌補量化投資的短板，還可以為量化投資的

發展提供新的思路和方向。本文主要研究是否可以通過機器學習算法進行因子合

成，以及該方法是否比傳統方法更有效。選取波動率、年化收益率、最大回撤、

信息比率、夏普比率等評價指標進行因子分層回測結果的對比分析。

本文認為機器學習算法對量化投資和股票預測具有一定的重要性影響，為投

資者的決策提供可行的解決方案。另外，本文詳細介紹了波動聚集現象和金融時

間序列模型。然後本文將波動聚集性作為因子加入到策略的機器學習部分進行應

用，以原策略為對照，並對回測結果進行詳細對比分析。

綜上可見，波動聚集現象的實際應用是值得研究的，這樣可以提高量化策略

的性能和穩健性，同時對波動聚集現象的應用和發展提供了新想法。本文對

XGBoost 算法和量化投資中的波動聚集現象進行了研究和改進，為滬深 300 股

票市場的量化投資者提供了新觀點。

關鍵字：機器學習，因子合成，波動聚集，量化投資
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Abstract

Quantitative investment and machine learning have adequately

demonstrated their unique advantages and charms in this big data era and they

become even more powerful by combination. Machine learning not only

help to overcome the disadvantages of quantitative investment, but also

provides new ideas and directions for its development. This paper mainly studies

whether machine learning algorithm can be applied in factor composition, and

whether its effect is better than the traditional method. Evaluation indexes such as

volatility, annualized rate of return, maximum drawdown, information ratio and

Sharpe ratio are selected to compare and analyze the results of factors' layered back

test.

This paper points out that machine learning algorithm has guiding significance

for quantitative investment and stock prediction, providing investors a feasible plan

for decision-making. In addition, this paper introduces the phenomenon of volatility

clustering and the financial time series model in detail. Then, this paper adds the

volatility clustering as a factor to the machine learning part of the strategy, and

compares and analyzes the back test results in detail by taking the initial strategy as a

comparison.

We concluded that the practical application of volatility clustering is worth

studying, which can improve the performance and robustness of quantitative strategy,

and also provide a new idea for the application and development of volatility

clustering. Our research and improvement on XGBoost algorithm and volatility

clustering provide a new perspectives for quantitative investors in CSI 300.



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202200358

3

Keywords: Machine Learning， Factor Composition，Volatility Clustering，

Quantitative Investment
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第一章 緒論

第一節 研究背景

隨著全球經濟的不斷發展，各國金融市場開放融入，各國的資本貿易日益頻

繁便捷，金融全球化雖然帶來了經濟的高速發展，但不可避免地潛伏著巨大的風

險。各個金融市場之間依賴性不斷地增強，金融體系穩定性就愈發衰弱，局部的

經濟波動可能就會演變為席捲全球的金融危機。隨著世界經濟一體化進程的不斷

推進，全球性金融危機便是接踵而來——80 年代的拉丁美洲債務危機、90 年代

日本泡沫經濟崩潰、1997 年的東亞金融危機、2008 年美國次貸危機引爆的環球

金融危機等等，無不伴隨著匯率動盪、股市暴跌、貨幣貶值等衰退現象。牽一髮

而動全身的世界經濟，使得原本就多變的股票市場更加的變幻莫測。因此，科學

地預測股市波動特徵，掌握系統性的投資方法對風險的降低和規避有著重要意義。

隨著中國經濟的快速發展，經濟全球化趨勢的加強，股票市場也是日益繁榮，

股票投資已成為最具前景的理財方式的主要方式之一。然而福兮禍所倚，禍兮福

所伏，巨大的收益總是伴隨著巨大的風險，而我們希望做到的，就是在獲得高收

益的前提下，能最大程度地將風險降低到最小，或是在相同程度的風險中，取得

最大的收益，最終實現投資效益的最大化。

第二節 研究動機

股市就好比是賭場，沒有人能百戰不殆，高風險高回報一直是股市的鮮明特

點，不斷地吸引著投機者進入。變化莫測的股市能讓人一夜暴富，也能讓人一無

所有，只有做一個理智的投資者，才能在股市中生存的更久。人的僥倖心理往往

會阻礙投資者及時止損，從而造成了大量的損失，人類的情感往往會讓投資者失

去理智。因此，我們需要冰冷的機器代替我們做決策，幫助我們成為一個“理智”

的投資者。

伴隨著越來越多的上市公司湧入市場，如何在眾多股票中選擇優質股票是投
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資者面臨的又一個難題。為了降低投資風險以及投資成本的同時，保證更大的投

資收益，選擇一個表現優秀的投資組合對投資者尤為關鍵。人腦處理資訊的能力

是有限的，如果資本市場只有 100 檔股票，這對傳統投資是有利的，因為人腦

可以深刻分析這 100 檔股票。但是面對日益擴大的市場交易量和擁有成千上萬

檔股票的股市規模，讓人們很難依靠人腦的判斷得到一個有效的投資組合，這是

一個長期的、複雜的工作。如何從股票海洋中挖掘出有潛力的股票，如何科學系

統的選股，如何將這項複雜的任務化繁為簡，一勞永逸，也是一項意義重大的事

情。

第三節 研究目的

量化投資是利用電腦技術並且採用一定的數學模型來實現投資理念和投資

策略的過程。與國外成熟的市場相比，中國的市場仍屬於非有效或是弱有效市場，

錯誤定價、非理性投資行為仍然屢見不鮮。因此對於量化投資的理論研究和實踐

操作，構建系統科學的投資策略模型，通過量化投資策略提升廣大投資者的紀律

性、系統性、及時性和準確性還大有可為，有著深遠重要的理論意義和現實意義。

但是，金融市場中蘊含著複雜的非線性行為，這給投資決策帶來了很大的困

難，此外金融資料的非穩態問題，更是為投資者分析資料提高了難度，通過數學

模型進行資料採擷實在是一項很複雜的工作。與此同時，巨大的交易資料、受限

的電腦運算能力，若不合理的利用相關演算法，要從海量資料中進行挖掘，往往

需要耗費大量時間。

而隨著大資料時代的到來，人們看到了將機器學習應用於量化投資中的優勢，

機器學習不僅能夠提供非線性關係的模糊處理，彌補了人腦思維模式，還能利用

這些演算法提高運行速度，大幅度的提高機器對於資料的學習效率，從眾多的金

融資料中提取到有效地資訊，協助量化投資策略得出更好的投資組合。借助人工

智慧，量化投資策略會變得更加豐富。
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儘管我們希望能通過量化投資來提高投資的有效性，但是在量化研究的過程

也還存在各類的難題，其中一個比較現實的問題就是交易資料的獲取。要麼自己

編寫爬蟲程式抓取交易資料，這種方式雖然成本較低，但是抓取的資料品質過於

依賴爬蟲程式的優良性，同時還需要做大量的資料清洗工作，浪費了大量的時間

成本。另外就是直接購買資料，但是從交易所購買資料金錢成本過高，而從資料

服務商購買的資料雖然花費較少，但是品質良莠不齊。本文基於 JoinQuant 聚寬

量化交易平臺[3]進行量化投資策略的研究，JoinQuant 量化交易平臺提供了全面

且免費的回測資料，解決了當前量化投資研究中找資料難、回測難的現實問題。

給廣大研究者在資料使用、模擬交易和策略回測等方面都帶來了便利，具有極大

的實用價值。

第四節 研究架構

一、研究內容及框架

目前，機器學習已經應用在量化投資的許多方面，例如利用機器學習對 ST

股票進行分類，利用隨機森林演算法進行智慧選股，以及利用機器學習來預測股

票的漲跌等等。大量的金融歷史資料為機器學習在量化研究的發展進程中提供了

堅實的基礎和保障。通過文獻研究，主要歸納了以下幾點作為本文的研究基礎：

其一，聚寬量化平擁有獨立安全的個人研究環境、免費使用的海量資料以及詳細

精確的回測結果分析等優勢，學者們可以參考使用這樣的平臺進行量化研究。其

二，經研究表明，XGBoost 演算法其預測精度略高於支援向量機演算法並且計算

速度也比隨機森林更快。其三，波動聚集現象對投資有著重要的影響，當前大部

分的研究主要還是對此現象進行描述和數量驗證，少部分研究者對波動聚集現象

的成因進行了解釋以及度量了波動聚集現象的聚集程度，而將波動聚集現象加以

應用的卻少之又少。在此基礎上，本文選用聚寬量化平臺作為研究平臺進行量化

投資的學習研究。首先在聚寬量化平臺的研究環境中選取因子庫中的 30 個因子
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進行因子合成。然後採用機器學習構建一個多因子選股策略，並將波動聚集現象

作為一個因子放入其中。最後對策略進行回測，針對回測結果對其進行優化調試

並對回測的結果進行分析。

本文的章節安排主要分為以下五章：

第一章為緒論。主要介紹了本文的研究背景及研究目的，並對相關概念做了

簡單的辨析。然後是研究設計部分，簡單地對本文的研究內容和框架以及本文的

創新點進行了概括說明。

第二章為文獻回顧。主要對機器學習在量化上的研究應用以及波動聚集現象

這些方面的文獻進行了歸納總結，為本文打下了夯實的研究基礎。

第三章為研究方法。主要就本文所涉及到的相關模型的理論知識做了具體的

詳細介紹，主要包括了 XGBoost 演算法的理論知識、波動率模型尤其是金融時

間序列模型的相關理論知識等，為後續的實證研究部分打下理論基礎。

第四章為機器學習與因子合成的結合。主要介紹了利用 XGBoost 演算法進

行因子合成的具體步驟和方法。包括了資料的獲取、股票池的建立、資料預處理、

模型的訓練以及優化調參等等步驟。其中還會對三種機器學習演算法進行對比，

以及與傳統的線性模型進行對比分析。最後將所有因子按得分進行分組回測，驗

證分析因子有效性，並進行總結歸納。

第五章為波動聚集與機器學習的結合。主要介紹了對於波動聚集現象創新性

應用的研究設想和基本思路，並使用 GARCH 模型對滬深 300 指數的市場價格

波動進行了擬合和預測，驗證了滬深 300 指數存在顯著的波動聚集現象。然後

詳細地論述了 XGBoost 演算法結合多因子選股策略的構建過程，包括全域參數

的設置、開盤前的局部參數設置和機器學習的訓練、開盤時的信號設置和倉位元

調整，以及收盤時的成交記錄輸出。接著，創新地將波動聚集性作為一個因子加

入到機器學習部分進行優化，對優化後的策略進行回測，與初始策略進行回測結

果的對比分析，最後對實證研究結果進行總結歸納。
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第六章為總結與展望。對全文進行概括總結，簡述了全文的研究內容和實證

研究方法，並歸納總結了本文的研究成果和結論，同時對本文的不足之處進行了

展望。

二、論文創新點

本文的創新點主要有以下兩點：

一是將機器學習 XGBoost 演算法應用到因子合成中。傳統的方法是利用線

性回歸進行因子合成，而引入 XGBoost 演算法後，可以將其過程看成一個映射

函數，極大地改進了有效因子的篩選效果和效率。並且為了讓模型更貼合實際，

學習到市場特徵變化，採用六階段滾動回測方法進行模型的訓練。

二是創新性地嘗試將波動聚集現象作為一個因子放入到機器學習中進行多

因子選股。波動聚集現象對金融投資決策有著重大影響，是投資者不可忽視的關

鍵因素。本文將其作為因子應用到智慧選股策略中，豐富了波動聚集現象應用方

面的研究，為其實際應用提供了新的思路。
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第二章 文獻回顧

量化投資按照交易策略的類型可分為量化選股、量化擇時、無風險套利、

統計套利、高頻交易五大類。每一類在國內外學術界都有著大量的研究和成果。

量化投資理論的基礎離不開數理金融的發展，很多金融模型都是量化投資的重

要思想與核心。通過查閱資料和歸納整理，本文對量化投資以及機器學習在量

化投資中的應用研究進行總結。

第一節 國際相關文獻回顧

Markowitz 在 1952 年提出了 “均值—方差模型（Mean—Variance Model）”

理論，第一次闡述了風險資產的收益率和風險之間的關係，為證券投資組合理

論和量化投資理論奠定了堅實的基礎，也預示著量化投資時代的到來[5]。

隨著金融市場的不斷發展以及金融工具日益增多，金融衍生品的定價問題

也隨之出現在研究學者的眼前。尤其是期權作為功能最多的金融工具，對於期

權的定價問題，一直是金融數學中最複雜的問題之一。Black 和 Scholes 提出

了期權定價模型（Black-Scholes Option Pricing Model），他們認為影響期權定

價的因素分別是期權合約規定的合約時長、期權對應的股票價格、無風險利率

以及期權合約的交割價格。巧合的是，Merton 也在近乎同一時間內發現了同樣

的公式，並且還發現了很多涉及到期權方面的重要結論，因此此模型也可以稱

為 Black- Scholes-Merton 定價模型[6]。

1986 年，Irwin 等人為了能夠使用該程式能夠發出有效的買賣交易信號，

建立的自動化交易系統，為期貨基金的短線操作提供了有關材料幫助研究和瞭

解[7]。Vapnik 於 1995 年提出了 SVM 模型，彌補了傳統線性預測方法對於線

性系統分析的局限性[8]。Breiman 在 2001 年發表了一篇關於隨機森林的論文，

隨機森林是在決策樹的基礎上發展而來，結合了集成學習原理，將許多的弱分

類器通過並行的集合訓練，最終得到一個強分類器，這種集成學習的思想對模

型性能有了大幅度的增強[9]。

Min 和 Lee 根據混合的特徵提取演算法來篩選股票指數的特徵，將該方法

結合SVM 演算法來預測股票指數的趨勢。主要步驟是通過該篩選方法剔除掉不

重要的特徵，根據得到的特徵向量構建一個預測模型，通過訓練的到的模型來

預測股票指數，實驗結果表明，通過這種方法能夠取得較好的表現[10]。Kim 等
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人利用基於遺傳演算法的人工神經網路，建立了股票價格指數的預測模型。研

究結果表明，該方法不僅可以達到降維的效果，同時還能夠提高預測精度[11]。

Chen.Y.S 等人通過結合遺傳演算法來對 SVM 模型進行優化，不僅降低 SVM

模型的複雜性，並且達到了提高建模效率的目的，最後使用訓練得到的模型對

股票價格走勢進行了預測，研究結果顯示，得到了該方法能夠取得優異的預測

效果[12]。

Ming-Chi Lee 通過 SVM 演算法對股票進行分類，並使用機器學習演算法

訓練模型，最後通過構建的模型預測股票的價格變化趨勢。研究結果表明，在

預測股票價格走勢方面，SVM 演算法具有較高的預測準確率[13]。Majhi 等人

為了預測股票指數趨勢，使用機器學習演算法中的回歸模型進行了模型的訓練，

經過大量的實證研究分析，該方法在指數波動的短期和中長期趨勢的預測上取

得了顯著效果[14]。

Ticknor 等人創新性的利用葉斯優化神經網路對證券市場行為進行了預測。

通過貝葉斯正則化神經網路，將股票市場的價格資料以及一些技術指標資料作

為訓練集進行模型訓練，預測未來的股票收盤價。研究結果表明，該模型不需

要對資料進行預處理以及週期分析等大量的前提工作，最終也能取得一個較好

的表現結果[15]。Somani 等人為了比較隱瑪律科夫（HMM）模型與傳統方法對

股票的預測效果，通過大量的實證研究分析，使用隱瑪律科夫模型能夠對預測

效果起到顯著的提升[16]。Poel 等人使用多種分類器演算法作為隨機森林演算

法的弱學習器，基於歐洲的金融交易資料使用隨機森林演算法進行模型訓練來

預測漲跌，最終取得了較高的預測精度[17]。

Tianqi Chen 和 Carlos 於 2016 年提出了 XGBoost 演算法，詳細地講解

了XGBoost 的原理和數學邏輯，由於其出眾的效率、高度的靈活性和較高的預

測精准度而逐漸風靡，取得了廣泛的關注和實用[18]。

對於波動聚集現象，最早是由 Mandlebrot 在 1963 年提出的，他發現資產

價格的高波動率總是傾向於連續聚集的出現[19]。這種現象的存在就意味著計量

經濟學中的許多時間序列模型就無法用來描述金融時間序列，因為多元線性回

歸、自回歸移動平均（ARMA）模型都是基於同方差假設下的模型。之後就陸

續地有學者提出各種方法試圖描述金融時間序列的這種波動特性。

直到 1982 年美國的經濟學家 Engle 首次提出了自回歸條件異方差

（ARCH）模型，其基本思想是認為某時刻的誤差項是服從正態分佈的，資產收
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益的隨機擾動項是序列不相關的,但不是相互獨立的，它們的絕對值或平方值顯

示出一定的正相關性。因此該模型主要應用於分析條件方差會隨著時間變化的

時間序列[20]。自從 ARCH 模型被提出以來，在幾十年裡得到了迅速地發展和

廣泛的應用，對於 ARCH 模型的應用研究不曾間斷過，是解釋預測金融市場波

動以及研究金融時間序列的主流模型之一。Engle 也因 ARCH 模型的提出獲得

了 2003 年的諾貝爾經濟學獎。

使用 ARCH 模型對金融時間序列進行擬合時，為了充分地描述資產收益的

波動情況，往往需要很多的參數，這會導致擬合的效果降低。為了解決這個問

題， Bollerslev 在 1986 年提出了在 ARCH 模型的基礎上增加了 p 階自回歸，

得到了廣義自回歸條件方差（GARCH）模型，其基本思想是對 ARCH 模型的

擴展，引入了一種允許條件方差轉化為一個 ARMA 過程的方法，這使 GARCH

模型特別適用於波動性的分析和預測，更好地刻畫了金融時間序列的波動聚集

現象，對廣大的研究學者以及投資者具有指導性意義，因此 GARCH 模型在短

時間內得到了大量的擴展研究以及廣泛的應用[21]。

之後，更多的學者對 GARCH 模型進行了擴展研究，提出了一系列

GARCH族模型。Zakoian 提出的 TGARCH 模型 [22]以及 Nelson 提出的

EGARCH 模型[23],彌補了 GARCH 模型無法刻畫正負衝擊對金融資產收益和

波動之間不對稱性的短板。此外，Bollerslev 又在 1996 年提出了 FIGARCH 模

型用來刻畫金融時間序列的長期記憶性[24]。

2001 年，Michael 等人分別使用 ARCH、GARCH、APGARCH 模型對倫

敦期貨交易所所有的期貨合約價格波動進行了研究，研究發現對於倫敦期貨交

易所的期貨價格而言，GARCH 模型的擬合效果要優於其它兩種模型[25]。2007

年，Chin Wen 使用 GARCH 模型研究馬來西亞股票市場的價格波動特徵，

研究發現馬來西亞股票市場的價格波動存在顯著的波動聚集性[26]。

第二節 中國相關文獻回顧

吳微等人研究分析了 A 股市場的特徵，利用 BP 神經網路對其進行分類，

通過人工神經網路對滬市綜合指數的漲跌進行了預測。研究結果表明，人工神

經網路是可以應用於股票市場投資的，並且具有較高的使用價值[27]。

彭麗芳等人使用機器學習演算法中的 SVM 演算法對股票收盤價進行預測，
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結合時間序列構建了回歸模型。實驗結果表明，與傳統的線性時間序列相比，

結合機器學習演算法的預測模型擁有更高的預測精度[28]。

錢穎能[29]等人以及左輝[30]等人，基於不同的研究資料，都採用基於貝葉

斯分類方法構建了選股模型，並通過模型獲得了超越基準收益率的超額收益。

他們的研究表明，機器學習演算法能夠對投資策略起到較好的幫助，能夠幫助

投資者更好的進行投資決策。

余樂安和汪壽陽為了對股票類別進行分類，獲取了滬深股票市場中的 20

支上市公司的股票資料，採用 K 均值聚類演算法對 20 支股票資料進行聚類，

最終分析得到了 20 支股票的分類類別[31]。吳曼琪運用 K 均值聚類法對 ST

股票的分類進行了研究，選取了 A 股市場中 43 只 ST 股票樣本進行聚類並

檢驗分類準確率，最終將 ST 股票分為四類，並對四類 ST 股票分別給出投資

建議[32]。

劉毅為了研究因子選股模型，獲取了 25 個可能影響股票收益率的因子資

料，用 2000 年到 2012 年的中國 A 股資料進行了實證研究，用其中表現較好

的 8 個因子構建成最優因子組合，與幾種典型的投資方法構建的價值組合、成

長組合等進行比較。研究結果表明，通過表現較好的 8 個指標構建出的最優因

子組合在策略投資中的表現最好，優於其他幾種傳統策略[33]。

蘇治等人基於滬深股票市場的交易資料，利用核主成分遺傳演算法對基於

SVM 演算法的人工智慧選股模型進行了改進，通過分析訓練構建了改進的選股

模型，並對其選股性能和預測精度進行了實證研究。研究結果表明，改進後的

選股模型不僅提高了模型的預測精度，還獲得了更好的模型穩健性[34]。

曹正鳳等人基於 2012 年到 2013 年間的 363 檔股票資料，提出了以價值

成長投資策略理念為基礎的選股模型，通過等頻演算法對樣本資料進行離散化

處理，使用機器學習演算法中的隨機森林演算法進行選股模型的訓練，研究結

果顯示，該方法可以提高股票分類的準確率[35]。

王淑燕等人選用了 2013 年 3 月的 200 檔股票交易資料，基於六因子模

型提出了八因子選股模型，通過機器學習演算法中的隨機森林對模型進行了訓

練，並對下個月的股票價格漲跌進行了預測，研究結果顯示，該模型能夠取得

較高的準確率，另外從平均收益等方面對該模型與六因子模型的進行比較分析，

證明了該模型在我國股票市場上擁有不錯的表現[36]。

王莉通過支援向量機演算法、深度神經網路演算法等人工智慧領域的演算
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法將傳統的預測價格漲幅的回歸問題，轉化為一個二類分類學習問題，減少了

股票價格波動中高噪音、冗餘、非線性等問題因素所帶來的預測過程的複雜度

和困難度。研究結果表明，該方法取得了非常理想的預測效果[37]。

張昊等人通過挖掘電子商務網站的使用者資訊，利用機器學習演算法構建

分類模型，實現對使用者購買行為的預測分類。實驗過程中，還對 XGBoost 演

算法、決策樹和隨機森林演算法進行了模型的對比，研究結果顯示，三種分類

演算法中 XGBoost演算法預測效果最好，演算法運行速度也最快[38]。

淩筱玥採用 XGBoost 演算法對上證綜指、上證 50 指數以及標普指數的漲

跌進行預測，實驗過程中對 XGBoost 演算法、SVM 演算法和決策樹模型進行

了對比分析，研究結果顯示，XGBoost 演算法的預測效果最好，要優於 SVM 演

算法和決策樹，並且表明使用該模型能夠使投資者獲得較高的超額收益[39]。

田浩以滬深 300 指數作為股票池獲取所需的歷史財務資料，利用 XGBoost

演算法進行模型訓練構建選股模型，選出了其中預測結果較好的 30 檔股票進

行風險評估，並確定股票在投資組合中的最佳權重，最終結果表現不錯。實驗

過程中，還對 XGBoost 演算法、隨機森林演算法、SVM 演算法以及 LR 演算

法進行了比較，實驗結果表明 XGBoost 演算法在模型預測準確度是最高的[40]。

唐齊鳴等人使用 t 分佈 GARCH 模型對我國的滬深股票市場的價格波動

特徵進行了研究，研究表明我國滬深股票市場的價格波動存在不對稱性、長期

記憶性以及波動聚集性[41]。惠曉峰等人運用 GARCH 模型對我國人民幣的美

元匯率進行了研究和預測，研究表明 GARCH 模型對於我國人民幣匯率的預測

效果較好，並且匯率存在顯著的自相關性和異方差性[42]。曹野利用 GARCH 模

型對我國現貨黃金價格的波動特徵進行了研究分析，研究表明我國現貨黃金價

格的收益率具有尖峰厚尾的特徵以及存在顯著的波動聚集現象[43]。

周好文等人對波動聚集現象的產生原因進行了研究解釋，他們認為由於市

場投資者過於關注已經發生的股票價格的波動噪音，並將這些波動噪音作為股

票投資策略的一部分資訊進行了使用，因此在股價中會反映出前期的股價資訊，

產生了波動聚集現象[44]。
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第三章 研究方法

第一節 集成學習算法

機器學習發展至今，演算法已經發展的較為成熟。比較常見的演算法有邏

輯回歸、K-近鄰、SVM、隨機森林等等，都是各有各的優勢。2016 年陳天奇博

士提出了XGBoost 演算法，可謂是異軍突起，其出眾的效率、高度的靈活性和

預測精度，短短三年時間已經快速的佔領了市場，受到了廣大研究者的喜愛。

經過大量研究者的研究發現，目前分類演算法中表現最好的為 SVM、隨機森林

和 XGBoost 演算法。並且已經有大量的研究表明，XGBoost 演算法其預測精

度和速度都是優於 SVM 和隨機森林的。因此，本文不再過多的對三種演算法

進行比較證明，而是基於前人的研究結果，簡單地對三種演算法的精確度和

AUC 進行比較，並計畫決定採用XGBoost 演算法作為選股模型進行因子合成。

人多力量大，對機器學習模型來說也是如此。單個弱學習器的預測能力有

限，但是將許多個弱學習器集成一個強學習器，就能“頂個諸葛亮”了。集成學

習演算法主要有兩大類，如圖 3 - 1 所示，一類為 Bagging 系列，屬於並行方

法，另一類為 Boosting 系列，是串列方法。對於多顆決策樹的演算法，如果用

Bagging 的方式組合起來，可以得到隨機森林演算法。如果用 Boosting 的方式

組合起來，可以得到 GBDT 等方法。

圖 3 - 1：集成學習演算法兩大分支
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第二節 XGBoost 算法

提升演算法 AdaBoost 演算法和梯度提升決策樹 GBDT 演算法在業界中

已經得到了廣大的認可，具有良好的建模效果。而 XGBoost 演算法就是在這兩

種演算法基礎上優化而來的，是對 GBDT 演算法的改進和提高。與傳統的

GBDT 演算法相比，XGBoost演算法在損失函數、切分點查找、正則化以及並

行化設計等方面進行了提升和改進，使它在計算速度上更加快速。例如，對於

GBDT 演算法來說，在訓練第 n 棵樹時就必須用到第（n-1）棵樹的殘差，因

此導致該演算法很難並行化。XGBoost 演算法對此進行了改進，通過對目標函

數做二階泰勒展開，使得最終的目標函數只依賴每個數據點上損失函數的一階

導和二階導，從而實現了並行，提升了演算法速度。如圖 3 - 2 所示，為 XGBoost

的演算法流程，它與 GBDT 在數學上的不同之處在於訓練每個弱學習器時的目

標函數，其目標函數如下文所示，其中 Σ���
� �t����� �� 為損失函數的二階泰勒展開，

���
� Ω� t��� 為正則項，控制模型複雜度。由於節點分裂，因此支援並行和特徵

抽樣，每次分裂不需要窮舉掃描所有閾值，計算速度大幅度提升。

圖 3 - 2：XGBoost 演算法流程示意圖

目前主流的決策樹演算法包括 C4.5 和 CART 兩種，C4.5 每個節點可以

分裂成多個子節點，但是不支援特徵的組合，只能用於分類問題。CART 樹每

個節點只分裂成兩個子節點，但是能夠支援特徵的組合，可以用於分類和回歸

問題。本文主要介紹以 CART 樹為基學習器的 XGBoost 演算法。其基本思想

為，當任意給一個樣本點，可以計算得到該樣本在每棵 CART 樹上的得分，加
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總後就是該樣本的最終得分，由此為依據進行預測或是進行分類。XGBoost 模

型的數學公式和目標函數為：

��� � ���
� ��t����

��� Θ � ���
� � ������ + ���

� Ωt�����

其中 n 為樣本個數，��為第 i 個樣本，��和 ���分别為第 i 個樣本的真實值

和預測值，K 為 CART 樹的個數，�� 為第 k 棵 CART 樹，� ������ 為損失函

數，Ωt���為正則項。在訓練第 t 棵 CART 樹時，相當於最小化第 t 棵樹的目

標函數，而 XGBoost 算法的特別之處就是可以用損失函數的二階泰勒展開來近

似原來的損失函數。

第三節 波動率模型

波動率無法直接從市場中觀測獲取，只能通過對已知的市場價格進行運算

得出，可以分為歷史波動率和隱含波動率。大量的實證研究表明，波動率存在

尖峰厚尾、波動聚集效應、波動率微笑等現象。通過 Black-Scholes 定價公式和

市場上觀測到的期權價格，可以反解出參數 �，這個結果就稱為隱含波動率，

代表了在 B-S 模型的前提下，市場上蘊含的波動率資訊。隱含波動率不僅僅只

是純粹的股價波動，而是包含了股價、利率、剩餘期限等等無法解釋的所有其

它因素在內的資訊。

一、 BS 模型

1973 年芝加哥期權交易所成立後，對期權交易進行了統一的標準化，此後

期權市場迅速發展。歐式期權形式簡單，又富有流動性，能夠為市場訊息校準。

因此，期權定價研究首先是以歐式期權為目標。BS 期權定價模型一經提出就在

理論研究和金融實踐中得到了巨大的關注和防範的應用。由於期權定價的前提

假設是無摩擦市場，也稱完美資本市場。BS 模型有 7 個重要的假設條件：

（1）股票價格遵循幾何布朗運動；

（2）無風險利率是恒定的；

（3）不存在稅收和交易成本；

（4）在期權有效期內，金融資產無紅利；

（5）市場為風險中性；
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（6）不存在無風險套利機會；

（7）交易可以持續進行。

由假設中幾何布朗運動的隨機微分方程，結合風險中性原理，通過伊藤引

理可以推導出歐式期權的定價公式如下：

� � h � � �� � ��th� � �t���

其中，

�� �
ln

h
�

+ tt +
��

�
�th�

� h

�� �
ln

h
�

+ tt �
��

�
�th�

� h

C 為期權的初始價格，S 為金融資產現價，K 為執行價格，T 為期權有效

期，r 為連續複利形式無風險利率，N(·)為標準正太隨機變數的分佈函數，��

為年度化方差。

BS 模型完美解決了歐式期權的定價問題，它同時取得了數學與實踐的巨大

成功，榮獲諾貝爾經濟學獎。儘管它的嚴重缺陷已經眾所周知，但它依然在工

業界衍生品市場上被廣泛的使用至今。

二、隨機波動模型

由於 BS 模型的假設過於理想，經歷了股災的研究學者為了掙脫 BS 模型

的桎梏，對 BS 模型進行了修正。1993 年 Heston 根據 CIR 利率模型，採用

了 Stein and Stein（1991）的建議，假定波動率服從 Ornstein-Uhlenbeck 過程，

提出了隨機波動模型，即 Heston 模型。

假設股票價格過程h�及其方差過程��服從以下擴散過程：

�h� � �h��� + ��h����
�

��� � � � � �� �� + � �����
�

���
����

� � ����

其中，�是漂移項，�為長期波動率期望，�是對長期波動期望的調整係數，

�是方差變異係數，��
�和��

�是維納過程，�是維納過程的相關係數。

由以上三個公式和伊藤引理可得期權在 t 時刻的價值函數 �th����� 滿足

如下的偏微分方程：
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�
�
�h�

���
��h

+ ���h
���
�h��

+
�
�
���

���
���

+ th
��
�h

� t�+ � � � � � Λ
��
��

+
��
��

� �

其中，Λ � Λth�����是市場價格的波動率風險。且上式滿足以下邊界條件：

�th����� � ���t��h � ��
� ����� � �
��
�h

∞���� � �

th
��
�h

h���� + ��
��
��

h���� � t� h���� + �� h���� � �

� h�∞�� � h

記�th�����為歐式看漲期權的價格，由（2.15）和（2.16）式求解可得：

� h���� � h�� ����t���
三、時間序列模型

時間序列是金融研究中最為常見的資料類型之一，較為常見的研究時間序

列的模型有 AR、MA、ARMA、ARIMA 模型等等。在大多數情況下，AR 模

型和 MA 模型都很難單獨地描述以及預測一個時間序列，因此將 AR 模型和

MA模型相結合，改善了預測效果，是研究平穩時間序列的重要方法之一，推廣

後的ARMA(p，q)模型的一般形式為：

t� � �� + �� +
���

�

��t��� +
���

�

��������

其中，p 是 AR 面模型的階數，q 是 MA 模型的階數，誤差項{��}是均值

為0，方差為 �� 的白色雜訊序列。

ARMA 模型主要是基於同方差的假設，但現實情況下，金融時間序列往往

都存在著波動聚集現象，同方差假設一般是很難滿足的一種條件。因此考慮波

動率的變化是必須面對的問題，而 ARMA 模型不足以擬合一般的金融時間序

列。前人學者在此情況下引入了關於隨機擾動項方法的模型，即條件異方差模

型（ARCH 模型）。

（一）ARCH 模型

1982年 Engle 提出了ARCH（Auto-Regressive Conditional Heteroskedasticity，

ARCH）模型，他認為資產收益的隨機擾動項的條件方差存在序列相關性，該模

型假設 t 時刻的隨機擾動項可以用其延遲值的簡單二次函數來描述，一個 q 階

的 ARCH 模型形式如下：
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�� � ����
��
� � �� + ������

� + ������
� +�+ ������

�

其中， �� 是均值為0，方差為1的獨立同分佈隨機變量序列。��
�為��的條件

方差，即波動率。�� > �，���…��� ≥ �，確保條件方差非負， ���
� ��� < �確保該

過程為平穩過程。從表達式中可以看出，過去的平方擾動 ����
� 會影響方差項 ��

� ，

即大的擾動項會傾向於影響下一個擾動項變大，也就是大的波動往往會緊跟著

出現另一個大的波動。因此這個模型較好的刻畫了波動聚集現象。

（二）GARCH 模型

在許多學者的大量實證研究中可以發現，存在很多的金融時間序列，它們

的隨機擾動項的條件方差往往是長期自相關的。在使用 ARCH 模型進行擬合時，

為了充分地描述資產收益的波動情況，需要很多的參數，這會導致擬合的效果

大大降低。為了解決這個問題，1986 年 Bollerslev 提出了在 ARCH（q）模型

的基礎上增加了 p 階自回歸，得到了廣義的 ARCH（ Generalized

Auto-Regressive Conditional Heteroskedasticity，GARCH）模型，即 GARCH（p，

q）模型來修正 ARCH 模型的不足，它可以用較少的參數來描述高階的 ARCH

模型。其具體形式如下：

�� � ����

��
� � �� +

���

�

������
� +

���

�

������
���

其中， �� 是均值為 0，方差為 1 的獨立同分佈隨機變量序列。p 是

GARCH 模型的階數，q 是 ARCH 模型的階數。且�� > ���� > ���� ≥ ���� ≥ �,

確保條件方差非負， ���
max t���� t�� + ��� < �� 確保該過程為平穩過程。若��和��

都顯著大於零，則可以說明條件方差和前期確實存在正相關，即前期的波動會

對未來的波動產生影響，可以驗證波動聚集現象。然而 GARCH 模型定階比較

困難，在實際的應用中，一般只用到低階的 GARCH 模型，例如 GARCH(1,1)、

GARCH(1,2) 以及 GARCH(2,1) 等。
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第四節 本章小結

本章主要對機器學習中的集成學習演算法做了簡單的介紹，重點介紹了集

成學習演算法中的 XGBoost 演算法的相關理論知識。另外，詳細地介紹了幾個

重要的波動率模型，包括 BS 模型、隨機波動模型以及幾個時間序列模型。主

要目的是為下文的實證研究打下理論基礎。
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第四章 因子合成與機器學習

基於學者們的文獻資料研究，傳統的因子合成是根據一元或多元線性回歸

擬合得到，其主要思路是在橫截面上將股票收益對上期因子暴露進行回歸求解

得到。目前最常用的因子合成方法有等權合成法、歷史收益率加權法、最大化

ICIR 加權法等。IC（Information Coefficient）為資訊係數，代表預測值與真實

值之間的相關性，通常用於評價預測能力，IC 值越大，表示因子預測能力越好。

IR（Information Ratio）為資訊比率，是超額收益的均值與標準差之比。可以根

據 IC 近似計算，等於多個調倉週期的 IC 均值除以這些 IC 的標準差。

第一節 實驗架構設計

本文利用機器學習模型，將傳統的因子合成方法通過模型訓練來代替。主

要方案設計框架如圖 4 - 1 所示，可以分為資料的獲取、資料的預處理、樣本

內訓練、交叉驗證以及樣本外測試等。方案中採用隨機森林與 XGBoost 模型分

別進行因子合成，通過準確率、AUC 等指標對模型進行分析比較，同時用傳統

的線性模型做對比。並且，為了能讓模型可以學習到市場的特徵變化，本文在

訓練模型時採用 6 階段滾動回測的方法。

圖 4 - 1：因子合成方案設計框架
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第二節 資料來源與資料預處理

本文選取滬深 300 作為股票池。滬深 300 是上海證券交易所和深圳證券

交易所在 2005 年 4 月 8 日聯合發佈的，由 300 檔股票構建而成，具有嚴格

的選樣標準，每個成分股的權重是由分級靠檔法來確定的，成分股所處的行業

分佈狀況與滬深兩市的行業分佈比例基本一致。滬深 300 指數每年對樣本股進

行兩次調整，穩定性要求較高，並設置調整緩衝區，因此滬深 300 指數具有較

高的代表性和穩定性，能夠反映市場主流的交易情況。滬深 300 指數盈利能力

較強，成長性較高，聚集了大量的優質股票，是反映滬深兩市 A 股市場行情的

綜合指數，也是反映我國股票市場整體形勢的“晴雨錶”。為了確保樣本穩定可

靠，依然對股票池做一些過濾處理，例如剔除 ST 股票、每個截面期下一交易

日停牌的股票以及上市 3 個月內的股票。

本文選取了聚寬因子庫中的一部分因子進行因子合成，其中包括了財務品

質因子、成長因子、動量因子、風險因子、基礎因子、技術指標因子、情緒因

子等。聚寬因子庫中共有 200 多種不同的因子，許多因子之間存在共線性，作

用差異不大。同時，為了減小研究環境的運行負擔以及縮短執行時間，在本文

中只選取其中 30 個在各類因子中具有代表性的因子作為研究對象，因子信息

見附錄。其中 TTM 的全稱為 Trailing Twelve Months，是流量指標的一種滾動

計算方法。

本文使用的資料都來源於聚寬量化平臺，因此免去了前期大量繁雜的資料

清洗工作。據統計，資料處理工作費時費力，可能佔據了建模過程中 50%以上

的時間，可以看出，專業可靠的資料能節省一個專案大量的寶貴時間。資料預

處理主要包括異常值處理、缺失值處理、資料標準化等步驟。

異常值處理一般是資料處理的第一步，對後續的缺失值處理、資料標準化

都會造成一定的影響。檢驗異常值的方法主要有 3σ原則和箱型圖法。3σ原則中

認為，特徵的觀察值和平均值的偏差超過 3 倍標準差的，可以判定為異常值。

箱型圖法認為，大於上邊緣或者小於下邊緣的值可以判斷為異常值。上邊緣等

於上四分位數加上 1.5 倍的四分位間距，下邊緣等於下四分位數減去 1.5 倍的

四分位間距，四分位間距等於上四分位數與下四分位數的差。異常值處理不是

簡單的刪除異常值，因為刪除異常值不僅會減少樣本量，並且當資料量不多的

時候，刪除異常值可能會影響資料的結構，對後續的建模造成影響。處理異常
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值需要考慮整體情況，結合實際考慮問題。本文使用聚寬量化平臺中的資料處

理函數 winsorize 函數進行標準差倍數去極值的處理，最大限度的保留資料資

訊。大於上界值的用上界值替代，小於下界值的用下界值替代。上界值等於中

位數加上 5 倍的標準差，下界值等於中位數減去 5 倍的標準差。

資料缺失是樣本普遍存在的一種現象，任何資料都難免存在缺失值。當樣

本缺失值過多時，可以考慮放棄該樣本，缺失值較少時，可以考慮對樣本進行

補全。本文在對缺失值進行填補時，首先是使用行業平均值進行替代，但依然

會存在一些缺失值無法補全，此時則使用所有行業的平均值替代。

資料標準化是機器學習建模前的基本工作之一，也是資料預處理較為重要

的一步。不同特徵之間的量綱不同，單位不同，導致資料的數值差異巨大。例

如成交額、成交量可能達到成百上千萬，但是漲跌幅只有百分之幾。如果不進

行標準化處理直接建模的話，必然對結果產生巨大的錯誤影響。因此需要對資

料進行標準化處理，將所有資料的數值按照一定比例進行縮放，常見的方法就

是將每個值都映射到[-1,1]或者[0,1]內，這樣就達到了資料標準化的目的。常用

的資料標準化方法有以下三種：

（1）最小-最大規範化

最小-最大規範化的原理是通過線性變化實現對資料的歸一化處理，將數值

映射到[0，1]內。其轉換公式為：

�� �
�����

�������

其中 max 表示樣本中的最大值，min 表示樣本中的最小值，max-min 表

示樣本極差。它的優點是在達到歸一化的前提下能夠保留資料之間的關係。而

缺點就是如果資料較為集中且數值較大，則會導致標準化之後的值近乎於 0 且

相差不大

（2）零-均值標準化

零-均值標準化也叫標準差標準化，其處理後的資料，均值為 0，標準差為

1，其轉換公式為：

�� �
�� ��
�

其中 �� 表示資料的均值，σ 表示樣本的標準差，是目前最為常用的標準化
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方法。當樣本數量較大時，標準化之後的資料會呈現為標準正態分佈。

（3）小數定標規範化

小數定標規範化的原理是通過移動樣本值的小數位數，將樣本屬性值映射

到[-1，1]內，其轉換公式為：

�� �
�
���

其中移動小數位數 k 由該屬性絕對值的最大值決定。

第三節 不同算法的分析與結果

一、 模型訓練與結果分析

根據上文的設計方案，本文將獲取 2008 年到 2020 年的資料進行訓練與

回測。為了能讓模型更好地學習市場的特徵變化，本文在訓練模型時採用六階

段滾動回測的方法。如圖 4 - 2 所示，2008 年 1 月到 2013 年 12 月共 6 年

的資料作為第一個樣本區間，2009 年 1 月到 2014 年 12 月作為第二個樣本

區間，以此類推，2013 年 1 月到 2018 年 12 月作為第六個樣本區間。

圖 4 - 2：分階段回測模型示意圖

在獲取每個樣本區間的每檔股票（樣本）的因子資料的同時，在每個月末

截面期獲取該檔股票的收益率，然後根據收益率對樣本進行標注。選取樣本收

益率排名前 30%的股票作為正例，標注為“1”（label=1）；收益率倒數 30%的



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202200358

28

股票作為負例，標注為“-1”（label=-1），剔除收益率處於中間位置（未標記）

的股票，降低雜訊影響。

將打上標籤的樣本進行合併，隨機選取 90%的樣本作為訓練集，其餘 10%

的樣本作為交叉驗證集，進行樣本內訓練。由於計畫中將回測區間按年份劃分

為 6個區間，因此需要對每個回測區間的不同訓練集進行重複訓練，確定模型

的參數。模型訓練結束後，使用模型對交叉驗證集進行測試，選取其中 AUC 或

平均 AUC最高的一組參數作為模型的最優參數。

（一）參數的優化調整

圖 4 - 3：左、右圖分別為隨機森林和 XGBoost 算法的執行結果

在建模過程中能夠發現，特徵數量對演算法是具有影響的，因此選擇合適

的特徵數量能夠提升模型的預測能力。本文利用 pipeline（管道）將特徵的選擇

與模型的構建相結合，形成一個新的物件，然後針對新物件選取不同的特徵選

擇參數並對其做交叉驗證得到檢測結果，輔助最終模型得到最優的參數設置。

本文使用 SelectPercentile（f_classif，percentile）函數來做特徵比例的選擇，其

中 f_classif 項為特徵選擇的得分標準，percentile 項為特徵選擇比例。

由圖可知，隨機森林演算法隨著特徵比例的增加，預測效果越好；XGBoost

演算法則不太穩定，預測效果波動較大。而 XGBoost 演算法的特徵比例選擇

40%時最佳。儘管隨機森林演算法的預測效果會隨著特徵數量的增加而提升，

但計算時間也會相應延長。因此結合效率綜合考慮，隨機森林與 XGBoost 演算

法分別選擇 80%與40%作為最佳的特徵比例。

對於隨機森林而言，決策樹的個數直接影響到它的預測能力。決策樹過少，

就無法發揮集成學習演算法的優勢，預測效果不佳；決策樹越大，預測效果越

好，但是會大幅度增加計算量，隨著決策樹的增加，邊際效應會減小。本文通

過多次交叉驗證，最終確定演算法的 n_estimators 參數（決策樹個數）為
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450-600 左右時，綜合效果較好，本文設定 n_estimators=500。另外，我們發現

演算法的 max_depth（深度）參數，即每棵樹的複雜度，隨著深度的上升，F1-score

呈現上升趨勢，AUC 波動較大，模型不夠穩定。因此，結合訓練效果以及訓練

時間進行綜合考慮，max_depth 選擇 3-5 較為合適，本文設定 max_depth=4。

對於 XGBoost 演算法，一般而言 max_depth 在 3-10 之間較為合適，但

本文通過多次的交叉驗證，發現隨著演算法 max_depth 的提高，F1-score 和

AUC 都呈現下降趨勢，訓練時間也隨著增長。因此，針對本文這種情況，最終

設定參數max_depth=1。subsample 參數為取樣速率，即選取訓練集參與模型訓

練的比例，取值在 0-1 之間，可有效地防止過擬合問題。經過交叉驗證，隨著

subsample 取值的上升，F1-score 值呈現下降趨勢，模型的訓練時間有一定的縮

短，綜合訓練效果和時間的考慮，本文設定 subsample=0.9，通常 subsample 值

可在 0.5-0.9 之間。

由於本文主要目的是採用 XGBoost 演算法進行因子合成，因此這裡不對演

算法的所有參數進行過多的優化調整，其餘參數都採用預設值進行訓練。

（二）樣本內訓練以及模型評價

在樣本內訓練中，確定了演算法參數之後，通過使用模型對交叉驗證集進

行預測，選取交叉驗證集中 AUC 指標最高的一組參數作為模型的最優參數。

確定最優參數之後，使用模型進行樣本外測試。如圖 4 - 3 分階段回測模型示

意圖所示，取下一年所有樣本預處理後的因子資料作為模型的輸入，得到測試

集的預測分數 ( ),將得到預測值 ( )視作合成後的因子值。

本文使用 SVM、隨機森林和 XGBoost 三種演算法模型對樣本進行訓練。

由於已經有大量的前人學者對三種模型的優劣勢進行比較說明，本文不再進行

重複說明，只是簡單地通過精確度和 AUC 指標對三種模型進行對比驗證，並

與傳統的線性模型進行對比。如圖 4 - 4 至圖 4 - 6 所示，為隨機森林演算法在

6 個子區間內的模型預測效果；如圖 4 - 7 至圖 4 - 9 所示，為 SVM 演算法

在 6 個子區間內的模型預測效果；如圖 4 - 10 至圖 4 - 12 所示，XGBoost 演

算法在 6 個子區間上的模型預測效果。為了更加直觀地分析預測結果，將所有

的預測精度和 AUC 指標繪製成折線圖，橫坐標為每個子區間的年月份，縱坐

標為相應的預測指標數值，其中藍色實線為 AUC 指標，橙色虛線為模型精准

度指標。
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圖 4 - 4：第一、二子區間隨機森林算法預測精準度及 AUC 指標

圖 4 - 5：第三、四子區間隨機森林算法預測精準度及 AUC 指標

圖 4 - 6：第五、六子區間隨機森林算法預測精準度及 AUC 指標
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圖 4 - 7：第一、二子區間 SVM 算法預測精準度及 AUC 指標

圖 4 - 8：第三、四子區間 SVM 算法預測精準度及 AUC 指標

圖 4 - 9：第五、六子區間 SVM 算法預測精準度及 AUC 指標
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圖 4 - 10：第一、二子區間 XGBoost 算法預測精準度及 AUC 指標

圖 4 - 11：第三、四子區間 XGBoost 算法預測精準度及 AUC 指標

圖 4 - 12：第五、六子區間 XGBoost 算法預測精準度及 AUC 指標

從三種演算法的預測結果折線圖可以看出，三種演算法在每個子區間內的

波動都比較相似，尤其是隨機森林演算法和 XGBoost 演算法的折線圖比較接近。

但從數值上可以看出，XGBoost 演算法比隨機森林演算法略高。隨機森林演算

法的預測準確度的最大值在第三個子區間中約為 0.75；SVM 演算法的預測準

確度的最大值在第三、四個子區間內約為 0.675；XGBoost 演算法的預測準確

度的最大值在第一個子區間內約為 0.75。從精准度和 AUC 指標的最大值看，
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隨機森林演算法和 XGBoost 演算法都比 SVM 演算法更高。另外，從三種演

算法的總體預測趨勢來看，都是在第六個子區間的表現最差。此外，隨機森林

演算法和 SVM 演算法的 AUC 指標和精准度平均值都是在第四個區間最高，

XGBoost 演算法的 AUC 指標平均值在第一個子區間中最高，而精准度指標平

均值在第四個區間內最高。

除了對三種機器學習演算法進行比較之外，實驗中還希望對非線性的因子

合成方法與傳統的線性因子合成方法進行對比。而傳統的因子合成方法有等權

合成法、歷史收益率加權法、最大化 ICIR 加權法等等，基本思想都是通過一

定的方法賦予各個因子相應的權重。因為邏輯回歸（Logistic Regression，LR）

演算法在本質上還是線性回歸，因此本文中使用邏輯回歸演算法訓練得到一個

線性模型，近似地替代傳統的線性因子合成方法作為對照。

表 4 - 1：四種模型評價指標對比

獲取四種方法在每個子區間的預測值，分別計算其精准度與 AUC 指標的

平均值，用平均值進行對比分析。將這些指標平均值繪製成表格以便對比分析，

並從這四種方法 6 次訓練的平均最大值、平均值以及波動率進行分析，如表

4-1 所示。

表 4-1 為四種演算法在 6 個區間內的預測平均值資料，四種模型在本文

資料的 6 個區間內的各進行了 6 次的訓練。由表中可知，其中線性模型在第

三個子區間的精准度和 AUC 指標值是最大的，顯著地高於其它三種模型，而

隨機森林、SVM、XGBoost 演算法 6 次訓練的最大值都相差不多。但線性模

型的波動性也是顯著地高於其它三種模型，穩定性最差。最後從四種方法 6 次

訓練的平均效果來看，四種模型也是有一定的差異，不管是精准度的平均值還

是 AUC 指標的平均值，都是 XGBoost 演算法最優，隨機森林要優於傳統的

線性模型，線性模型與 SVM 演算法相差不大。綜上所示，利用 XGBoost 演

算法進行因子合成，不僅穩定性較高，而且綜合的預測效果最好。

二、重要度分析及因子五分位分組回測
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傳統的線性模型可以通過查看各項因子的權重來判斷線性模型中因子的重

要度。Boosting 模型中也有類似的功能，它通過計算因子在決策樹中的表現，

通過一定的運算可以計算出每個因子的最終得分，本文以此來作為分析因子重

要度的關鍵指標。由於 SVM 演算法不屬於 Boosting 模型，因此沒有這個指標，

之後不再提及。如圖 3.17、圖 3.18 所示，為隨機森林演算法以及 XGBoost 演

算法在第 6 個區間中的特徵重要度指標。

圖 3.17：隨機森林算法的特徵重要度統計圖

圖 3.18：XGBoost算法的特徵重要度統計圖
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從上圖可知，隨機森林演算法在訓練模型的過程中使用到了所有的特徵因

子，即每個因子或多或少都佔據了一定的權重。而 XGboost 演算法會突出使用

部分表現較好的特徵因子，並且會摒棄掉部分因子，因此 XGBoost 演算法的特

徵重要度統計圖中，會有部分因子的特徵重要度指標為零，並且因子的重要度

相差較大。如圖 3.19 至圖 3.24 所示，為 XGBoost 演算法在 6 個子區間中的

特徵相關度熱力圖。

圖 3.19：第一個子區間XGBoost算法特徵相關度熱力圖

圖 3.20：第二個子區間XGBoost算法特徵相關度熱力圖
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圖 3.21：第三個子區間XGBoost算法特徵相關度熱力圖

圖 3.22：第四個子區間XGBoost算法特徵相關度熱力圖
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圖 3.23：第五個子區間XGBoost算法特徵相關度熱力圖

圖 3.24：第六個子區間XGBoost算法特徵相關度熱力圖

在圖 3.19 至圖 3.24 中，各因子的月度區塊顏色越趨近於深紅色，表明因

子在該月份的預測中起到的作用越大；區塊顏色越趨近於白色，則說明該因子

在當月預測模型中作用越小。特徵相關度熱力圖能夠非常直觀地展示了各個因

子在預測月份的得分高低。從 6 次訓練的特徵相關度熱力圖可以看出，其特徵

相關度分佈情況都大致相似，主要分佈在中下部以及中上部的幾個因子，中間

的一批因子的相關度普遍都不太高。

由於單次訓練結果不具有代表性，為了平衡 6 次訓練預測結果，對 6 次

特徵重要度指標取平均值，作為最終因子的重要度排序。同時，為了消除個別

因子重要度過高以及過低的問題，使用排序法消除這種差異性。即首先對每個

區間的重要度進行一次排序並重新賦值，30 為最大值，1 為最小值。然後對 6

次排序取平均值，將排序平均值作為最終指標進行重要度的排序。如表 4-2 所

示。
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表 4 - 2：特徵排序及五分位分組

如上表 4-2 所示，將 30 個因子按排序平均值分為 5 組，每組 6 個因子，

進行分組回測。回測區間為 2014 年 1 月 31 日至 2019 年 1 月 31 日，股

票池為滬深 300 成分股，資料預處理方法與之前相同，剔除 ST 股票，剔除每

個截面期下一交易日停牌的股票以及剔除上市 3 個月以內的股票。回測模型主

要對五組因子組合年化收益率、夏普比率、資訊比率、最大回撤以及波動性等

評價指標進行比較分析，如表 4-3 所示。五分位元數分組因子組合選股淨值走

勢圖如圖 3.25 所示，橫坐標為回測年份，縱坐標為五組因子組合的回測收益率。
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表 4 - 3：五組因子回測評價指標

圖 3.25：五組因子組合選股淨值走勢圖

由上圖可以看出，第一組因子組合的收益率是最高的，始終保持著領先地

位，顯著高於其它四組。第二組與第三組可以說是不相上下，在 2017 年到 2018

年之間以及 2019 年末這兩段時間內第二組比第三組的收益率略高一籌，其他

時間基本上相差不大。第四組因子組合僅僅在 2016 年之前優於第五組，之後

反而是第五組的收益率超過第四組。

對上述的現象進行分析總結，主要有以下幾種解釋：

其一，是因子的重要度並不能作為判斷因子效果好壞的唯一標準。部分因

子之間存在相關性，可能會出現某兩個因子組合在一起之後造成效果的提升或

者降低。例如，本文經過多次的回測，發現“CMV”和“DIF”這兩個因子組合在一

起時，收益率會大大的降低。

其二，是排序方法造成的分組不明確。由於 XGBoost 模型在使用因子時，
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有部分的因子未被使用到，因此這些因子的重要度得分都為“0”，以及存在一些

因子它們的重要度得分原本是相同的，但在經過排序之後就產生了差別。例如，

若存在 6 個因子原本重要度相同，經過排序後，默認排序最高的就比默認最低

的因子高出了 5 分。

其三，五分位數分界線導致得分相同的因子分為不同的兩組。經過評分排

序再取均值之後，仍有部分的因子最終得分是相同的，如表 3.2 所示，一些因

子的最終評分是相同的，但正好位於五分位數的分界線上，因此默認排序高的

可能就分在上一組，而默認排序低的就分在下一組。

第四節 本章小結

本章主要介紹了利用 XGBoost 演算法進行因子合成的具體方法。包括了股

票池的建立、資料的預處理、模型的訓練、演算法的優化調參以及分組回測等。

簡單地將 XGBoost 演算法與 SVM 演算法和隨機森林演算法進行了對比，驗

證了 XGBoost 演算法的預測精准度和 AUC 指標確實優於 SVM 和隨機森林。

並且通過與線性模型的對比，可以看出使用 XGBoost 演算法進行因子合成是優

於傳統的線性模型，提升了因子合成的效率。之後通過因子重要度分析對 30 個

因子進行打分排序並將其分為 5 組進行分層回測。回測結果顯示，第四組與第

五組的回測結果與預期結果有一定的出入，本文認為可能的原因是由於因子之

間存在相關性，演算法提供的重要度指標並不能作為唯一的判斷依據，仍需要

結合實際進行一定的優化調整。總體來看，將 XGBoost 演算法運用到因子合成

當中，效果還是較為顯著的。可以看出，針對此資料集，經過本文的合成方法，

無疑是可以得到一批表現較好的因子。
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第五章 機器學習與波動聚集

第一節 研究設計

在股票市場中，波動率一直是投資者和研究者關注的最重要的問題之一。

對投資者而言，減少股票市場的不確定因素以及準確度量股票指數收益的波動

率顯得尤為必要。筆者認為，若能對波動聚集效應加以應用，是能夠對投資起

到指導性的意義。

假如投資者擁有預知未來的能力，那麼投資將變得無往不利，然而這是不

可能的事情。但是，波動聚集效應的存在，為投資者帶來了一種新的投資思路。

我們可能無法準確地預測一檔股票是漲還是跌，但是我們可以預測整個市場的

波動率是小還是大。當投資者能夠充分地瞭解波動聚集現象時，風險厭惡型的

投資者可以選擇退出股市，減少損失的風險性。而風險偏好型的投資者只要能

冷靜充分地改進投資策略，也可以獲取到更高的收益。

然而金融資料太過龐大複雜，每日新增的金融資料資訊浩如星海，投資者

想對所有資訊加以利用確實比較困難。而今，隨著量化投資和機器學習的興起，

投資者對金融資料的處理研究愈加得心應手，越來越多的工作可以由機器幫助

完成。

自然而然的，筆者想是否能夠將波動聚集效應加入到機器學習演算法中進

行訓練？機器能否對波動聚集效應加以學習，並應用到投資策略中呢？通過大

量的理論文獻研究，發現 GARCH 模型能夠較好地擬合市場中存在的波動聚集

現象。因此，本文將 GARCH 模型的預測值加入到機器學習的訓練集中加以訓

練，通過大量的訓練資料對模型進行訓練，期望機器能夠學習到波動聚集效應

並對其加以應用。

為了驗證波動聚集現象的應用效果，本文通過兩群組原則的回測結果進行

對比分析。同時為了控制無關變數，本文中對照群組原則與實驗群組原則的唯

一差別，就是在實驗群組原則中的機器學習訓練集中加入了 GARCH 模型的預

測值（後文將此值簡稱為波動聚集因子）作為研究變數。具體的實證研究步驟

和結果會在後文中進行詳細的講述。
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第二節 機器學習與多因子策略的結合

量化策略是指利用電腦程式作為工具，通過一定的固有邏輯進行分析、判

斷和決策來幫主投資者進行量化投資，量化策略既可以完全憑藉電腦自動運行，

也可以人工作業執行。

一、策略執行思路及主要因子

本文策略的基礎股票為滬深 300 股票池。滬深 300 指數前文已經做過介

紹，是滬深兩市中行業代表性好、股票流動性高、交易程度活躍的股票，能夠

反映市場主流交易情況。因此在策略中將滬深 300 作為基準收益進行優劣對比。

本文策略的主要思路是基於滬深 300 股票池利用機器學習預測股票的漲

跌從而進行選股換倉。基本方法是利用 XGBoost 演算法預測當日股票的漲跌，

訓練集為前 200 天的因子數據。訓練集的長度過短，可能達不到預測效果；訓

練集過長會增長策略的執行時間，時間對於量化投資而言是非常重要的，決定

了能否及時買入股票，因此需要分秒必爭。一般訓練長度選擇 100 天左右較為

合適，由於本文使用歷史資料進行回測，並不存在想買入的股票無法買入的情

況，因此為了提高預測準確度，增長了策略的執行時間，將訓練集長度設置為

200 天。同時，策略會獲取當日的最新資料加入到訓練集中，每日都對訓練集

進行更新，確保能夠學習到市場的最新變化，提高預測準確率。將預測為漲的

股票按照持倉數目進行建倉，資金根據倉位元等額分配。當股票損失達到 8%

時，進行止損，清倉賣出；當股票盈利達到 15%時，同樣進行賣出操作，進行

止盈。當持倉數量小於最大持倉數時，進行買入操作，買入預測為漲的股票。

倉數可以根據滬深 300 指數的價格進行減倉和加倉的調整。

本文策略中因子的選用是基於第二章節中結合 XGBoost 模型進行因子合

成的方法，主要選取其中重要度指標較高的一批因子，再加入一些常用的技術

指標因子。本文採用的因子分別是 VDIFF、CMV、EP、MACD、BP、KDJ、

SMA、WMA、MOM 這 9 個因子，如表 4.1 所示。其中 VDIFF、CMV、EP、

MACD、BP 為因子重要度五分位數分組中第一組中的 5 個因子，KDJ、SMA、

WMA、MOM 為目前較為常用的技術指標。增加這 4 個因子的原因，是因為

它們有一定的經濟學理論基礎，另外在聚寬量化平臺上能夠比較完整地獲取到

這些因子的資料，有助於模型的訓練。因此，本文認為在原有因子的基礎上融
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入這 4 個因子所建立的策略，理論上是有助於緩解量化策略常常出現的過擬合

問題。

表 4.1：策略中的因子信息

二、策略運行步驟

本文策略的運行是基於聚寬量化平臺的策略範本，總體上可以分為四個階

段，分別是總體回測前階段、開盤前階段、開盤時階段以及收盤時階段。具體

的階段步驟如圖 4.1 所示。



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202200358

44

圖 4.1：策略運行步驟示意圖

第一階段，是在進行回測之前的一些全域參數的設置，其中包括了調倉頻

率的設置、持倉數目的設定、回測區間的選取、初始回測資金的設定以及股票

價格類型的選擇。調倉頻率可以設置為日級、分鐘級、tick 級，也可以設置成

更長的時間段，例如 15 天或者 30 天。本文策略的調倉頻率為每天一次。持

倉數目為可持有的股票數目，例如持倉數目為 20 時，同一時間內最多可持有

20 檔股票，本文策略的持倉數目設定為 10。本文選取的回測區間為 2012 年 1

月 1 日至 2019 年 12 月 31 日，初始回測資金設定為 10 萬。

本文的股票價格設置為動態複權模式的價格類型。因為公司除權除息會造

成的股票價格以及股票指標的走勢發生變化躍遷，所謂的複權就是為了消除這

種結果而採用的一種處理方式。通過複權的方法可以對股票價格進行修正，達

到股票價格保持一種連續狀態的目的。目前主要的兩種複權模式為前複權和後

複權。前複權是以最新價格為基準，將除權除息前的價格按照除權除息的係數
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進行縮減，因此是現有價格不變，以前的價格變小。優勢是現有單位的量與最

新價格一致，有助於對接實盤交易，但是前複權回測使用到了未來資訊，對因

子的回測有很大影響，可能造成欺騙性。後複權不僅在資料處理上更為簡單，

並且肯定不會使用到未來資料，但是後複權後是以前的價格不變，現有價格增

大，這會造成跟實盤的價格有較大差距，不利於實盤交易對接。而動態複權則

是使用回測區間的截止時間所在時刻的複權係數進行複權，使用動態複權得到

的該時刻的交易價格就是該時刻交易的真實價格，因此動態複權模型也叫真實

價格模式。

第二階段，是在每日開盤前進行的局部參數的設置以及機器學習部分。局

部參數設置首先是股票池的設置，本文依然是選取滬深 300 作為基準股票池。

其次是手續費的設置，一般股票交易的手續費包括過戶費、交易所規費、印花

稅、券商交易傭金這幾部分，一般過戶費的比例為本金的十萬分之六左右。有

的證券公司會把交易所規費包含在傭金之中，統一上交到交易所或者證監會。

印花稅對經濟活動和經濟交往中按交易金額大小計算的稅種，一般的收取比率

為千分之一。券商交易傭金最高為成交金額的千分之三，最低為 5 元。2013 年

之後，券商的資費大幅度降低，目前傭金基本為萬分之三，交易量較大時，傭

金還能降低。因此，本文策略的手續費採用默認設置，即買入時收取傭金為目

前券商收取的最大值萬分之三，賣出時傭金為券商收取的最大值萬分之三在加

千分之一的印花稅，同時每筆交易傭金最低抵扣 5 塊錢。此參數可以更改，但

目前不建議改動，因為這符合目前的現實情況，若後續有所變動，再進行調整。

最後是本文的信號設置主要是對止盈參數以及止損參數的設置。當股票盈利或

者損失達到參數值時，就會發出賣出信號進行賣出操作。本文策略的止盈比例

為 15%，止損比例為 8%。

機器學習部分大體可以分為三步，主要是資料的獲取、模型的訓練以及股

票的預測。資料獲取主要是獲取策略中所有股票樣本的因子資料和價格資料，

以及幾個技術指標計算所涉及的所有相關資訊資料。訓練集每日進行滾動更新

替換，確保訓練資料的可靠性，以達到讓模型能學習到市場最新變化的目的。

模型演算法依然採用 XGBoost 演算法，參數設置與章節二中相同。最後使用模

型對當日股票價格的漲跌進行預測，並進行標注，預測為漲的股票標籤為“True”，

其餘為“False”。
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第三階段，是在每日開盤時進行的交易操作，主要包括了交易信號的獲取

以及倉位元的調整。這一階段的主要任務首先是要判斷目前倉位元中的股票是

否需要進行調倉操作。若目前所有股票未達到止盈止損的臨界值，則不需要進

行賣出操作，同時若持倉數目已達到最大值，則也不需要進行買入操作，即維

持當前倉位。當收到交易信號，存在股票達到止盈止損的臨界值，此時就進行

倉位調整，執行賣出操作。賣出股票後，倉位元數目不飽和，再次收到交易信

號進行倉位元調整，執行買入操作，買入標籤為“True”的股票，即開盤前預測為

漲的股票。重複迴圈，直到收盤結束。

第四階段，即收盤階段，收盤後今日交易結束，輸出今日所有的交易記錄，

以便後續的研究分析。

第三節 初始策略與波動聚集的結合

一、GARCH 模型預測波動率

本文構建 GARCH 模型過程中，均值方程採取 AR（4）模型。前文中已

提及，與 ARCH 模型不同，GARCH 模型的階數很難確定，一般只用到低階的

GARCH 模 型 ， 例 如 GARCH(1,1) 、 GARCH(1,2) 、 GARCH(2,1) 以 及

GARCH(2,2)。本文波動率方程採用 GARCH(1,1)進行建模。以滬深 300 指數

日漲跌幅資料為例，p<0.05，可以認為序列是平穩的，建立 AR(p)模型，判斷

階數。經過試驗後得到最終模型 AR(4)-GARCH(1,1)。

通過多次調整優化，發現訓練的長度越長，模型擬合地越好，但由於聚寬

量化平臺的資料最早只能到 2005 年，本文中的訓練資料的長度無法在增加了。

圖4.2 是使用了 3500 天的訓練資料得到了訓練效果較好的模型，但從輸出結果

我們可以看出，仍然有個別參數不是特別顯著，模型還有待優化提高。確定模

型參數後，得到最終模型為：

t� � ������� + ����ͷ���� � ����������� + ����ԃ������ + ������ā����
��
� � �������� + �������

� + ��ԃԃ����
�

分析 GARCH 模型的擬合結果，效果還是不錯的，其中 和 都顯著大於 0,

且 + 的值十分接近 1，表明了滬深 300 指數的波動是顯著存在波動聚集現

象。輸出原始資料和擬合後的方差值以及預測值，如圖 4.3 所示，藍色為原始

資料值，橙色為條件異方差擬合值，紅色為預測值。
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圖 4.3：模型效果輸出示意圖

可以看出，原始資料波動小的時候，方差線（橙色線條）較平穩；在 2007

年到 2010 年以及 2015 年到 2016 年後的這兩段時間，波動巨大且明顯有聚

集現象，方差線同樣高居不下，方差擬合線基本符合真實資料，說明模型的擬

合效果是不錯的。而預測線下降趨勢過大，預測效果有待加強。可能原因是預

測時間過長，從模型的公式可以看出，預測值與前期資料高度相關，對於低階

的 GARCH 模型，建議預測的時間長度越短越好，否則無法達到預測效果。由

於從圖中預測時間過短無法看到預測效果，為了比較直觀地看到預測線，因此

此處的預測時間長度為 10 天。

二、波動聚集的應用

在上文中已經具體講述了多因子策略與機器學習的結合應用。並且前文還

介紹了使用 AR(4)-GARCH(1,1)模型對滬深 300 股指的市場波動進行了擬合

以及對未來波動的預測，此模型可以很好描述刻畫波動聚集現象。

在波動聚集現象的研究中，大部分研究者都致力於對波動聚集現象的數量

檢驗，少部分學者對波動聚集程度的度量方面以及波動聚集現象的產生原因進

行研究，鮮少有學者將波動聚集現象加以實際應用。本文創新性地將波動聚集

現象作為一個因子放入到機器學習中進行學習訓練，希望模型能夠學習到市場

中的波動聚集性，以達到提高預測精度的目的和規避風險的目的。

經過驗證，已知滬深 300 指數的市場價格漲跌幅存在顯著的波動聚集效應，

因此本文將 GARCH 模型的預測過程加入到多因子策略的開盤前階段，並將模

型的預測值作為第 10 個因子加入到機器學習中進行訓練，預測股票的漲跌。

最後，通過分析回測結果以及與原策略的回測結果進行對比分析，觀察波動聚
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集現象作為因子在其中起到的作用。為了控制實驗變數，實驗群組原則與對照

群組原則的唯一區別就是實驗組的機器學習部分比對照組多了一個波動聚集因

子，其餘代碼不變。

三、回測結果分析

（一）策略回測評估指標

策略回測的收益評估指標主要有策略收益、策略年化收益、基準收益、超

額收益等。其中，策略收益的計算公式為：

ht��� ��tݐ��� �
���� � ����t�

����t�
� ���㐮

其中，����為策略最終股票和現金的總價值，����t�為策略開始股票和現金

的總價值。策略收益是對一個策略回測的結果評估最直觀的指標之一。基準收

益的計算方法與策略收益相同，主要作用是用來與策略收益進行對比。

策略年化收益的計算公式如下：

ht��� ��⺁���ݐ��� ��tݐ��� � �� � �+ �
���
� � � � ���㐮

其中，P 為策略收益，n 為策略執行的天數。策略年化收益是根據回測所

得出的策略收益推算得到的年預期收益。一般而言，年化收益率高於 20%的交

易策略較為優秀。

超額收益的計算公式如下：

超額收益 �
策略收益 + ���㐮
基準收益 + ���㐮

� ���㐮

因為投資所產生的資產變動是具有複利效應的，所以淨值的變化過程是符

合指數增長過程，因此在對於回測結果的超額收益計算過程中，使用減法代替

除法顯得更加合理。並且通過觀察超額收益曲線，當超額收益曲線發生回撤時，

就代表著在這段時間裡策略沒有跑贏基準，同理當超額收益曲線上漲了，就代

表著這段時間裡策略優勝於基準。

而評估策略的風險指標較多，例如阿爾法指標、貝塔指標、夏普比率、索

提諾比率、資訊比率等等。其中阿爾法代表了投資者面臨的非系統性風險，即

投資者所獲得的與市場波動無關的回報，其計算公式如下：

���㼗� � �� � ��� + ��t�� � ����

其中，��為策略的年化收益率，��為基準年化收益率，��為無風險利率，
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通常默認為 0.04，��為策略的貝塔值。���㼗� 大於 0，代表策略相對於風險獲

得了超額收益，���㼗� 小於 0 則說明獲得的收益要小於基準收益。

貝塔代表了投資的系統性風險，它能反映策略對於市場變化的敏感度。其

計算公式為：

���� �
�t�t������
��tt���

其中，��為策略的日收益，��為基準的日收益。���� < �，通常代表策略

與基準的走勢方向相反；���� � � 代表兩者沒有相關性；� < ���� < � 說明策

略與基準的走勢方向相同但移動幅度小於基準；當 ���� ≥ � 時代表策略與基準

的走勢方向相同並且移動幅度大於等於基準。例如當一個策略的貝塔值為 1.6

時，每當大盤上漲 1%，策略預計能上漲 1.6%。

夏普比率的值代表了每承受一單位的風險，能夠產生的超額收益的大小。

它是同時對收益和風險加以綜合考慮的三大經典指標之一，其計算公式為：

h㼗�t�� ����t �
�� + ��
��

其中，��為策略的年化收益率，��為無風險利率，通常默認為 0.04，��

為策略的收益波動率，在其他條件一致時，夏普比率的值越大代表了策略越優

秀。

信息比率是以 Markwitz 的均異模型為基礎，代表了單位風險所帶來的超

額收益。其計算公式如下：

���tt����t� ����t �
�� + ��

��
其中，��為策略的年化收益率，��為基準年化收益率，��為策略與基準每

日收益差值的年化標準差。在相同條件下，信息比率越大，代表策略單位誤差

所帶來的超額收益就越大。因此，在適當的風險承受範圍內，儘可能地提高信

息比率，才是一個合格的投資者。

最大回撤是指投資過程中可能出現的最糟糕的情況，即最極端可能的虧損

情況。其計算公式為：

��� �t�其�t其� �
���t�� + ���

��
其中，��為策略當日股票和現金的總價值， > 。通常意義下，最大回撤

代表著投資者對虧損的最大承受能力，理性的投資者應該盡可能地減小最大回
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撤值，儘量規避較長的回撤期以及較大的回撤率。

（二）策略回測結果對比

本文分別對未加入波動聚集因子的初始策略與加入波動聚集因子進行改良

的策略進行了回測。策略內所有參數設置均保持一致，包括調倉頻率、最大持

倉數、回測區間、初始資金等等。如圖 4.4 和圖 4.5，分別為未加入波動聚集

因子的初始版策略以及加入了波動聚集因子的改良策略的回測結果。

圖 4.4：初始策略的回測結果示意圖
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圖 4.5：改良後悔策略的回測結果示意圖

從回測結果可以看出，加入了波動聚集因子的回測結果其策略收益有了一

定的提高，從初始的 1564.09%增長到了 1737.01%，並且大部分的評價指標都

有所提升。再對兩群組原則的收益曲線進行對比，結果如圖 4.6 所示。

圖 4.6：兩組策略收益曲線對比

通過對比，我們可以發現，在 2015 年之前，兩群組原則的收益率可以說

是不相上下，但從 2015 年中旬開始，初始策略的收益開始高於改良後的策略。

一直到 2019 年，改良策略實現了反超。從圖 4.4 以及圖 4.5 中的超額收益曲

線也可以看出，從 2017 年初到 2018 年初，兩群組原則的超額收益都呈現下
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降趨勢，即策略收益都低於基準收益，沒有跑贏大盤。之後，初始收益的超額

收益曲線基本為平穩狀態，也就是策略收益與基準收益相當。而改良後的策略，

從 2019 年開始超額收益曲線有了上升趨勢，實現了對初始策略的反超。

如圖 4.7 以及圖 4.8，為兩群組原則的年度收益分佈圖，可以看出兩群組

原則的最大收益都是在 2015 年，改進後的策略前期收益略低於初始策略，後

期損失也更少。總體情況來看，改進後的策略收益波動率較低，有效地降低了

風險，提高了總體收益。

圖 4.7：初始策略的年度收益分佈圖
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圖 4.8：改進策略的年度收益分佈圖

圖 4.9：初始策略的月度收益熱力圖
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圖 4.10：改進策略的月度收益熱力圖

上圖 4.9 以及圖 4.10 分別是初始策略以及改進策略的月度收益熱力圖，

圖中區塊顏色越趨近于深紅，代表了當月月度收益越大；區塊的顏色越趨近于

深綠，代表月度虧損越大；越趨近于純白，代表月度收益越接近於零。熱力圖

較為直觀的展現了 2012 年到 2019 年期間每個月份的收益狀況。初始策略的

最大收益月份為 2015 年的 5 月份，達到了 35.21%；改進後的策略最大收益

月份為 2015 年的 3 月份，達到了 44.77%。虧損最大的月份都為 2016 年的 1

月份，均虧損了 32%左右。從兩群組原則的熱力圖對比中可以看出，兩群組原

則的盈利月份大體上相同，改進後的策略盈利月份略多於初始策略，虧損月份

略少於初始策略。而通過上文波動預測模型的資料輸出圖可知，2015 年正是市

場波動較大的時期，說明策略主要在市場波動巨大時獲利。

如下圖 4.11 以及圖 4.12 所示，分別為初始策略以及改進策略的行業配置

對比圖。經過策略篩選的股票主要分為十一類，分別為金融指數、工業指數、

可選消費指數、材料指數、能源指數、醫療保健指數、資訊技術指數、日常消

費指數、電信服務指數、公用事業指數以及房地產指數。基準配置即滬深 300 股

指的行業配置主要以金融指數為主，占 37.76%，其次分別為工業指數、可選消

費指數、材料指數、日常消費指數、資訊技術指數、醫療保健指數等。由圖中



‧
國

立
政 治

大

學
‧

N
a

t io
na l  Chengch i  U

niv

ers
i t

y

DOI:10.6814/NCCU202200358

55

可知，兩群組原則的金融指數配置百分比都非常低，工業指數大幅增加，占比

均超過 30%，其次是可選消費以及材料指數。

圖 4.11：初始策略的行業配置對比圖
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圖 4.12：改進策略的行業配置對比圖

總結來說，本文兩群組原則的行業配置比例基本相同，是一個側重於工業、

可選消費、材料、醫療保健以及信息技術產業為主的策略。

上文通過對比兩群組原則的收益曲線、年度收益分佈圖、月度收益熱力圖

以及行業配置對比圖等等，基本瞭解了改進後的策略與初始策略在收益細節上

的區別。為了更加全面細緻地對兩群組原則進行對比，本文將兩群組原則的回

測評價指標放入表格中進行直觀的比較分析，具體的評估資訊對照表如表 4.2

所示。
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表 4.2：兩組策略評估指標對比

從表 4.2 可以看出，改良後的策略除了貝塔係數略低於初始策略之外，其

它的評估指標例如，阿爾法指標、夏普比率、索提諾比率、資訊比率、勝率以

及盈虧比都較初始策略有所提升。另外，最大回撤、策略波動率都比初始策略

要低，盈利次數和虧損次數也更少。綜上所述，加入波動聚集因子對策略的收

益率以及魯棒性都有所提升。

為了排除實驗的偶然性，本文通過改變策略的演算法以及參數進行了多組

對比實驗。其中一組對比實驗結果如表 4.3 所示，為隨機森林演算法的策略對

比結果。
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表 4.2：兩組策略（隨機森林算法）評估指標對比

可以看出，隨機森林演算法的策略收益與 XGBoost 演算法對比降低了許多，

策略加入波動聚集作為因子之後，策略收益、年化收益、阿爾法指標、夏普比

率、索提諾比率、資訊比率以及盈虧比同樣比初始策略有所提升。策略的波動

率同樣減小，盈利次數增加，虧損次數減小，勝率有所提高。綜上所述，將波

動聚集因子加入到隨機森林多因子策略中也有類似的提升效果。

第四節 本章小結

本章主要介紹了對於波動聚集現象創新性應用的研究設想和基本思路，並

使用 GARCH 模型對波動率進行了預測，同時驗證了滬深 300 指數的市場價

格具有顯著的波動聚集現象。之後詳細的介紹了本文基礎策略的幾個階段和具

體步驟以及使用到的主要因子。因子主要包含了上一章節內通過 XGBoost 演算

法進行因子合成中表現最優秀的 5 個因子以及較為常用的 4 個技術指標。接
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著將 GARCH 模型加入策略中進行改良優化，將其預測值作為波動聚集因子加

入機器學習中進行學習訓練，對初始策略以及改進後的策略進行回測，並對兩

群組原則的回測結果進行了分析對比。最後，為了排除對比實驗的偶然性，本

文通過改變策略的機器學習演算法以及參數，進行了多組對比實驗，並對結果

進行了分析比較。

總體來看，加入波動聚集性作為因子之後，其策略波動率都有所降低。其

中個別實驗組改良策略的策略收益、策略年華收益率等指標要低於初始策略，

但是改良後的策略勝率都有了提高，並且所有實驗組改良策略的策略波動率以

及最大回撤都降低了。同時，改進後的策略，其虧損次數以及總交易次數都有

小幅度的減少。另外，所有策略的最大收益月份基本都在 2015 年這段市場波

動較大的時間段。並且，在使用 GARCH 模型對滬深 300 指數進行擬合時，

可以看出市場收益率的波動聚集現象主要發生在 2015 年以及 2019 年這兩段

時期。而加入了波動聚集因子之後，從月度收益熱力圖與年度收益分佈圖的對

比中可以看到，模型在 2015 年以及 2019 年這兩段時期的收益都得到了提升，

說明波動聚集因子在策略中起到了作用，策略對於波動聚集現象能夠加以學習

以及應用，從中獲利。

綜上所述，本文的策略是一個收益比較穩定，並且收益趨勢與大盤較為一

致，策略在股市震盪期間比較有優勢的策略。另外，通過對實驗組的歸納總結，

可以得出，加入了波動聚集作為因子之後，儘管不能保證策略的收益百分之百

會有所提高，但是策略的風險性會有所下降，改進後的策略會顯得更加穩健，

魯棒性更強。
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第六章 結論與建議

第一節 研究結論

本文主要在聚寬量化平臺上研究了機器學習演算法和波動聚集對於量化投

資的優化應用，將目前機器學習演算法中較為風靡的 XGBoost 演算法應用於量

化投資的幾個方面。通過對前人學者的理論文獻研究，為本文的基礎理論知識

奠定了基調，明確了研究方向。緒論部分主要介紹了文本的研究背景及研究意

義、相關概念辨析、文獻綜述、研究設計框架以及本文的創新點。

本文首先介紹了集成學習演算法和 XGBoost 演算法的理論知識，對波動率

模型做了相關的知識介紹，其中包括BS模型、隨機波動模型以及幾個時間序列

模型。重點講述了目前較為風靡的 XGBoost 演算法以及能夠刻畫驗證波動聚集

現象的 GARCH 模型。為下文的實證研究內容打下理論基礎。

然後本文詳細地論述了如何使用 XGBoost 演算法進行因子合成，包括資料

的獲取、資料預處理、樣本內的訓練、模型的構建以及樣本外測試等步驟。模

型構建的過程中，對 XGBoost 演算法、隨機森林演算法以及 SVM 演算法的

精確度及 AUC 指標進行了對比分析，驗證了確實是 XGBoost 演算法要更優

於其他兩種演算法。並與傳統的線性模型做了對比，證明了機器學習在因子合

成方面的高效性及其優勢。為了提高模型的學習效果及綜合能力，將回測區間

分為 6 個子區間，採用六階段滾動回測的方法訓練模型。接著通過 XGBoost 演

算法中內置的因子打分機制獲得了所有因子 6 次訓練的重要度指標，對指標進

行排序處理，利用五分位數分組法將因子分為 5 組進行分層回測。回測結果與

預期結果基本一致，重要度指標越高的分組，回測收益率越高。基本驗證了通

過本文的因子合成方法，可以獲得一些表現較好的因子。

接著本文主要圍繞著金融市場收益率的波動特性進行展開，講述了本文對

於波動聚集現象創新性應用的研究設想和基本思路。接著使用第三章節實證結

論中表現效果最優秀的一批因子進行多因子策略的構建，使用 XGBoost 演算法

對股票價格進行預測，將此策略作為初始策略，即對照組，與改進後的策略進

行對比研究。最後，本文通過 GARCH 模型對市場價格進行擬合，刻畫市場的

波動聚集現象，創新地將模型預測值作為波動聚集因子加入到策略中進行策略
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的改進提升，與對照組進行回測結果的對比分析，觀察波動聚集現象的應用效

果有哪些，是否對策略的提升有所幫助。通過多組實驗組的結果分析對比，我

們發現加入波動聚集因子的策略，在穩定性上要強於初始策略，能夠提高穩定

收益，達到了降低風險與策略波動率的目的。並且結合滬深 300 指數的市場收

益率波動圖來看，在 2015 年和 2019 年這兩段有較為顯著的波動聚集現象的

時間段上，改進後的策略比初始策略表現的更加優秀。實證研究結果顯示，通

過機器學習對波動聚集現象加以學習應用，能夠使策略在股市震盪期更有優勢，

並且能夠從總體上提高策略的穩健性，達到降低投資風險的目的。

第二節 改進與展望

關於本文的研究展望，可以拓展 VIX（Volatility of S&P 500 Index）相關方

面的內容。VIX 是芝加哥期權交易所市場波動率指數，它誕生於 1993 年，現

在用來衡量 S&P 500 指數期權所給出的隱含波動率，又稱“恐慌指數”。可以考

慮將本文的研究方法應用於波動率指數 VIX 相關的衍生品投資。

此外，由於本文的演算法研究以及策略應用都是基於聚寬量化平臺進行的，

並且作者本人是沒有經過系統的量化訓練的量化初學者。所以本文的重點在於

利用機器學習演算法對量化投資的思路擴展和研究創新，本文使用的策略也是

較為簡單和基礎的策略，還存在許多不足之處有待改進。

第一個有待改進的地方是因子合成部分的因子分組問題。由於一些因子之

間會存在一些相關性，因此重要度指標並不能作為判斷因子好壞的唯一標準。

如何加入新的考慮因素對因子進行更細化地優劣排序，這是一個可以提高改進

的地方。

第二點是本文策略還有待進一步的優化。由於作者本人的程式設計能力以

及量化策略研究能力不足，本文的策略還有很大的提升空間。具體來講，由於

策略中使用的機器學習演算法是分類演算法，因此對股票進行預測時，僅僅區

分為漲與不漲兩類，如果可以對預測為漲股票按照漲幅大小進行排序，預測漲

幅更大的股票優先順序更高，執行買入操作時優先買入，相信可以提高策略的

收益效果，這可以作為下一步的研究方向。

第三個值得考慮研究的方向是波動聚集現象的應用方法。目前對於波動聚

集現象的應用仍十分稀少，本文的應用方法也比較單一。筆者認為還可以在其
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他方向加以應用，例如有些策略在股市波動較大時容易損失，則可以考慮將波

動聚集作為一個指標進行動態調倉，當預測波動率超過一定數值時，進行減倉

操作甚至是清倉退出市場，降低風險以達到提高勝率的目的。再例如本文中的

策略，在波動較平穩時收益不高，甚至會造成損失，則可以設置為當預測波動

率低於一定界值時，執行減倉操作，減少損失。筆者認為，對於波動聚集現象

的實際應用這方面的研究還有待進一步深化，是一個十分有意義的研究方向。
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附錄

因子合成部分全部因子資訊表

因子
類型

因子名稱 因子描述 計算方法

財務
品質
因子

current_ratio 流動比率(單季度) 流動比率=流動資產合
計/流動負債合計

財務
品質
因子

net_profit_to_total_
operate_revenue_ttm

淨利潤與營業總收入
之比（NI）

淨利潤與營業總收入
之比=淨利潤（TTM）/
營業總收入（TTM）

財務
品質
因子

gross_income_ratio 銷售毛利率（GPM）

銷售毛利率=(營業收入
（TTM）-營業成本
（TTM）)/營業收入

（TTM）

財務
品質
因子

roe_ttm 權益回報率 TTM
（ROE）

權益回報率=淨利潤
（TTM）/期末股東權益

財務
品質
因子

roa_ttm 資產回報率 TTM
（ROA）

資產回報率=淨利潤
（TTM）/期末總資產

財務
品質
因子

total_asset_turnover_rate 總資產周轉率
總資產周轉率=營業收

入(ttm)/總資產

財務
品質
因子

net_operating_cash_
flow_coverage 淨利潤現金含量

經營活動產生的現金
流量淨額/歸屬於母公
司所有者的淨利潤

財務
品質
因子

cash_to_current_
liability 現金比率

期末現金及現金等價
物餘額/流動負債合計

的 12 個月均值

成長
因子

operating_revenue_
growth_rate

營業收入增長
率

營業收入增長率=（今
年營業收入（TTM）/
去年營業收入（TTM））

-1

成長
因子

net_profit_growth_rate 淨利潤增長率
淨利潤增長率=(今年淨
利潤（TTM）/去年淨利

潤（TTM）)-1

成長
因子

PEG 市盈率相對盈利增長
比率

PEG = PE / (歸母公司
淨利潤(TTM)增長率 *
100) # 如果 PE或增長

率為負，則為 nan

動量
因子

BBIC BBI動量
BBI(3, 6, 12, 24) / 收盤
價（BBI為常用技術指
標類因子“多空均線”）
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風險
因子

Variance20 20 日年化收益方差 20日年化收益方差

杠杆
因子

CMV 對數流通市值 流通市值的自然對數

杠杆
因子

financial_leverage 財務杠杆 總資產/淨資產

杠杆
因子

debtequityratio 債資比率 非流動負債/淨資產

杠杆
因子

cashratio 現金比率
現金比率=(貨幣資金+
有價證券)/流動負債

杠杆
因子

currentratio 流動比率
流動比率=流動資產/流

動負債*100%

基礎
因子

net_operate_cash_
flow_ttm

經營活動現金流量淨
額 TTM

計算過去 12 個月經
營活動產生的現金流

量淨值之和

基礎
因子

net_profit_ttm 淨利潤 TTM 計算過去 12 個月淨
利潤之和

基礎
因子

non_recurring_
gain_loss 非經常性損益

歸屬於母公司股東的
淨利潤-扣除非經常損
益後的淨利潤(元)

基礎
因子

operating_revenue_
ttm 營業收入 TTM 計算過去 12 個月的

營業收入之和

技術
指標
因子

DIF 差離值
EMA(CLOSE,SHORT)-
EMA(CLOSE,LONG)

技術
指標
因子

DEA 指差離值平均數（異
同平均數）

EMA(DIF,MID)

技術
指標
因子

MACD 指數平滑異同移動平
均線

(DIF-DEA)*2,
COLORSTICK

技術
指標
因子

RSI 相對強弱指數 RSI=100*RS/(1+RS)

情緒
因子

AR 人氣指標

AR=N 日內（當日最高
價-當日開市價）之和 /
N日內（當日開市價-
當日最低價）之和 *
100，n 設定為 26

情緒
因子

BR 意願指標

BR=N 日內（當日最高
價-昨日收盤價）之和 /
N日內（昨日收盤價－
當日最低價）之和
×100，n 設定為 26
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情緒
因子

VDIFF 計算 VMACD因子
的中間變數

EMA(VOLUME，
SHORT)-EMA(VOLU

ME，LONG)
short 設置為 12，long
設置為 26，M 設置為

9
情緒
因子

ARBR ARBR 因子 AR與因子 BR的
差

估值
因子

EP
淨利潤與總市值之

比，市盈率（PE）的
倒數

PE=1/（股權投資回報
率-每股收益增長率）

估值
因子

BP
淨資產與總市值之

比，市淨率（PB）的
倒數

PB=資產收益率/（股權
投資回報率-每股收益

增長率）

估值
因子

SP
營業收入與總市值之
比，市銷率（SP）的

倒數
PS=總市值/銷售額

估值
因子

DP 股息率
DP=最近 12 個月現金

紅利/總市值

估值
因子

RD 開發支出與總市值之
比

RD=開發支出/總市值

估值
因子

CFP
經營現金流與總市值
之比，市現率（PCF）

的倒數

PCF=總市值/經營現金
流
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